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ANOTACE

Diplomové prace se zam¢tfuje na hledani novych moznosti pfi feSeni uloh pomoci hlubokého
genetického programovani. Prace popisuje stru¢ny vyvoj umélé inteligence a hlavni metody,
které se vyuzivaji — neuronové sité, evolu¢ni algoritmy a genetické programovani. Dale se
prace zabyva tématem hlubokého genetického programovani, které se snazi kombinovat
principy jiz zminénych metod. Jsou popsany dosavadni pfistupy a dale navrhnuty nové
metody hlubokého genetického programovani. Zavérem prace je popsana implementace

metod pomoci riznych néstrojii a jejich otestovani.
KLICOVA SLOVA

Um¢éla inteligence, strojové uceni, hluboké uceni, neuronové sité, evolucni algoritmy,

genetické programovani, hluboké genetické programovani, jenetics, watchmaker

TITLE

Deep Genetic Programming

ANNOTATION

The Diploma Thesis is focused on the search on new possibilities in solving problems using
deep genetic programming. The work describes a brief development of artificial intelligence
and the main used methods like neural networks, evolutionary algorithms and genetic
programming. Furthermore, the work describe the topic of deep genetic programming, which
tries to merge the principles of the methods mentioned so far. Current approaches are
described and new methods of deep genetic programming are proposed. The conclusion of the

work describes the implementation of new methods using various tools and their testing.

KEYWORDS

Artifical inteligence, machine learning, deep learning, neural network, evolutionary

algorithm, genetic programming deep genetics programming, jenetics, watchmaker
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0 UVOD

Tato prace se snazi shrnout a zmapovat moznosti vyvoje algoritm umélé inteligence jak jiz
zZ teoretické stranky, tak z praktického pohledu. Jsou zde shrnuty mozné pfistupy k vyuziti
téchto algoritmt z hlediska pouzitelnosti nebo kvality v riaznych typech tloh. Hlavni cil prace
je zaméfen na rozsifeni, nebo v nékterych piipadech spiSe slouceni, klasickych ptistupt. Diky
tomu by se mohly objevit nové piistupy nebo metody, které budou fesit optimalizacni
problémy. Pozornost je vénovana hlavné hlubokému genetickému programovani, coz je

pfistup, ktery se snazi vyuzit vice ptistupti k feSeni uloh a vhodné je sloucit dohromady.

V principech hlubokého genetického programovani lze spatiit pristupy podobné hlavné
neuronovym sitim. Rozdilem ovSem je, ze jsou aplikovany na problémy feSené pomoci
evolucnich algoritmi, a to zejména pomoci genetického programovani. Prace tedy nabizi
zakladni pohled na obor umélé inteligence, ktery je nésledné rozsifovan diky specifikovani
jednotlivych oblasti tohoto oboru. V prvni fadé se jedna o popis neuronovych siti, které jsou
zakladnim vzorem pro hluboké genetické programovani. Jsou zde popsany jak jednoduché
sit¢, tak nasledné i hluboké. Hluboké neuronové sité vyuzivaji proces feature extraction, ktery
se snazi rozc€lenit data do vrstev, a tim zjednodusit proces vypoctu. Pfesné tento pfistup

se snazi napodobit 1 hluboké genetické programovani.

Dale prace popisuje evolucéni algoritmy, jeZ jsou velmi oblibené a U€inné pro velkou fadu
problémi feSenych pomoci Al. Do této skupiny patii i genetické programovani, které je
V praci rozsifeno do vrstev. Pfidanim vrstev, kde se upravuji vstupni data, ziskdvame model

hlubokého genetického programovani, které je popsano v dalsi kapitole.

V kapitole hluboké genetické programovani jsou popsany nékteré z dosavadnich existujicich
metod, které jsou povazovany za hluboké. Jejich kombinacemi mohou vzniknout
neékolikavrstvé modely, kter¢ by mohly pomoct zlepSeni genetického programovani.

V kapitole je také navrzena metoda, ktera nékteré tyto ptistupy kombinuje.

V poslednich kapitolach je popsana implementace jednoduchého genetického programovani
za pouziti dvou riznych knihoven a nasledn¢ implementace nove navrzené metody. Nasleduje
experimentalni ¢ast, kde jsou tyto pfistupy porovnany na riznych pokusech, kde jsou ménéna
pocatecni nastaveni algoritml. Vysledkem je zhodnoceni kvality navrzené metody oproti

stavajicim pfistupim v genetickém programovani.
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1 ZAKLADY UMELE INTELIGENCE

Tato kapitola popisuje vyvoj a zakladni principy umélé inteligence (Al). Jsou zde popsany
dilezité podmnoziny Al, jako je strojové a hluboké uceni, které se v poslednich letech velmi
rychle rozviji diky velkému pokroku v technice. Dnesni pocitace dokazi pomoci algoritmi Al
resit slozité a komplexni problémy. Tato uvodni kapitola se tedy také vénuje popisu
zakladnich metod reprezentace dat, diky které mohou byt algoritmy Al mnohem efektivnéjsi a
dale jednotlivym zplsobim uceni algoritmi, které je typickou vlastnosti strojového uceni a

jeho podmnozin.

1.1 Uméla inteligence

Pod slovem inteligence si miZeme ptedstavit vlastnost zivého organismu, ktera vznikla
postupnym vyvojem. Inteligence je urCena pro ziskani vyhody pti dosazeni cilti zivych
organismi a umoziuje jim reagovat na ménici se prostfedi a zivotni podminky. Nékteré tyto

principy jsou vyuzity i v oboru umélé inteligence.[6]

Um¢la inteligence je védni obor, ktery se zabyva tvorbou strojii nebo systému vykazujicich
lidskou inteligenci. Al se tedy snazi vytvofit stroj nebo systém, ktery k feSeni problému
vyuziva postupy, které by vyuzil i ¢loveék.[5] Tento védni obor existuje jiz od roku 1956 a
vznikl za Géelem zjisténi, zda lze naucit pocita¢ myslet. Touto otazkou se Al zabyva dodnes.

Strucné 1ze ¥ici, Ze se Al snazi automatizovat intelektualni ulohy, které vytvareji lidé.[4]

Jako kazdy v&dni obor se i Al porad vyviji. Do konce osmdesatych let byla hlavni myslenkou
Al tzv. symbolicka uméla inteligence. Programatofi se domnivali, Ze mohou dosdhnout
plného nahrazeni lidského mySleni pomoci velkého souboru explicitnich pravidel, ¢imz
vznikaly expertni systémy. Systém s definovanymi pravidly byl dobrym nastrojem pro feSeni
jasn¢ definovanych logickych problému, jako jsou naptiklad Sachy, ale byl jiz piekonan
nove¢jsimi technologiemi. Pro ulohy s nejasnymi problémy, jako je napiiklad Klasifikace
obrazu, neni mozné vymyslet vSechna pravidla. JelikoZ postupem c¢asu vznikala potieba fesit
pomoci expertnich systému ulohy, jejich slozitost se stupniovala, bylo jasné, ze zhotovit tak
velky soubor pravidel by bylo skoro nemozné. Praveé proto zacaly vznikat koncepty moderni

Al, jejiz algoritmy umozni tyto Glohy fesit bez nutnosti vytvaret soubory pravidel.[4]

Pro feSeni slozit&jSich problému bylo tedy nutné vyuzit jinych pfistupi, které jsou soucasti
Al Dva hlavni sméry, které budou popsany, jsou strojové a hluboké uceni. Rozdil téchto
metod oproti tvofeni expertnich systému je, Ze nyni se programator snazi naucit stroj tak, aby
pii pohledu na jiz znama data vytvofil pravidla, ktera nadale vyuzije k rozhodovani.[4]
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Uméla inteligence

Strojove uceni

Obrazek 1 - Uméla inteligence, strojové a hluboké uceni

1.2 Strojové uceni

Jak je vidét z obrazku uméla inteligence, strojové a hluboké uceni, tak strojové uceni je
podmnozinou Al Na rozdil od expertnich systémt, kde programator zadaval vSechna pravidla
rucné, se strojové uceni zaméfuje na moznost vytvoreni pravidel pfi pohledu na data. Systém
vyuzivajici strojové uceni by mél pti znalosti vstupii a oekavanych vystupi nalézt takova
pravidla, podle kterych bude schopen, pii piedloZeni urcitého vstupu, vyfesit problém a vratit
oc¢ekavany vysledek. Pro snadné€js$i pochopeni si mizeme piedstavit priklad, kdy je nutné
rozfadit obrazky do kategorii auto a diim. Systému predlozime nékolik obrazki, které mame
rozfazeny spravng, a tim ho nau¢ime rozpoznat kategorie. KdyZ nasledné systému piedloZime

obrazek, mél by byt schopny ho zatadit do spravné kategorie auto nebo diim.[7]

Prikopnikem tohoto odvétvi se stal jiz v roce 1959 Arthur Samuel, ale atraktivnim se strojové
uceni stalo az po roce 1990. To bylo zptisobeno hlavné technickym pokrokem. V téchto letech
Jiz byla pfistupna technika, na které se algoritmy vyuzivajici principy strojového uceni daly
realizovat a vysledky byly dostupné v relativné piijatelném ¢ase. S prichazejici novou

technikou se strojové uceni tésilo vétsi oblibé a i nyni je velmi popularni.[4]

18



Pokud je kfteSeni néjakého problému vyuzit nektery z algoritmi Al neni se mozné
spolehnout na stoprocentni spravnost vysledku. K hledani feseni je totiz ve vétSin€ ptipadi
vyuzito nahody a statistiky, coZ nemtize zarucit stoprocentni spravnost nalezen¢ho feSeni.
V téchto piipadech také velmi zaleZi na slozitosti problému. Pokud je vyuzit algoritmus
spravnym zplisobem, mélo by dosazené feSeni byt dostate¢né veérohodné, nebo alespoinl

dobrym voditkem k nalezeni toho spravného feseni.[8]

V této dob¢ se strojové uceni vyskytuje hlavné v odvétvich herniho prumyslu a dale je
vyuzito u systému pro rozpoznani fe¢i a analyzu nebo kompresi obrazu. Vétsina lidi nekteré
algoritmy vyuziv4, aniz by o tom védéla, a to na nckterych internetovych strankach.
V nésledujicich desetiletich se ov§em piedpovida velky rozmach Al i do mist, kde vyuziti
techniky neni hlavnim z4jmem. MiiZe se jednat naptiklad o podporu rozhodovani, at’ uz jako

strategické rozhodovani ve firmach nebo autonomni fizeni automobild.[7]

Oblast strojového uceni obsahuje velkou fadu metodik a pfistupt k tvorbé riiznych druht
algoritmt, které jsou dale vhodné pro feSeni specifickych druhtt problémi. Jedno
z nejdulezitéjsich rozdeleni téchto algoritmi, je déleni podle druhu uéeni, kterému se vénuje
jedna z nasledujicich kapitol. Dalsi rozsahlou a dileZitou podmnoZinou strojového uceni je
hluboké uceni, které je v dnesni dobé velice populdrni a velmi vyhodné pro feSeni nékterych
problému. Problematika hlubokého uceni bude podrobné popsana v nasledujicich
kapitolach.[4]

1.2.1 Rozdéleni algoritmii podle druhu uceni

Jak jiz bylo fec¢eno, zdkladni mySlenkou strojového uceni je nauceni systému, aby dokazal
resit konkrétni tlohu. Strojové uceni nabizi né€kolik zpiisobl, jak dany systém naucit a
programator si miZze zvolit nejvhodnéj$i metodu pro ukol, ktery fesi. Volba ucici metody je
zavisla na podobé dostupnych dat a na tkolu, ktery je nutné feSit. RozliSujeme uceni
s ucitelem, bez ucitele a zpétnovazebné uceni. Kazda z téchto metod ma své vyuziti a je

vhodna pro specifické tlohy.[8]

Uceni bez ucitele znamend, Ze programator ma k dispozici jenom mnozinu vstupnich dat.
Proces nauceni algoritmu se tedy musi uskutecnit bez mnoziny ocekavanych vstupt.

Nejcastéjsim piipadem uceni bez ucitele je shlukovani objektd na zékladé né&jakych

podobnosti.[9]

Pravdépodobné nejpouzivanéjsim metodou je uceni s ucitelem. Tento model zahrnuje jak

vstupni data, tak ofekavané vystupy. Pro kazdou vstupni hodnotu algoritmus vrati aktudlni
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vysledek, ktery je porovnan s ocfekdvanym vystupem. Na zdklad¢ tohoto rozdilu jsou
upraveny parametry vypoctu algoritmu tak, aby byl kvalitngjsi. Je také vhodné rozlozit
mnozinu vstupnich dat minimalné na dvé skupiny a to trénovaci a testovaci mnozinu dat.
Trénovaci mnozina dat je mnohem vétsi a algoritmus se na ni u¢i. Mensi, testovaci mnoZina
je pouzita pro kontrolu kvality algoritmu a pro zabranéni pieuceni.[4] Pfeuceni je jev, ktery
vznikd v ptfipadé, ze vysledky algoritmu jsou na trénovaci mnoziné ¢im dal lepsi, zato
na testovaci mnozin¢ se zacnou zhorSovat. Z tohoto stavu lze vydedukovat, ze jsou Spatné¢
zvoleny mnoziny dat, které nejsou z celého mozného rozsahu dat.[19] Proto by mély mnoZiny
byt disjunktni a jejich vstupy by mély byt rozprostteny po celém defini¢énim oboru problému.

Nikdy by tedy nemélo dojit k uceni algoritmu na testovacich datech.[7]

Metoda zpétnovazebniho uceni spoc¢iva v tom, ze se algoritmus sam zdokonaluje za b&éhu

programu. Podnéty pro zdokonaleni ptichazi vétsinou z okoli.[7]

Pomoci metod strojového uceni lze feSit Siroka Skala problémil. Tyto problémy Ize shrnout

do t#i hlavnich skupin, a to regrese, klasifikace a shlukovani.

e Regrese
Podle vstupu odhaduje pfibliznou hodnotu vystupu. Regresi je mozné vyuzit napiiklad
Vv pripad¢€, ze z nahodnych bodl na Ciselné ose potifebujeme odhadnout piedpis jejich funkce.
V takovém pifipad€ pouzZijeme znamé body jako jejich vstupy a pomoci algoritmli Al
zkousime najit nejpravdépodobné&jsi predpis funkce. Vyuziti je napfiklad pro predikce cen

na burze.[8]

o Kilasifikace
Jednoduchy ptiklad klasifikace mlze byt rozdéleni obrazkii do rGznych kategorii. Jako
vstupni data musi byt nékolik ptikladd spravné roztazenych obrazkd, na kterych se algoritmus

nauci rozeznat jednotlivé kategorie. Vystupem mize byt napiiklad nazev kategorie.[8]

e Shlukovani

Na zakladé podobnosti jsou shlukovany datové body do skupin, bez ohledu na obsah.[8]

1.2.2 Reprezentace dat
K sestaveni algoritmu, ktery bude vyuzivat strojové uceni, je nutné urcit tfi zakladni soucasti

algoritmu.

e Vstupni data

e Ocekavané vystupy
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e Metoda, ktera zméfi kvalitu algoritmu
Z4dny algoritmus se bez nich neobejde, jelikoZ jsou to zakladni souéasti pro uéeni systému.
Pro kazdy vstup musi existovat oCekavany vystup. Metodou, kterda méfi kvalitu algoritmu,
zmétime rozdil mezi aktudlni a ocekavanou hodnotou vystupu, ¢imz miizeme aktudlni systém
pozmenit (naucit) tak, aby byl pfisté tento rozdil mensi. Opakovanim tohoto postupu mtizeme
docilit kvalitniho systému, ktery bude spravné nauceny na konkrétni problém. Tento
mechanismus bohuzel nezaru¢i cely uspéch. Pro kvalitné fungujici algoritmus je nutné

se zamyslet i nad dalSimi aspekty, jako je napiiklad reprezentace vstupnich dat.[4]

Vhodna reprezentace dat vstupujicich do jakéhokoliv algoritmu vyuZzivajiciho Al je vice nez
polovina Gspéchu feseni daného problému. Tuto teorii je snadné ovéfit jednoduchou dedukci.
Pokud jako vstup do algoritmu posilame data, kterd nemaji smysl pro feSeni daného
problému, tak nemuizeme dostat adekvatni vysledek. Navic v tomto piipadé¢ bude uceni

algoritmu trvat mnohem delsi dobu, nez kdybychom pouzili pouze adekvatni data.[4]

Nezéalezi ovSem jen na ociSténi vstupnich dat. Dalsi dulezitou technikou je vhodné
zakodovani dat. Timto zptisobem lze algoritmus také velmi zjednodusit. Jako ptiklad mizeme
vzit jednoduchou klasifikaci obrazu. Pro nékteré problémy miizeme barevny obrazek ulozeny
ve schématu RGB transformovat do odstind Sedi, ¢imz se snizi po€et hodnot potfebnych
k identifikaci odstinu jednoho pixelu. U obrazku v RGB je nutné udrzovat tfi hodnoty, které
urc¢i barvu pixelu, u odstinii Sedi tuto barvu ur€uje jedind hodnota. Tuto transformaci je
vhodné pouzit v ptikladech, kdy je Gcelem rozpoznat n&jaky tvar, nebo obrys a neni nutné

brat v potaz jeho barvu.[4]

1.2.3 Faze strojového uceni

Faze strojového uceni lze chapat jako zjednoduseny postup, jak vytvotit libovolny algoritmus,
ktery bude vyuzivat strojového uceni. Zakladni faze jsou naznaceny na obrazku 2. Zakladni a
prvni fazi je ptiprava vstupnich dat. Tento krok je velmi dulezity, a pokud budou data dobie

transformovana pro dany problém, algoritmus se velmi zjednodusi.[8]

Dals§im krokem je trénovani. Systému jsou piedlozena vstupni data, a tim se realizuje uceni
algoritmu. Po ptedloZeni vSech trénovacich vstupt je nutné zkontrolovat kvalitu algoritmu.
K tomuto ucelu je pfipravena testovaci mnozina dat. Na téchto datech nemtzeme systém ucit,
aby nedoslo k nauceni téchto konkrétnich hodnot vstupli. Pravé proto musi byt trénovaci a
testovaci mnozina disjunktni. Po testovani se spocita chyba modelu, ktera urcuje, jaka je

ptresnost modelu na testovacich datech.[8]
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Po testovani je vhodné vypocitat celkovou chybu, a pokud je tato chyba mensi nez zvolena
hodnota, ktera je blizka nule, je mozné ptejit na fazi aplikace. Je tedy mozné aplikovat systém
na ostrych datech a m¢l by byt dostatecné spolehlivy. V opa¢ném piipad€ je vhodné systém
zacit ucit od zacatku, jelikoz se v pritbé¢hu algoritmu nepodaiilo nalézt dostatecné kvalitni
feSeni, které by bylo mozné aplikovat. To znamend, Ze znovu aplikujeme fazi uceni
na trénovacich datech a nasledné testovani a validaci. Tento cyklus se opakuje, dokud systém
nevykazuje oCekavané hodnoty na testovacich datech. Po nalezeni adekvatniho feSeni je

mozné algoritmus ukoncit.[8]

Pfiprava dat

|

Utenilpfeueni €———

|

Testovani a
validace
Celkova chyba je
prijatelna
Aplikace

Obrazek 2 - Faze strojového uceni

1.3 Hluboké uceni
Hluboké uceni bylo poprvé piedstaveno v roce 1986 Rinou Detcher jako podmnozina uéeni
strojového. Prvni experimenty ovSem nebyly efektivni, protoZe k feSeni takto sloZitych

modelid zatim neexistovala vhodna vypocetni technika. V dnes$ni dob¢ lze pomoci hlubokého

t&si velké oblibé a jeho techniky se nadale vyviji a zlepsuji.[10]
Tato metoda je specifickou podmnozinou strojového uceni. Cilem je dosahnout funkci

lidského mozku pomoci vypocetni techniky. V lidském mozku je propojeno miliony neuront,
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které spolupracuji na feSeni ur¢itého problému [11]. Systémy vyuzivajici hluboké uceni
pouzivaji podobné principy. Typickym algoritmem, ktery vyuziva hluboké uceni je hluboka

neuronova sit, na které budou zminéné principy vysvétleny.[4]

Neuronova sit’ je slozena z bloki, které se nazyvaji neurony. Neurony jsou slucovany
do vrstev a tyto vrstvy dohromady tvoii model sité. Pocet vrstev udava hloubku modelu dané
neuronové sit€. Takovyto model mize obsahovat desitky az stovky vrstev a kazda vrstva

muze obsahovat i tisice neuronti. Velikost modelu zavisi na obtiznosti feSené tilohy.[10] [12]

Princip hlubokého uceni je v tom, ze kazda vrstva se uci z té nasledujici, to znamend, Ze
vystup jedné vrstvy je vstupem do vrstvy nasledujici. Vstupni hodnota projde vSechny vrstvy
a dany model vrati vyslednou hodnotu. Nasleduje uceni sité, které probihd od konce
na zaCatek modelu (zpétné S$ifeni chyby). Takto nauceny model lze nasledné aplikovat
na feseni konkrétniho problému.[12] Pti pruchodu vstupni hodnoty modelem se kazda vrstva
modelu urcitym zpisobem podepiSe na zméné této hodnoty. Timto zpusobem dojde
K transformaci vstupni hodnoty na vystupni. Posledni wvrstva transformuje hodnotu

na ocekavany vysledek modelu.[4][10]

Pti tomto vykladu se mize zdat, ze se jedna o souhrn velmi slozitych operaci a transformaci.
To ovSem neni pravda. Transformace se skladaji z mnoha velmi jednoduchych operaci s €isly.
Jak jiz bylo vysvétleno, kvalita a vypocetni rychlost algoritmu také velmi hodné zélezi
na podate¢ni piipravé vstupnich dat. Cim jednodusii budou vstupni data, tim jednodussi
budou také operace pii transformaci na vystupni hodnotu a tim bude uceni daného algoritmu

rychlejsi a kvalitngjsi.[4][12]

1.4 Algoritmy vyuZivajici Al

Umeélou inteligenci vyuziva velké mnozstvi algoritmi, které se déli do nékolika skupin.
Kromé toho, ze je mizeme rozdélit podle typu uceni, jako je strojové, hluboké, s ucitelem
nebo bez ucitele, miZeme je také rozdé€lit podle zptisobu feSeni problémui. Kazdy algoritmus,

nebo skupina algoritmti ma své vyhody pfi feseni specifickych tiloh.[4]

Jednou z prvnich oblasti algoritmi, které se pouzivaly, jsou expertni systémy. Tyto systémy
jsou naprogramovany jako souhrn pravidel, podle kterych se program fidi a na jejichz

zakladn¢ se vyhodnoti vysledek. Tyto systémy jsou pozivany jako podpora rozhodovani.[13]

Dalsi oblasti je prohledavani stavového prostoru. Tyto algoritmy se pouzivaji hlavné

pfi feSeni klasickych her, jako jsou naptiklad Sachy. Algoritmus ma nadefinovanou mnozinu
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stavii a mnozinu moznych akci neboli pfipustnych tahti. Cilem algoritmu je najit cestu

mezi pocatecnim a koncovym stavem pomoci prochazeni stavi a nadefinovanym akcim.[13]

Pocetnou a oblibenou skupinou jsou evolucni algoritmy. Tato oblast se snazi pi1 feSeni
problémti pouzivat ptistupy vychazejici z biologické evoluce. Mezi evolucni algoritmy patii

napiiklad genetické algoritmy, mravenc¢i kolonie nebo genetické programovani.[13]

Posledni predstavenou oblasti jsou neuronové sité, kde se feseni tlohy snazi napodobit funkci
lidského mozku. Nesnazi se ji vSak napodobit vérng, jelikoz takovy algoritmus by byl velmi
slozity a ani v této dobé neni zcela jasné, jak piesné mozek funguje.[13] Proces uceni je
zjednodusSen tak, aby byl algoritmus rychlejsi, ale model sité byl obdobny jako u lidského
mySleni. Neuronové sité jsou V posledni dobé velmi popularni oblasti Al, a to diky
moznostem, které nabizi.[14] Pomoci hlubokych neuronovych siti 1ze fesit i velmi slozité a
komplexni tlohy, které maji vyuziti napiiklad pfi rozpoznavani nebo kompresi obrazu,
generovani fotorealistickych obli¢ejii nebo scén pomoci GAN, deep fake vymény oblicejt,

nebo predvidani ¢asovych tad.[4]
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2 UMELE NEURONOVE SITE

Neuronova sit’ je velmi komplexni ndstroj pro feSeni slozitych uloh, které nejsou schopny
vyfesit klasické algoritmy. Tato kapitola popisuje princip fungovani neuronovych siti

od jednoduchého perceptronu az po slozité hluboké neuronové sité.

2.1 Uvod do neuronovych siti

Uméla neuronova sit’ (ANN — Artifical neural network) je prostiedkem piedevSim pro feseni
uloh, kde je nutné zpracovavat komplexni data. ANN jsou inspirovany biologickymi
neuronovymi sitémi v lidském mozku.[14] Lidské mysleni pracuje na principu komunikace
velkého mnozstvi malych jednoduchych vypocetnich jednotek, které paraleln¢ zpracovavaji
data. I umélé neuronové sité se skladaji z téchto malych jednotek, kterym se tikd umélé
neurony nebo perceptrony. ANN jsou pouzivany hlavné v oblastech analyzy hlasu, obrazu
nebo textu, dale v oblastech predikce Casovych fad a také v automatizaci vyroby nebo

diagnostice.[15]

2.1.1 Neuron

Biologicky neuron, ktery je vyobrazeny na obrazku 3, je buika, ktera je potiebna k zajisténi
zivotnich funkci ¢lovéka. Jako kazda buiika je i biologicky neuron ohraniceny, aby byl
oddéleny od okoli. Bunééné jadro se nazyva soma a je centrem celého neuronu. Z centra
vychéazi dva druhy vlaken, a to vstupni vlakna, dendrity, které vedou informaci do jadra
neuronu a axon, ktery vede informaci z jadra. Vstupi do jadra neuronu neboli dendritlh miize
mit neuron nékolik, zato vystup neboli axon ma kazdy neuron pouze jeden. Umély neuron
napodobuje principy biologického neuronu, také se sklada z nékolika vstupd, téla a jednoho

vystupu. Pomoci jednoho ¢i vice takovych neurond vznika uméla neuronova sit’.[20]
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Obrazek 3 - Biologicky neuron[20]
Prvni umély neuron se objevil v roce 1948 a vynalezli ho neurofyziolog Warren McCulloch a
logik Walter Pits. Jedna se o jednoduchou vypocetni jednotku (matematickou funkci), ktera
zpracovava vstupni hodnoty a transformuje je na vystupni. Nejjednodussi uméla neuronova
sit’ je sloZzena pravé z jednoho nebo z nékolika nezavislych neuronti a nazyva se perceptron.

ANN typu perceptron bude popsana v nasledujici kapitole.[16]

Umély neuron funguje na jednoduchém principu. Sklada se ze souboru vstupt, vah, prahové
hodnoty, aktivac¢ni a agregacni funkce a vystupni hodnoty. Tyto soucdsti dohromady tvori
celou burnku, tak jak je vidét na obrazku 4. Prvni krok k ziskani vystupni hodnoty je vypocet
agregacni funkce, kterd slouci vstupni hodnoty a vahy pomoci pfedem dané metody. Vysledek
agregacni funkce je dale porovnan s prahovou, neboli mezni hodnotou. Pokud hodnota
agregacni funkce ptekro¢i prahovou hodnotu, coz mize znamenat, ze ptfi hledani piedpisu
funkce je piekrocen defini¢ni obor, nebo obor hodnot této funkce, je pouzita jako vysledek
agregacni funkce pouzita prahova hodnota. Dale je na tuto sumu aplikovéana aktivaéni funkce,

a tim je ziskana vystupni hodnota z neuronu.[20]
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Obrazek 4 - Umély neuron, Zdroj: vlastni

Vstupni Ciselné hodnoty pifedstavuji bud’ vystupni hodnoty z neurond, které se nachdzi
v piedeslé vrstvé neuronové sité, nebo to jsou hodnoty podnétii z vnéjsiho svéta, které jsou
vstupy do celého modelu ANN. Hodnoty, které mohou vstupy nabyvat, jsou zavislé na typu
fesené ulohy.[17][20]

Vahy spojeni nejvice ovliviiuji transformaci vstupnich hodnot na vystup. Kazdy vstup je
ohodnocen véahou, a tim je zaruceno, Ze se vstupni hodnota transformuje na poZadovany

V pribéhu uceni ladi, ¢imz se danda ANN zpiesiuje a vylepSuje svoje vysledky.[20]

Utelem agregaéni funkce je sloucit vstupy do neuronu do jedné hodnoty. Nejcastéji se
pouzivd suma vazZenych vstupi. Tato funkce vynasobi kazdy vstup pfiisluSnou véhou a

nasledné tyto hodnoty secte. Vystup zagregacni funkce pokracuje na vstup aktivacni
funkce.[20]

Prahovou hodnotu si lze pfedstavit jako bariéru, kterou vstupni hodnota neuronu nesmi
ptrekrocit. VéEtSinou se pouziva tak, aby vstupni hodnota neptekrocila obor hodnot aktivacni
funkce.[20]

Aktivaéni funkce prevadi vstupni hodnotu na vystupni. K tomuto Gcelu je mozné vyuzit velké

mnozstvi funkci. Jedny z nejpouzivané€jSich jsou bipolarni skokovd, linearni, sigmoidalni,
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nebo hyperbolicko-tangencialni aktivaéni funkce. Kazda funkce ma své vyhody a je vhodngjsi
ji vyuzit v urcitych vrstvach neuronové sité¢ anebo miize mit vyhodné pouziti vzhledem k typu

feSené ulohy.[17] [20]

Obrazek 5 - Bipolarni skokova, linearni, sigmoidalni a hyperbolicko-tangencialni aktiva¢ni funkce[20]

2.1.2 Trénovani

Z4dna neuronova sit, ani jiny algoritmus AI, neni ihned po naprogramovani pfipravena
pro aplikaci na redlny piiklad. Kazda sit' se musi nejprve natrénovat na feSeni konkrétni
ulohy.[14] Proces trénovani, nebo uceni sité spociva piedevs§im v odladéni vah tak, aby sit’
dokazala transformovat vstupni hodnoty na vystupni. Vahy maji podobu redlnych cisel a

podili se na slouceni a transformaci vstupnich hodnot v agrega¢ni funkci neuronu.[20]

K natrénovani umélé neuronové sité je nutné pfipravit vstupni mnozinu dat. Tato mnozina
obsahuje vstupni hodnoty a k nim o¢ekavany vysledek. Vzhledem k povaze tlohy se tedy
muze jednat naptiklad o historicka data vyvoje trhu, obrazky spravné rozirazené do kategorii,
nebo napiiklad o soufadnice bodll v roviné nebo prostoru. Nékterd vstupni data je nutné
ptfed pouzitim upravit do ¢iselné podoby, aby s nimi mohla sit’ pracovat, coZ plati zejména
U obrazkd, které je nutné prevést do ¢iselné podoby. Nebo u velmi komplexnich dat, které je

vhodné nejdtive odistit od nepotiebnych parametri.[18][20]

Piipravend vstupni data je vhodné rozdélit do tfi vzdjemné disjunktnich skupin. Prvni
skupinou je trénovaci mnoZina. Tato mnoZina je nejpocetnéj$i a ANN se na ni uci. JelikoZ asi
nikdy nebudeme mit k dispozici tak velkou trénovaci mnozinu dat, sit’ se na téchto datech uci
opakovan¢ a postupné vylepSuje své vysledky. Dal$i mnoziny se nazyvaji validacni a
testovaci. Tyto mnoziny slouzi ke kontrole, jestli sit’ nekonverguje ke Spatnym vysledkim,
proto je nutné, aby vSechny mnoziny byly vzajemné disjunktni. Je tedy také vhodné, aby
vSechny mnoziny byly, co mozna nejvice rozprostiené po definicnim oboru vSech vstupnich
dat. Tim je mozné zajistit, aby sit’ byla pfipravena pro vSechny mozné vstupni hodnoty, a to i

na extrémni hodnoty.[20]
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Pro natrénovani sité¢ existuje velké mnozstvi algoritmt, z nichz kazdy je vhodny pro riizné
druhy neuronovych siti, uloh a podob¢ vstupnich dat. Prvni algoritmus, ktery vznikl a stal se
zakladem pro mnoho dalSich, je Hebbovo uceni, které poprvé publikoval psychiatr Donald
Hebb v roce 1949. Hebbiv zdkon uceni tika, ze pokud jsou dva propojené neurony aktivni,
tak je jejich vazba, kterou reprezentuje véha, zesilena. Pokud jsou oba neurony neaktivni, tak

je vazba mezi nimi zeslabena. Tento zpusob uceni je vhodny pro jednodussi ANN, jako je
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napiiklad zpétné Siteni chyby.[20]

Na kvalitu, rychlost a U€innost uc¢eni neuronové sit¢ ma velky vliv také topologie této sité.
Tento problém se tyka siti s vice vrstvami a pfi hledani vhodné topologie se vétSinou pouziva
forma pokust. Pii hledani vhodné topologie se hleda vhodny pocet vrstev, pocet neuronti
V jednotlivych vrstvach a také vhodné aktivacni funkce jednotlivych vrstev. Pocet vrstev a
neuronll v nich se vétSinou urcuje metodou pokus, omyl. VétSinou jsou prvné zvoleny
nahodné hodnoty, které jsou nasledné upravovany dle vysledk uceni. Podle pozorovani je
sestavena nejvhodnéjsi topologie neuronové sité. Pro vybér vhodné topologie sité je také
mozné pouzit néktery z dalSich algoritmii strojového uceni, nejcastéji nektery ze skupiny

evoluc¢nich algoritmt.[19][20]

2.2 Perceptron

Uméla neuronova sit’ typu jednoduchy perceptron se vétSinou sklada pouze z jednoho
neuronu, ale miiZe se stat, Ze je pouZzito vice nezavislych neuront. Tento typ sité se tedy hodi
pouze pro ulohy, které jsou linearné separovatelné. Takovym problémem mutize byt naptiklad

jednoducha kategorizace do dvou skupin.[10] [17]

Jelikoz se tato sit’ sklada pouze z jednoho neuronu, tak je topologie stejna jako u neuronu, tak
jak je vidét na obrazku 4. Jako agregacni funkce je zde vétSinou pouzita suma vazenych
vstupll a jako aktivacni funkce se velmi casto vyuziva funkce bipolarni skokova, ktera
rozdéluje defini€ni obor Ulohy na dvé skupiny. Diky této funkci se odezva ptikloni bud’

k jedné, nebo ke druhé skupiné, vysledek tedy mize nabyvat dvou hodnot (0, 1; -1, 1;...).[20]

Uceni jednoduchého perceptronu lze provést pomoci Hebbova uceni, nebo, v praxi vice
pouzivaném, chybovém uceni. Tento druh ueni patii do kategorie uceni s ucitelem, kde je
nutné pouzivat vstupni data s ocekavanymi vystupy, podle kterych se ladi vahy na vstupech

do perceptronu.[20] Vahy jsou aktualizovany po pfiloZzeni kazdého vzoru ze vstupnich dat.
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K aktualizaci vah je nutné vypocitat rozdil mezi vzorem a odezvou perceptronu, ktery se
spocita odectenim o¢ekavané hodnoty od aktualn€ vypocitané. Priristky vahy Aw jsou potom

ptepocitany podle vzorce:[20]

Rovnice 1 - Vypodet piirastku vahy perceptronu[20]

Aw; = ax;e,

Kde «a je koeficient rychlosti uceni, ktery je v intervalu (0, 1) a v prub&hu uceni se vétSinou
zmensuje, ¢imz se postupem Casu zjemnuje prirtstek k vaze. Hodnota x; je vstupni hodnota
do perceptronu a hodnota e je chyba na vystupu, ktera vznika odeCtenim odezvy

od o¢ekavané hodnoty.[20]

Algoritmus uceni je spustén na urcity pocet epoch, coz uvadi kolikrat je sit’ ucena na vSechny
vzory z trénovaci mnoziny dat. Postupem c¢asu je vhodné snizovat koeficient rychlosti uceni,
tak, aby pii béhu poslednich epoch nedochazelo k tak vyraznym zménam vah. Po kazdé epose
je vhodné zkontrolovat prubéh celkové chyby a otestovat sit’ na testovacich mnozinach, ¢imz
muzeme ovéfit spravny vyvoj uceni sité. V idedlnim ptipad¢ se celkova chyba na testovaci
mnoziné rovna nule (nebo alespoii hodné blizi). Takto natrénovana sit' je piipravena

na aplikaci do provozu.[10][17][19]

2.3 Vicevrstva neuronova sit’
Vicevrstva neuronova sit’ piinesla do oboru umél¢ inteligence velmi vyrazny pokrok. Tento
druh sit¢ vyznamné vylepSuje sit’ typu jednoduchy perceptron a umoziuje feSit mnohem
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funkei.[17]

2.3.1 Model vicevrstvé sité

Zakladnimi stavebnimi prvky sité€ jsou neurony, které jsou poskladany do vrstev. Kazda sit’ je
slozena z nékolika vrstev, které délime na tf1 druhy. Prvni je vrstva vstupni, na kterou jsou
ptivedeny vstupy do sité.[14] Cilem této vrstvy je rozvést kazdy vstup na vSechny neurony
Vv nésledujici vrstve. Tato vrstva tedy obsahuje takovy pocet neurontl, kolik existuje vstupa.
Pokud jsou jako vstupy posilany trojrozmérné vektory, vstupni vrstva bude obsahovat prave

téi neurony.[20]

Dal§im vrstvam se fika skryté. Téchto vrstev miiZze sit' obsahovat vice, typicky vSak
vicevrstva sit’ obsahuje jednu skrytou vrstvu. Ucelem skrytych vrstev je naudit se

transformovat vstupni data. K tomu jsou vyuzity agregacni a aktivac¢ni funkce neuronu. Jako
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agregacni funkce se vétSinou vyuziva suma vazenych vstupid, coz znamend, ze ke kazdé
skryté vrstvé musi existovat sada vah a prahovych hodnot, podle kterych je mozné vypocitat
tuto agregacni funkci. Jako aktivacni funkce se ve skrytych vrstvach vyuzivaji vétSinou
funkce sigmoidalni nebo hyperbolicky tangens. Ve vétSin€ piipadii se vyuziva stejnd funkce

pro vSechny neurony v jedné vrstvé.[20]

Posledni vrstva se nazyva vystupni. Zde se provadi konecna transformace na ocekavanou
vystupni hodnotu. Tato vrstva také obsahuje sadu vah a prahovych hodnot, tudiz je zde také
vyuzita agregacni funkce suma vazenych vstupnich hodnot. Pro vystupni vrstvu je podle
druhu tlohy zvolena aktiva¢ni funkce, naptiklad pro regresi je idedlni pouzit linedrni funkci.
Pocet neuroni ve vystupni vrstvé musi byt shodny s poc¢tem ocekdvanych vystupnich hodnot.
Pokud tedy o¢ekdvame dvourozmérny vektor jako vystup, musi vystupni vrstva obsahovat

pravé dva neurony.[20]

Prahové hodnoty

w% - Skryta vrstva wﬁ

Vstupni vrstva Vystupni vrstva

Xy

k I - I
Wi~ vaha spojeni
islo vystupniho neuronu

s

slo vstupniho neuronu
cislo vrstvy

i-¢
j-¢
k-

Obrazek 6 - Model vicevrstvé neuronové sité, zdroj: vlastni
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2.3.2 Vypocet odezvy vicevrstvé sité

Pro stanoveni odezvy je potieba pfipravit vstupni vektor dat, ktery je nasledné ptilozen
na vstupy x do neuronov¢ sité. Vstupni vektor dat reprezentuje vstupni hodnotu a je dobré ho
ptipravit co nejjednodussi. Tim mizeme eliminovat zbytecné ¢asti vektoru a vypocet a uceni
bude znacné rychlejsi. Po pfilozeni vstupli se vypocitaji vstupni hodnoty prvni skryté vrstvy
pomoci agregaéni funkce a vystupni hodnoty pomoci aktivac¢ni funkce. Nasledné je vysledek
rozeslan na vstupy dalsi skryté vrstvy a postup se opakuje, dokud neni dosazeno vystupni
vrstvy. Z vystupni vrstvy je vytvoien vektor, ktery je oznaCen jako potencionalni feSeni.
Pomoci tohoto potencionalniho feseni je v dalsim kroku vypocitan rozdil mezi skutecnou
hodnotou a odezvou sité. Pokud je tento rozdil mensi nez zadand mald hodnota, tak je sit’
prohlasena za naucenou a je mozné ji pouzivat v praxi. V opa¢ném piipadé je odezva vyuzita

pro nauceni sité. Tento proces je popsan v nasledujici kapitole.[10] [20]
Rovnice 2 - Vypocet agregacni funkce neuronu[20]
Yaj = Ziwli* ¥,
Rovnice 3 - Vypocet vysledku aktiva¢ni funkce neuronu[20]
y}"‘ = d)k(yg’j),

kde
k — ¢islo vrstvy
I — ¢islo vstupniho neuronu
j — ¢islo vystupniho neuronu
®* — aktivaéni funkce vrstvy k

2.3.3 Uceni vicevrstvé sité

Ucenti sité probihd jako uceni s ucitelem, je tedy nutné mit pfipravenou trénovaci mnoZinu
dat, popiipad€ jeSté¢ validacni a testovaci mnoziny, u kterych budou znamé ocekdvané
hodnoty.[17] Jak jiz bylo feCeno v piedchozich kapitolach, je vhodné, aby vSechny mnoziny
obsahovaly data rovnomérné rozeseta po celém definiénim oboru vstupnich dat, aby bylo
mozné sit’ natrénovat co mozna nejlépe. Cilem trénovani sité¢ je minimalizovat rozdil mezi
o¢ekavanou a skuteénou odezvou sité.[19] Tohoto cile je dosaZzeno pomoci adaptace vah,

kter4 funguje na principu:

1. Zjisténi skute¢né odezvy sité na urcity vstup,

2. Vypocétu rozdilu mezi skutecnou a ocekavanou hodnotou,
3. Adaptace vah podle vzniklého rozdilu,
4

Piesunu na krok jedna s dalsi vstupni hodnotou.
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Problémem je, Ze ve vicevrstvé siti nejsou ladény pouze vahy na jednom neuronu, jako tomu
bylo u jednoduchého perceptron. Zde je potieba naladit vahy na n€kolika neuronech a navic
ve vice vrstvach. K tomuto tcelu slouzi hned nékolik pomémé slozitych algoritmi, z nichz

v

nejznaméjsi je algoritmus zpétného Sifeni chyby (backpropagation).[10]

Pomoci tohoto algoritmu se vypocitaji ptirastky vah na kazdém neuronu, které¢ se nasledné
pfi¢tou k aktudlnim vaham. Algoritmus zpétného Sifeni chyby byl pojmenovan podle toho, Ze
se prirtstky vah pocitaji smérem od vystupni ke vstupni vrstvé. K ziskani piirastkad vah je
nutné vypocitat takzvané lokalni gradienty, které se pocitaji z vysledkd nasledujici vrstvy.
U vystupni vrstvy se lokalni gradient vypocita pomoci rozdilu mezi o¢ekdvanou a skute¢nou
hodnotou.[20] U skrytych vrstev ovSem neni mozné pouzit tento rozdil, jelikoz by jeho
pouziti neddvalo smysl a sit’ by byla natrénovand chybné. Z tohoto divodu se k vypoctu
pouziva gradient nasledujici vrstvy. Po vypoctu gradientli v§ech vrstev je mozné zacit pocitat

piirustky vah pro jednotlivé neurony a to smérem od vstupni vrstvy k vystupni.[10] [19]

U trénovani se sleduje celkova chyba, kterd by se méla postupem casu snizovat a pokud je

na konci trénovani chyba blizka nule, tak je sit’ pfipravena na pouziti.[10]

2.4 Hluboka neuronova sit’

Hluboké neuronové sité jsou dalsim dulezitym milnikem ve vyvoji oboru ume¢lé inteligence.
Hlavné kvuli své narocnosti a poZadavkim na rychlost hardwaru pii velmi dlouhych
procesech uceni se dostaly oblibenosti az v poslednich letech. Pomoci téchto siti 1ze popsat
slozit¢ komplexni problémy postupné. Nejdiive jsou popsany jednoduSe a postupné se tyto

jednoduché piiznaky kombinuji v dalSich vrstvach. Timto zptsobem lze jednoduseji
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Obecné lze tedy hlubokou neuronovou sit’ popsat jako vicevrstvou sit’ s vice jak jednou
skrytou vrstvou. Dalsim dulezitou vlastnosti je takzvana feature extraction. Tento pojem
znamend, Zze siti nepfedkladame wupravena data. Jako vstupy jsou preddna surova,
neopracovana data, kterd obsahuji nepodstatné informace pro proces ufeni a stanoveni
odezvy. Proces feature extraction tedy ocisti data od nepodstatnych informaci a zaroven
vybere ty, které jsou dulezité. Tato metoda je realizovana pomoci nékolika specialnich vrstev
a dalsi vrstvy slouzi k samotnému stanoveni odezvy stejné jako u vicevrstvé sit€. Model
hluboké neuronové sit€¢ mutize byt tedy velmi slozity a mize obsahovat i stovky vrstev. Z toho
vyplyva, Ze proces uceni mize byt velmi Casové a vypocetné naro¢ny. Hluboké neuronové

sité€ Ize rozdélit do dvou hlavnich skupin, a to na rekurentni a konvoluéni sité.[17]
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2.4.1 Rekurentni neuronova sit’

Vsechny dosud popisované neuronové sité¢, i konvolu¢ni sité, které budou popsany
Vv nasledujici kapitole, se nazyvaji dopfedné. Dopiedné, protoze signal jimi putuje pouze
jednim smérem, a to od vstupu na vystup. V téchto sitich tedy nemiize signal vstoupit
do zadné smycky ani se vratit o n¢kolik vrstev zpét. Vyjimkou jsou praveé rekurentni sité, kde
se vyuziva takzvana zpétnovazebni smycka. Diky vyuziti smycky se rekurentni sité vice
podobaji lidskému mozku, protoze jim smycka dodavéa zasadni vlastnost, a to je uchovani
informace, neboli pamét.[21] Diky této vlastnosti mize rekurentni sit’ dosahnout mozna i
lepSich vysledkd nez sit' dopfedna, a to hlavné v oblastech sekven¢niho zpracovani nebo

generovani textu a také naptiklad pii Gpraveé nebo doostieni obrazu.[10] [21]

Problémem u téchto siti je ovSem proces uceni, kde je nutné vyftesit problém zpétnovazebni
smyckou. Diky této smycce je uceni jesté slozit€jsi nez u siti doptednych, proto se rekurentni

sité€ tolik nevyuzivaji a existuje zatim malo piistupti, které by byly dostateéné efektivni.[21]

Obrazek 7- Rekurentni neuronova sit’[10]
Rekurentni neuronova sit’ je sloZzena z klasickych neuronii. Neurony ve skrytych vrstvach
navic obsahuji zpétnovazebni smycku, jak je vidét na obrazku 7. Diky smycce si neurony
nesou informaci ze vSech piedchozich vstupt. To je praktické pro vstupni data, ktera nemaji
konstantni délku, jako naptiklad text, rizné velké obrazky, nebo také Casové zavislé tdaje,

které mohou disponovat riznym mnozstvim parametrti.[22]
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K uceni rekurentni sit€ se vyuziva zpétné sifeni chyby, ovSem problém nastava pti ladéni vah
zpétnovazebni smycky. Jelikoz je toto spojeni rekurzivni, nastava situace, kdy se gradient
ptedchozi vrstvy opakované nasobi rekurentni vahou. Z toho plyne, ze pokud bude vaha
mens$i nez jedna, ladéna vaha se bude pofad snizovat a blizit k nule a naopak pokud bude vaha
vetsi nez jedna, bude pfi ladéni nekontrolovatelné rast. Tomuto jevu se dd zabranit dvéma
zpusoby. Bud’ je ladéni rekurentnich vah vynechano, tzv. echo state. Dal$i moZnost je pomoci
metody long short term memory, kdy pfi uceni neuron pracuje se svym stavem (paméti) a
rekurentni vahy jsou zafixovany na hodnoté jedna. Vypocet nového stavu neuronu je tedy

spocitan pomoci nyn¢jsich i1 predchozich vstupti, predchoziho stavu neuronu, praht a vah.[22]

2.4.2 Konvoluéni neuronova sit’

Konvoluéni sit’ (CNN) je hluboka neuronova sit’, ktera kromé principi klasické vicevrstvé sité
obsahuje jesté nékolik dalSich vrstev, které zajistuji proces feature extraction(detekce
priznakit). CNN tedy dokazi zpracovat pfedem neupravend a neoCesand vstupni data pomoci
detekce piiznakd a ziskat potfebna vstupni data naptiklad pro klasifikaci.[17] Jak je vidét
z obrazku 8, CNN mize byt rozdélena na dvé Casti, a to pravé Cast, ktera zajistuje detekci
piiznakt (feature extraction, nebo feature learning), a cast, ktera provadi konecné

vyhodnoceni, v tomto piipad¢ klasifikaci obrazku.[23]
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O [] — BicycLe
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i i J N
FEATURE LEARNING CLASSIFICATION

Obrazek 8 - Priklad CNN[23]

Proces detekce ptiznakl se sklada z konvolu€nich a pooling (shlukovacich) vrstev, kterych
muze sit’ obsahovat i1 vice. Konvolu¢ni vrstva slouZi k rozloZeni vstupnich dat na konvolué¢ni
filtry. V pripadé obrazku je mozné si filtr piedstavit jako mensi ¢ast vstupniho obrazku. Diky
tomu se zmen$i pocet neuronli ve vstupni vrstvé a mnozstvi vah, ¢imZ se zrychluje dopiedné

Sifeni 1 algoritmus uceni (zpétné Sifeni). Pfi dopfedném Sifeni jsou nejdiive vytvoreny

vSechny filtry, ze kterych jsou spocitany vysledné hodnoty vrstvy.[23][30]
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Obrazek 9 - Pfiklad vytvoreni konvolué¢niho filtru pfi velikosti okna 2x2, zdroj: vlastni
Dale signaly putuji do pooling vrstvy, ktera slouzi pro dalsi snizeni naroc¢nosti vypoctu. Po
vystupu z konvoluéni vrstvy totiz pofad existuji parametry, které jsou pii hledani vysledku
sité nepodstatné. Pooling vrstvy se tedy snazi eliminovat nepodstatné parametry. Tento proces
mize byt realizovan naptiklad vybérem nejvyssi hodnoty ze zadaného vybéru (max-pooling),

nebo prumérnou hodnotou (average pooling), atd.[23][30]

=

Obrazek 10 - Priklad metody max-pooling, zdroj: vlastni

Po projiti vSech konvoluénich a pooling vrstev je proces feature extraction u konce a jeho
vysledky vstupuji do druhé ¢asti CNN. Tato Cast se stard o ziskani pozadovaného vysledku
celé sité. Ve vétSiné piipadl se tato ¢ast d& ptirovnat ke klasické vicevrstvé neuronové siti.
Pomoci CNN siti se daji feSit problémy klasifikace, segmentace obrazu, zpracovani obrazu,
atd. Jelikoz CNN fesici tyto vétSinou pomérné slozité ulohy, jejich topologie miiZze nabyvat
velkych rozmérti. Proces uceni mize byt tedy velmi slozity a zdlouhavy. Proto jsou pro rtizné
takto slozité problémy k dispozici rtizné, jiz preducené sité, které je mozné vyuzit a ,,doucit*

podle potieby. Piikladem takovych siti mize byt napiiklad AlexaNet.[23][30]
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3 GENETICKE ALGORITMY

Velmi obsahlou a oblibenou skupinou algoritmi Al a strojového uceni jsou genetické
algoritmy. Pfednost téchto algoritml spociva v jejich jednoduchosti, sile a prvku nahody,
ktery je pritomny skoro ve vSech fazich hledani optimalniho feSeni. VétSina téchto algoritmu
vyuziva jako svlij vzor principy evolu¢ni biologie. Genetické algoritmy jsou zaloZeny na
principu evolu¢ni biologie, pfesnéji na darwinovské evoluci. Tyto algoritmy se vyuZzivaji
k numerické optimalizaci a rozhodovani, strojovému uceni, uceni koncepti z hlediska

dolovani dat, nebo k optimalizaci modeli neuronovych siti.

Kapitola popisuje zakladni principy pribéhu genetického algoritmu, zakladni pojmy a

vyuzivané metody pro jednotlivé faze hledani optimalniho feSeni daného problému.

3.1 Zakladni pojmy

K pochopeni jednotlivych fazi a principti genetickych algoritmil je nutné zavést nékolik
zakladnich pojmi, které se objevuji v kazdé fazi hleddni feSeni. Tyto pojmy piedstavuji
zakladni kameny kazdého algoritmu a bez nich by evoluce nemohla prob&éhnout. Jedna se o

jedince, neboli chromozom, nasledné gen, populaci, generaci a nasledné fitness funkci.

3.1.1 Jedinec (Chromozom)
Jedinec je nositelem genetické informace. Z hlediska genetickych algoritmti jedinec obsahuje
takzvany chromozom, pod kterym si lze piedstavit feSeni daného problému. Toto feSeni

ovsem neni kone¢né, ale je to pouze navrh na optimalni feseni problému.[27]

Chromozom ma idedlné¢ podobu sekvence nul a jednicek. V tomto piipadé¢ je hledani
optimélniho feSeni nejjednodussi a nejrychlejsi. Ne v kazdém piipad€ 1ze hledané feSeni
zakodovat do této podoby a v tom piipadé je mozné se Setkat i S jinymi reprezentacemi tohoto

chromozomu, jako napiiklad celé nebo realné Cislo, matice, vektor, kiivka, atd.[2]

Jedinec é. 1

0 0 1 1 0 1 0 1 1 1

Jedinec €. 2

396 45 75 87 555 789 533 1 14 43

Tabulka 1 - Pfiklady jedinci genetického algoritmu
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3.1.2 Gen

Gen je nejmensi jednotka chromozomu. Pokud se tedy podivame na piiklady jedinct
genetického algoritmu, tak jeden gen si lze pfedstavit jako jednu buiiku tabulky. Tyto geny jiz
nejdou v ramci algoritmu dale délit a jako celek tvoii chromozom. Gen miiZze nabyvat riznych
hodnot, a to v zavislosti na druhu feSené ulohy. Ze zakladnich podob genl se nabizi uvést
znak, ¢islo, nebo také specifi¢téjsi piiklady jako barva, akce (doptedu, otocit, doprava, atd.) a

dalsi. Cely soubor hodnot, kterych miiZze gen v feSené tloze nabyvat, se nazyva alely.[2]

3.1.3 Populace a generace

Populace je skupina jedinci, ktefi figuruji v jedné generaci. Pokud tedy algoritmus pracuje
spopulaci o velikosti sto jedincd, tak kazda generace bude obsahovat sto, vétSinou
rozdilnych, jedinci. Dale tedy algoritmus pracuje S pocétem generaci, diky kterému lze
po urcité dobé ukoncit beh algoritmu. Je mozné na pocatku algoritmu definovat spusténi

evoluce na konkrétni pocet generaci. [1][27]

3.1.4 Fitness funkce
ohodnotit kazdého jedince ¢islem, které vyjadiuje jeho kvalitu, a tim tedy i1 kvalitu feSeni
problému. Pfi ukonceni algoritmu je tedy pravé jedinec s nejlepSim fitness ohodnocenim

prohlasen za hledané feSeni daného problému.[27]

Ke kazdému problému je tieba sestavit odpovidajici fitness funkci, kterd dokdze spravedliveé
ohodnotit kazdého jedince, a tim ziskat spolehlivé feSeni daného problému. Jako piiklad lze
uvést problém, kdy se snaZzime dosdhnout situace, kdy bude jedinec obsahovat vSechny geny
rovné hodnoté jedna. Ohodnoceni bude tedy vyjadfovat pocet jednicek, které jedinec

obsahuje.[27]

Jedinec Fitness
0 0 1 1 1 0 1 1 1 6
1 1 0 0 1 1 0 0 1 0 5
0 0 0 0 1 1 1 0 0 0 3
1 1 1 1 1 0 1 1 1 0 8
1 1 1 1 1 1 1 1 1 1 10

Tabulka 2 - Pfiklad ohodnoceni jedinci pomoci fitness funkce
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3.2 Obecné principy

Pribéh genetického algoritmu Ize rozdélit do nékolika zdkladnich fazi, které se podili
na hledani optimélniho feSeni problému. Tyto faze vétSinou napodobuji jiz zminénou
darwinovskou evoluci, podle které se genetické algoritmy fidi. Vysledkem béhu tohoto
algoritmu je optimalni, nebo alespon dostacujici feSeni daného problému. Pii pouziti
genetického algoritmu ovSem neni nikdy zaru¢eno dosazeni tohoto optimalniho globalniho
feSeni. Je velmi pravdépodobné, ze algoritmus zkonvertuje Kk nékterému z lokalnich,
castecnych feSeni, ve kterém uvazne. V nékterych pfipadech mize byt i toto ¢astecné feSeni
povazovano za dostacujici, ale v pifipadé opacném je nutné pribéh algoritmu opakovat

do nalezeni feSeni dostacujiciho. [1]

Prvni, ale ¢asto opomijenou fazi tvorby kazdého algoritmu by mélo byt porozuméni problému
a transformace dat do podoby, ktera bude pro priubéh algoritmu snesitelnéjsi. Toto
samoziejm¢é nemusi platit v kazdém ptipadé, existuji 1 problémy, kde jiz zadna transformace
neni tfeba. V piipad¢, ze jsou data kvalitné upravena, je mozné vypocet algoritmu velmi
zjednodusit a zrychlit.[1] Dale lze do této faze také zahrnout nastaveni genetickych konstant,
mezi které muzeme zafadit naptiklad pocet generaci, pocet jedinci v generaci a
pravdépodobnosti kiizeni, mutace a selekce, které budou popsany v nasledujicich
podkapitolach. Jako dal$i mlZeme nastavit jiz zminéné podminky ukonceni algoritmu.
Zakladni podminkou je, Ze ohodnoceni fitness dosahne urcité hodnoty. Dalsi ukoncovaci
podminky mohou byt maximalni pocet generaci, stagnujici hodnota fitness funkce, nebo

uplynuty Cas trvani algoritmu.[2][26]

Dalsi faze se jiz tykaji samotného pribéhu algoritmu. V prvni fadé je nutna pocate¢ni
inicializace. V této fazi je nutné vygenerovat a ohodnotit pocate¢ni populaci. Generovani
probiha volbou nahodnych hodnot a jedinci budou tedy zcela nahodni. Po ohodnoceni je tedy
velmi mala pravdépodobnost, ze mezi jedinci bude néktery vykazovat piijatelnou hodnotu

fitness.[1]

Dal8im krokem podle evoluce je vybér vhodnych kandidat, pomoci kterych bude tvofena
nasledujici generace. Tomuto procesu se fika selekce, kterd zvoli kandidaty, ktefi pomoci
nasledujiciho kroku, kiizeni, vytvoii nové jedince nasledujici generace. Jedna se tedy o stejny
princip jako u lidi, kteti spolu maji déti a kazdé dité vlastni ¢ast genetické informace otce a

cast informace matky.[1]
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V dalsi fazi do algoritmu mohou vstoupit n¢které genetické operatory. Mezi nejznaméjsi patii
napiiklad k#izeni, mutace nebo elitismus. Pomoci operatoru kiizeni je vytvofena nova
generace jedincti. Déle je mozné pouzit mutaci, kterd ma za ukol ndhodné pfetvofit nové

vzniklého jedince podle toho, jak to uréi programator.[2]

Nasleduje ohodnoceni nové generace pomoci stejné fitness funkce a nasledné jeste geneticky
operator elitismus, ktery dokaze uchovat nejlepsi jedince do dalSich generaci, tak aby
v pribéhu algoritmu nedo$lo ke =ztrat¢é nékterého =z potencialnich feSeni. Pokud je
po ohodnoceni splnéna nekterd z ukoncovacich podminek, tak je algoritmus ukoncen a
zavysledek je prohldsen jedinec S nejlepSim dosazenym ohodnocenim. Pokud zadna
podminka splnéna neni, tak algoritmus pokracuje fazi vybéru jedinct ke kiizeni. Tento postup

se opakuje, dokud neni splnéna néktera z podminek.[1][2]

Generovani a
ohodnoceni podatedni
generace(t=0)

& sinéna ukonéujin

Selekce podminka?

.

{ KiZeni

—

Yes

| —

\ W
Wznik nové populace s . .
oznacenimt=1t+1 Wybér nejlepsiho jedince

Mutace J’

[ Ukonéeni programu ]

Dhodnoceni nove
populace

Elitismus

Obrazek 11 - Faze priibéhu genetického algoritmu, zdroj: vlastni

3.3 Selekce

Proces selekce slouzi k vybéru vhodnych jedinct ke kiizeni. Tyto jedince tedy nazyvame

rodice. VéEtsinou jsou vybirany dvojice jedinct, u kterych jsou nasledné aplikovany genetické
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operatory. Vybér dvojic se provadi ndhodné, ale vétSinou jsou zvyhodnéni jedinci s lepSim
ohodnocenim fitness. Pro selekci vhodnych jedincii slouzi nékolik zavedenych principt.
Kazdy zptisob ma své vyhody a podle jeho pravidel se urcuje, jaka ¢ast populace se bude

podilet na tvorbé populace nové.[25][27]

Mezi nejoblibenéjsi algoritmy selekce patfi turnajové schéma, které napodobuje stredoveké
rytifské souboje. Existuje vice variant turnajového schématu. Nejjednodussi z nich je vybér
nejlepsiho jedince z nékolika nahodné vybranych, typicky jeden ze dvou, nebo ze ¢tyf. Dalsi,
pon¢kud slozitéjsi, je provedeni vice kol turnaje. V prvnim kroku je uréeno, na kolik kol se
bude turnajové schéma konat a déle je nutné fici, s jakou pravdépodobnosti kolo vyhraje
silngjsi jedinec. Podle poctu kol je vybrano n€kolik nahodnych jedinct, ktefi utvoii dvojice.
Kazd4 dvojice provede souboj. S ur¢enou pravdépodobnosti do dalSiho kola postoupi jedinec
S lep$im ohodnocenim fitness. Takto se v turnaji pokracuje do té doby, nez neni znam vitéz.
Pravdépodobnost postupu silnéjsiho jedince je vhodné zvolit blizko hodnoté jedna, napiiklad
0,9. Tim se zaruci, Ze do tvorby nové populace mohou zasdhnout 1 jedinci, ktefi nemaji tak

dobré hodnoceni, ale po provedeni genetického operatoru kiizeni mohou pfinést potfebnou

variabilitu do nové populace.[1][2][26]

Dalsi oblibeny selekéni algoritmus je ruletové kolo. Tento algoritmus pracuje pouze
na principu ndhodného vybéru jedincti. Castym a efektivnim vylepsenim je vazené ruletové
kolo, kde jedinci s lep$im ohodnocenim maji vétsi Sanci, Ze budou vybrani. Tento algoritmus

také zarucuje potiebnou variabilitu vybranych jedinci.[1][26]

Po provedeni selekce je velmi pravdépodobné, Ze nékteti jedinci budou vybrani vicekrat a
nektefi naopak zahynou, tedy nebudou se podilet na tvorbé nové generace. Tento proces také
odrazi ptirozenou evoluci. | v pfirodé vétSinou pieZije silny jedinec na tkor slabsiho, ne tolik
pfizpisobeného okolnimu prostiedi, ktery pfedd genetickou informaci svym potomkim.
V nékterych ptipadech mlZe prezit 1 slabsi jedinec a i jeho genetickd informace muZze byt

ve vysledku uzitecna pro dalsi generace potomka.[1]

3.4 Genetické operatory
Po dokonceni selekce jsou aplikovany takzvané genetické operatory. Téchto operatort
existuje mnoho, ale nejdilezitéjsi je kiiZeni, které vytvoifi z vybranych jedincli nové, tedy

novou generaci. Dal$i dalezité a prakticky vzdy pouzivané jsou operatory mutace a elitismus.
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3.4.1 KiiZzeni

Jak jiz bylo feceno, vysledkem operace kiizeni je nov¢ vytvoiena generace z jedinci
vybranych pomoci selekce. Stejné jako v pfirod¢ si i zde rodi¢e vymeéni Céast genetické
informace (gend) a tim vzniknou jejich potomci. Existuje nékolik druhi kfiZzeni, z nichz
nejjednodussi je jednobodové kiizeni, tak jak je vidét na obrazku 12. Nejprve je nahodné
zvolen bod kiizeni a nasledn¢ se vyméni ¢asti chromozomu za timto bodem, a tim vzniknou
dva novi potomci. Déle zalezi, jestli do nové generace nechame postoupit oba, nebo jen

jednoho nové vytvofeného potomka.[1][2][27]

Rodice Potomci
1 o P o 0 1 0 1

1 1 1 a 1 Q 1 1 1 1
3 3

Bod krizeni

Obrazek 12 - Jednobodové kiiZeni, zdroj: vlastni
Kromé¢ jednobodového kiizeni lze pouzit jesté vicebodové, kde je zvoleno vice bodi kfizeni a
je vymeénéna napiiklad jen prostfedni ¢ast chromozomu. U vicebodového kiiZeni je také

mozné nové potomky skladat z vice nez dvou rodi¢i.[26]

Rodice Potomci
X 0 1 1 0 0 P 0 1 1
1 1 1 0 Q 1 1 1 0

Body k¥izeni

Obriazek 13 - Vicebodové k¥iZeni, zdroj: vlastni
Stejné jako u selekce se 1 zde vyuziva nadhody, a to pii vybéru bodu kiiZeni. Pro vybér bodu
ktizeni je vhodné zarudit, aby nebyl na zacatku ani na konci chromozomu. To by totiz
znamenalo, ze oba rodice postoupi do dalsi generace beze zmény. I tento jev muize byt
zéadouci, ale je lepsi ho urcit takzvanou pravdépodobnosti kiizeni, kterd se veétSinou nastavuje
na 95%. Tento udaj vypovidd, Ze ke kiizeni dojde s pravdépodobnosti 95% a
s pravdépodobnosti 5% nedojde ke kiiZeni u dané dvojice vibec a rodice postoupi do nové

generace beze zmény.[1]
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3.4.2 Mutace

Dal§im hojné vyuzivanym operatorem je mutace. Princip tohoto operatoru je také odvozen
Z biologické evoluce. I v pfirod¢ se mize stat, ze n¢ktery z genti potomka zmutuje a zmeéni se.
To samé se dé&je i vV genetickém algoritmu po vyuziti operatoru mutace. Nejcastéjsi formou
mutace je, ze S urcitou pravdépodobnosti, kterd zpravidla byva velmi maléd (naptiklad 1%),
zmutuje ndhodny gen chromozomu. Je ale na uvazeni programatora a na podob¢ fesSené ulohy
jakou formu mutace zvolit. Musi se vSak dbat na fakt, Ze mutace ma za kol zabranit ztraté
potencidlné uzite¢né informace, zjednotvarnéni vlastnosti v ramci populace a predcasné

konvergenci populace.[1][2][25][27]

Mutace ¢. 1

| 0 0 | 1 1 0

% I 0 0 | 0 1 0
Mutace ¢. 2

| 1 0 | 1 0 1

v I 1 1 | 1 0 1

Tabulka 3 - PFiklad mutace

3.4.3 Elitismus

Princip elitismu je velmi jednoduchy. Pfedem zvoleny pocet nejlepSich jedinct (elita) preziji
beze zmény do dalsi generace. Tyto jedinci se vybiraji az na konci kazdého cyklu algoritmu,
po ohodnoceni nové vzniklé generace pomoci fitness funkce. Diky elitismu je tedy mozné
zachovat n¢které z dosavadné nalezenych jedincti napiic¢ nckolika generaci, a tim zabranit

ztraté jedincd, ktefi by mohli byt potencionalnimi feSenimi celého algoritmu.[1][2]

Po ohodnoceni nové vzniklé generace t se tedy vybere pozadovany pocet nejlépe
ohodnocenych jedinct a ulozi se pro pouziti v dalsi generaci, tak jak je naznaceno na obrazku
14. Po vytvoteni a ohodnoceni generace t+1 se elitni jedinci vloZi nejcastéji jako ndhrada

nejhorsich jedinct v této generaci.[2]
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Generace ¢.1 Fitness Generace €. 2 Fitness
P 0 0 1 1 0 2 P 1 0 1 1 1 4
a| 1 0 1 ) 1 3 Q 0 0 1 1 0 2
R 1 ] 0 0 ] 1 R 0 0 0 1 1 2
5 0 ] 1 1 ] 2 5 1 1 0 1 1 4
T 1 1 0 1 1 4 T 1 1 0 0 ] 2

Obrazek 14 - Ptiklad elitismu, zdroj: vlastni

44




4 GENETICKE PROGRAMOVANI

Genetické programovani je problematika, ktera stejné jako genetické algoritmy vychazi
Z biologické evoluce. Genetické programovani je vSak uzce specifikovano na feseni uloh,

zabyvajicich se tvorbou pocitacovych programu, které¢ dale fesi zadanou tlohu.[1]

V kapitole je tedy popsana zékladni terminologie i prvky, se kterymi algoritmus pracuje. Dale

principy fungovani a hledani idealniho jedince, ktery co nejlépe vytesi zadanou ulohu.

4.1 Zakladni pojmy

Jak jiz bylo feceno, genetické programovani také vychézi z biologické evoluce. Funguji zde
podobné principy jako u genetickych algoritmil. V genetickém programovani se také setkdme
s pojmy jedinec, gen, populace, generace atd. Jediné, co se lisi od genetického algoritmu, je
ovSem podoba jedince. Jedinci zde nemaji podobu pevného pole gend, ale takzvaného
syntaktického stromu, kde jsou geny uspotfddany do stromové struktury a jedinci mohou mit

rozdilné pocty gent.[1][24]

I dals$i pojmy jsou stejné jako u genetického algoritmu. I zde musi byt kazdy jedinec
ohodnocen pomoci fitness funkce a toto ohodnoceni vétSinou chybu programu od hledané¢ho

stavu.

Genetické programovani také pouziva selekci pro vybér idealnich jedinct, dale také genetické
operatory, kiizeni, mutace a dalsi. Jejich princip zlstava stejny, je vSak nutné ptizplsobit
funkénost hlavné genetickych operatori pro jedince, které maji geny uspofadany
V hierarchické struktute. DalSim problémem mize byt rizna velikost této struktury u kazdého
jedince. Dalsi zmény a problémy budou popsany v nasledujicich kapitolach, které se detailnéji
vénuji problematice jednotlivych ¢asti evoluce a zakladnich casti genetického

programovani.[1][3]

Tyto algoritmy jsou vétSinou pouzivany pro piipady, kdy je potifeba vytvofit néjaky program,
ktery fesi konkrétni ulohu. Lze je tedy pouzit naptiklad pfi feSeni symbolické regrese, coz je
asi nejcastéjsi zpusob vyuziti. Jedna se o problém, kdy jsou zndmé body napiiklad v prostoru,
a pomoci algoritmu je nutné najit vhodny predpis funkce, ktera co nejvérnéji aproximuje
vSechny body. Takto 1ze nalézt uplné, ¢i jen uspokojivé feSeni zadané¢ho problému. Vyuziti
tedy existuje v oblastech jako je naptiklad predikce pocasi, vySetfeni prubéhu ¢asovych tad,

hledani trendti nebo pouhé hledani pribéhu funkce apod.[1][3]
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4.2 Syntakticky strom

V genetickém programovani mé kazdy jedinec geny uspofadany do hierarchické struktury,
kterd se nazyva syntakticky strom. Tyto stromy obsahuji dva druhy gent a to termindly a
funkce. Jelikoz tyto geny maji jinou podobu a mohou piedstavovat rizna data, je syntakticky
strom tvofen jako K-cestny strom. To znamena, Ze existuje jeden kofen a kazdy uzel mize

obsahovat k potomk.[1][3]

Syntakticky strom omezuje pocet potomkid podle pravidel, které maji jednotlivé
neterminalové geny. Napiiklad pokud strom obsahuje gen scitani, je jasné, ze musi mit
2 potomKy. Pokud je ovSem piitomen gen napiiklad odmocnina, tak pocet jeho potomkd musi
byt roven jedné. Tomuto jevu se fika arita funkce, ktera urcuje, kolik potomkd maji jednotlivé

funkce ptitomné v syntaktickém stromé.[1][3]

4.2.1 Terminaly

Terminal je tedy gen, pod kterym je mozné piedstavit si naptiklad Cislo. Jedna se o soubor
proménnych a konstant. Tento soubor je definovan pied spusténim algoritmu a obsahuje
vSechny ptipustné hodnoty, se kterymi miize program pracovat. Ve vétSing piipadu se jedna
0 kombinaci ¢iselnych hodnot a proménnych, ale zélezi na typu feSené¢ ulohy. Napiiklad
pro ucely prohledani bludisté jsou terminaly definovany jako akce, které mohou byt pouzity,
jako otoceni, nebo pohyb doptedu. V syntaktickém stromé jsou termindly vzdy

ve vsech listech tohoto stromu.[1][28]

Terminaly je mozné definovat jako konstanty, tedy naptiklad ¢isla 1, 3, 8 a zddné jiné nemiize
byt vloZeno na misto terminalu do syntaktického stromu. Na druhou stranu Ize také definovat
jako proménnou (x, y, z, rychlost apod.), coz se vyuziva zejména pii symbolické regresi, nebo
nahodnou hodnotu ze zadaného rozsahu, takze je mozné vygenerovat (vétSinou jiz pii tvorbé
stromu) ndhodnou hodnotu v rozsahu 0—10 a na misto terminalu do stromu bude vzdy vlozeno

¢islo v tomto rozsahu.[3]

4.2.2 Funkce

Interni uzly syntaktického stromu tvofi takzvané funkce. K provedeni téchto operaci musi mit
funkce na vstupu vstupni hodnoty a po provedeni funkce je vypocitan vystup. Tyto funkce
maji vétSinou podobu matematickych operaci, které vyuzivaji jako vstupy terminaly obsazené
Vv listech stromu, nebo vystupy jinych funkci obsazenych v podiazenych uzlech. Uzel typu
funkce tedy mlize obsahovat operace s¢itani, od¢itani, ale i naptiklad goniometrické funkce,

mocninu, odmocninu, atd.[1][28]
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Obrazek 15 - P¥iklad syntaktického stromu, zdroj: vlastni

4.2.3 Prichod syntaktickym stromem

Na obrazku 15 je vidét syntakticky strom, ktery piedstavuje urlity ptedpis funkce.
Po prohlédnuti je mozné urCit minimdlni mnoZiny termindlli a funkci, které¢ byly pouzity
pro tvorbu tohoto stromu. Mnozina termindlii tedy obsahuje minimalné¢ proménné X, y a
konstanty 2 a 5. Je mozné, ze obsahuje vice prvk, které ale nebyly pouzity pro tvorbu tohoto
stromu. MnoZina funkci obsahuje alesponi operace scitani, od¢itani, ndsobeni, sinus a
logaritmus. Pokud se snaZime vytvofit ze stromu ptedpis funkce, ktery je pro lidské oko lépe

¢itelny, je nutné pouzit na stromovou strukturu in-order prohlidku.[3][29]

v

Pro in-order prohlidku plati, Ze jako prvni se vezme nejlevéjsi list, nasledné jeho otec a poté
pravy bratr. Timto zplsobem se vytvoii rovnice, ktera vérn¢ popisuje syntakticky strom.
Pokud je jako pfiklad vyuzit levy podstrom z obrazku 15, tak se jako prvni vezme gen 5 a
poté jeho otce, tedy operator odecitani. Nasledné se do rovnice piida jeho bratr. Tim je vSak
logaritmus, ktery obsahuje jest¢ jednoho potomka. Je tedy nutné aplikovat stejny
mechanismus, tedy levy list, otec a nasledné bratr. V tomto piipadé¢ je jen jeden list a otec,
proto bude dosavadni vysledek roven 5-In(x). Nasledné prohlidka pfechazi na gen sinus, tudiz
ptedpis tohoto podstromu bude roven sin(5-In(x)). Obecny princip prohlidky je znazornén na

nasledujicim obrazku 16.[29]
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Obrazek 16- Priklad principu in-order prohlidky stromu, zdroj: vlastni

Pokud tedy aplikujeme mechanismus in-order prohlidky na syntakticky strom vyobrazeny

na obrazku 15, vznikne ptedpis funkce, ktery je popsany v rovnici 4.

Rovnice 4 - Pfedpis funkce obsaZené v syntaktickém stromu

flx,y) =sin(5—Inx)+ (x+2)*y

Existuji 1 jiné zpusoby prohlidek syntaktického stromu, které ale nejsou tolik piehledné a
ve vystupu se velmi tézko orientuje. Takovymi prohlidkami jsou post-order, pre-order a
prohlidka do $itky.[29]

4.3 Fitness funkce

Fitness funkce urcuje kvalitu kazdého jedince v populaci. Kvalita je vyjadfovana ¢iselnou
hodnotou, kterd je zavisld na typu Ulohy a definici fitness funkce. Mohou vzniknout dvé
situace a to ¢im vétsi Cislo, tim lep$i jedinec, nebo naopak, ¢im blizs§i nule, tim lepsi

jedinec.[1][28]

Vypocet ohodnoceni V genetickém programovani spociva vétSinou v opakovaném
vyhodnocovani syntaktického stromu. NejlepSim piikladem je symbolicka regrese, kde se
ve strom¢ vetSinou nachazi jedna nebo vice proménnych, za které jsou v pribéhu vypoctu
dosazovany rizné vstupni hodnoty a vysledky jsou porovnavéany s o¢ekdvanymi hodnotami,
které jsou znamé.[1] Rozdily mezi vysledky a ocekdavanymi hodnotami jsou nasledné

zpraméerovany napiiklad pomoci stfedni kvadratické chyby. Tim je zjiSt€na celkova chyba

48



na vSech zadanych vstupnich hodnotdch. Tento proces se opakuje pro kazdého jedince

v populaci.[3]

4.4 Tvorba pocatecni populace

Stejn¢ jako u genetického algoritmu je 1 zde nutné ndhodné vygenerovat prvni generaci
jedincti. Generovani jedince probiha ndhodnym vybérem z pfedem definovanych mnozin
terminald a funkci. Dale je nutné definovat genetickou konstantu, ktera bude udévat
maximalni hloubku generovanych stromt. Dale je pii generovani strom nutné dbat

na pravidla, které maji jednotlivé funkce, tedy na aritu funkci.[28]

Je ziejmé, Zze takto ndhodné vygenerovani jedinci nebudou mit potencidl, ktery bude fesit
ulohu. Presto je pravdépodobné, Ze alespon cast populace bude obsahovat nadéjné genetické
informace, které budou zékladem pro dalsi faze algoritmu a pomoci nichz se budou tvofit

dalsi generace kvalitnich jedinct.[1]

Pti tvorbé prvni generace se dba na rozmanitost vygenerovanych jedinct. Je vhodné, aby byli
V prvni generaci zastoupeni jedinci s riznymi hloubkami syntaktickych stromii a aby byli
rizné stavéni. K tomuto ucelu slouzi Gplna a ristova metoda tvorby syntaktickych stromu.
Uplna metoda generuje plné stromy maximalni hloubky. To znamend, Ze vSechny vétve

kazdého stromu maji maximalni hloubku.[3][28]

Ristovd metoda generuje nelplné stromy proménné hloubky, ale maximalni hloubka je
omezena podle nastavené konstanty. Pomoci této metody je mozné generovat Iépe pouzitelné
jedince. Je vSak vhodné tyto metody kombinovat v poméru 50:50, tim se zaruci pozadovana
rozmanitost prvni generace jedincli. Déle je také vhodné v prib&hu generovéani populace
ménit maximalni hloubku stromu tak, aby byly jedinci vice rozdilni a byla vétsi Sance, ze

jejich geneticka informace bude kvalitn€jsi pro nasledujici generace jedinct.[3][28]
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Obrazek 17 - Priklad stromi vygenerovanych tplnou a ristovou metodou, zdroj: vlastni

4.5 Prubéh evoluce

Po vygenerovani pocatecni populace je mozné spustit samotny algoritmus genetického

programovani, ktery je rozdélen do né€kolika opakujicich se fazi. Prubéh genetického
programovani je takika stejny jako u genetického algoritmu a pro orientaci je tedy mozné

pouzit obrazek 11.[1]

V prvni fadé je nutné pomoci selekce vybrat vhodné jedince a nasledné na vybrané n-tice
jedincti aplikovat geneticky operator ktizeni. Dale je vhodné na nove¢ vzniklé jedince
aplikovat dalsi geneticky operator mutace a nasledné nove vzniklé jedince ohodnotit pomoci

fitness funkce. [1]

Ve vétSiné pripadech je Zadouci pouzit 1 dalsi genetické operatory, jako napiiklad elitismus.
Po dokonceni cyklu jsou zkontrolovany ukoncujici podminky. Pokud je nékterd z podminek
splnéna, tak je algoritmus ukoncen a jako vysledek vracen nejlépe ohodnoceny jedinec. Pokud
neni zaddna zpodminek splnéna, tak algoritmus pokracuje dalSim cyklem, tedy selekci,

ktizenim, atd.[1]

4.6 Selekce

Proces selekce ma stejny princip jako u genetickych algoritmi. Jedn4 se o proces vybéru
napiiklad dvojic, které se mezi sebou budou kiizit a tvofit novou generaci jedinct.
U genetického programovani se nejvice vyuziva metody turnajového schématu, nebo

ruletového kola.[3][28]

Jedinym rozdilem je, Ze do metody nevstupuji jedinci ve formé sekvence gend, ale ve formeé
syntaktického stromu. Je tedy nutné metodu mirné upravit. OvSem podstatou této metody je

prace s ohodnocenim jedinct, podle kterého vybér probiha.[3]
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4.7 Genetické operatory
I principy genetickych operatorti zistavaji stejné. Je vSak nutné si uvédomit, Ze pouziti
genetickych operatori na syntaktické stromy bude mit jind pravidla a bude pfinédset jiné

problémy nez pouziti na sekvence gent.

4.7.1 KtiZeni

vytvofenych z vybranych jedincti predeslé generace. Rozdilem ovSem je, Ze nyni je tfeba
kiizit syntaktické stromy. Je nutné zvolit uzel stromu, ktery bude slouzit jako bod kitizeni.
Tento bod je vybran nahodné v kazdém rodi¢i zvlast a nasledné jsou vyménény jejich
podstromy zacinajici v téchto uzlech. Tento postup se nazyva jednobodové kiizeni. Tim, Ze je
vyménén jen jeden podstrom bodu kiizeni, je vzdy zajisténa syntaktickd spravnost nove
vzniklych jedincl, to znamend, Ze nikdy nemuze byt poruSena maximadlni arita danych

funkeci.[1][3]

Problém ovSem nastava v hloubce nové vzniklych stromil. Miize nastat situace, kdy podstatna
¢ast jednoho rodice bude vyménéna naptiklad jen za list rodice druhého. Timto zptisobem je
mozné, ze hloubka stromi bude po nékolika generacich velmi velka a vypocetni doba
algoritmu se bude velmi prodluzovat. Je tedy vhodné urcit maximalni hloubku, které miize
syntakticky strom pfi feSeni dané¢ho problému dosédhnout. VétSinou se maximélni hloubka
urCuje na trojndsobek hloubky stromu generovaného v pocate¢ni populaci, ale na zakladé
slozitosti feSené ulohy a dalSich kritérii je mozné tuto hodnotu zvolit jinym zplisobem.
Pti prekroceni maximalni hloubky stromu se vétSinou pouzivd postup zamitnuti tohoto

potomka a nahrazeni jednim z rodi¢u.[3][28]
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Obrazek 18 - K¥iZeni syntaktickych stromi, zdroj: vlastni

4.7.2 Mutace

Mutace je vV genetickém programovani obsaZzena z ddvodu pfinosu nahodné zmény.
Pravdépodobnost mutace se vétSinou nastavuje kolem jednoho procenta. Zmutovani
syntaktického stromu spociva ve vybéru nahodného uzlu, tedy bodu mutace. Cely podstrom
bodu mutace je smazan a nahrazen nové vygenerovanym stromem. Ke generovani nového
podstromu se taktéz vyuziva Uplna, ¢i ristovd metoda generovani stromu. Nastaveni

maximalni hloubky takto vygenerovaného podstromu se nastavuje, tak aby vysledny strom

nebyl moc hluboky.[1][3]

Existuji i1 jiné metody, které se daji vyuzit pro mutaci jedincti. Vybér této metody zalezi
na fesené uloze a volbé programatora. Jednou z takovych metod je uzlova metoda. Pomoci
této metody je vyménén termindl jinym termindlem, nebo funkce jinou funkci se stejnou
aritou. Pomoci vyzvedavajici mutace se vyméni cely strom jeho ndhodnym podstromem a
pomoci smrstujici mutace se vymeéni ndhodny podstrom jedinym terminalem. Kazdy druh
mutace pfinasi pro zmutované jedince jiné vyhody. Je tedy na uvaze jakou, ¢i ptipadné jaké

metody vyuzit.[1][3]
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Obrazek 19 - Pfiklad mutace syntaktického stromu, zdroj: vlastni

4.7.3 Dalsi genetické operatory

V genetickém programovani lze vyuzit dalsi, sekundarni, genetické operatory. Tyto operatory
nemaji takovy vliv na tvorbé nové generace, takze jsou vyuzivany spolecné s témi
zakladnimi. Mezi tyto operatory patii naptiklad permutace, editace, zapouzdieni a

decimace.[1]

Prvni moznost je permutace, kde do kiizeni vstupuje pouze jeden rodi¢. Jednd se tedy
0 asexualni operator, kde se vybere nahodny uzel, ktery odpovida funkci s argumenty, které
jsou nasledné vyménény. Vyména musi probéhnout podle pravidel jednotlivych funkei, tedy
hlavné na zéklad¢ arity funkce, ktera urcuje pocet potomkii. Tato metoda je sice jednoducha

na implementaci, ale neni tolik u¢inna.[1]

Pomoci editace je mozné automaticky zjednodusit a upravit jednotlivé syntaktické stromy.
Za béhu evoluce lze tedy aplikovat na strom néktera pravidla, diky nimz mohou byt rizné
¢asti stromu zjednoduSeny. Tento mechanismus spociva ve vypoctu casti stromu, které je
mozné vypocitat, naptiklad pokud strom obsahuje podstrom 2*3, je mozné tyto 3 uzly
zjednodusit na jeden termindl s c¢islem 6. Je vSak nutné tento operator pouZzivat s mirou,
jelikoz aplikace pravidel na syntaktické stromy velmi prodluzuje celkovou dobu evoluce.

Na druhou stranu mize pouziti pozitivné ovlivnit evoluci lep§im vyvojem populace.[1]

Zapouzdieni dokaze identifikovat potencialné dilezity podstrom a ten uloZit a pojmenovat.
Dale mlze byt tento podstrom vyuzit jako novy termindl. Je tedy mozné se na tento podstrom
odkazovat jako na terminal a jevi se tedy jako jeden uzel. Diky tomu je chranény
pfed rozdélenim pomoci jinych genetickych operatori. Diky zapouzdieni je moZné opakované

vyuzivat stejny kod, a tim zjednodusit syntakticky strom.[1]
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Posledni moznost je decimace. Pomoci této operace je mozné zredukovat pocet jedincii
v populaci. Decimace vyuziva faktu, Ze prvni generace obsahuje mnoho jedinct, ktetfi nemaji
vyznam pro dal§i generace. Proto se tedy zvoli pocate¢ni populace, ktera obsahuje velké
mnozstvi jedinci, kterd se po urcitém poctu generaci diky decimaci zredukuje. Jedinci, ktefi
budou odstranéni, jsSou vybirani nahodné, tak aby byla zaru¢ena rozmanitost zredukované

populace.[1]

4.8 Podminky ukonceni evoluce

Evoluce je ukoncena po splnéni nekteré ze zadanych ukoncovacich podminek. Je mozné
vyuzit n€kolik téchto podminek najednou. Nejcastéji vyuzivané je nalezeni uplného nebo
¢asteCného fteSeni. Dalsi hojné vyuzivanou ukoncovaci podminkou je maximalni pocet

generaci.[3]

Dale je mozné evoluci zastavit v ptipadé€, kdy se po urcity pocet generaci nezméni nejlepsi
jedinec. Tedy hodnota fitness funkce nejlepsiho jedince v urCitém pocétu po sobé jdoucich

generacich stagnuje.[3][26]

Posledni podminky jsou podminky konvergence, kdy je mozné hlidat, zda se v nejlepSich
jedincich neobjevuji stejné geny. To je dikazem konvergence gent, a je to divod
pro zastaveni evoluce. Je také mozné evoluci ukoncit pii konvergenci populace. Je mozné
pohlidat vyvoj evoluce napfi¢ populacemi. Pokud neni urcity rozdil mezi priméry ohodnoceni
vSech jedincl v nékolika po sobé jdoucich populacich, znamend to, Ze populace

dokonverguje, coz je divod k zastaveni evoluce.[3][26]
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5 HLUBOKE GENETICKE PROGRAMOVANI

Nazev této kapitoly obsahuje spojeni dvou pojmil, a to hluboké uceni a genetické
programovani. Cilem této kapitoly a zaroven i této prace je popsat a vyzkousSet nckteré
principy hlubokého uceni a konvolu¢nich neuronovych siti aplikovanych na genetickém

programovani.

Jak jiz bylo feceno, hlavni myslenkou hlubokého uceni a CNN je rozdé€leni vypoctu do vice
vrstev. CNN se déli na dvé hlavni vrstvy, feauture extraction a nasledné dofeseni problému
pomoci klasické neuronové sité. Myslenkou hlubokého genetického programovani je rozlozit
algoritmus genetického programovani do jakychsi pomyslnych vrstev, které by nasledné jako
celek fesily zadanou ulohu. Tento princip by mél zvysit vykon genetického programovani

pii feSeni slozitych a komplexnich vicerozmérnych tloh.[4][30]

Kapitola obsahuje popis symbolické regrese, jako zakladniho problému feSeného pomoci GP,
na kterém budou vSechny metody implementovany. Nadale kapitola obsahuje popis nékterych
jiz existujicich metod hlubokého genetického programovani, nebo jinych metod zvySovani
vykonu genetického programovani, na které se da nahlizet jako na hluboky. Takové metody
mohou byt naptiklad metoda FFX, nebo nékteré z ensemble metod. V posledni tadé zde

budou popsany navrhy na nové vymyslené metody hlubokého genetického programovani.

5.1 Symbolicka regrese

Problém symbolické regrese je jednim ze zakladnich problému, kterd mtze byt feSena pomoci
genetického programovani. Zakladni myslenkou symbolické regrese je nalézt matematicky
popis zavislosti, vétSinou piedpis funkce, z dat, které vétSinou predstavuji body na Ciselné
ose. Priklad je naznacen v tabulce 4 a nasledné na obrazku 20. Trénovaci mnozina dat tedy
obsahuje né€kolik nezavislych proménnych, podle poctu dimenzi problému a zavislou
proménnou. Takovy soubor miize obsahovat i tisice bodi. Cim vétsi soubor je, tim je hledani

wevr

dostate¢ny rozptyl hodnot k nalezeni optimalniho feSeni daného problému.[32]

Symbolicka regrese (SR), oproti linearni, kterd vyhledavd pouze spravné hodnoty
jednotlivych parametrti, vyhledava 1 spravnou matematickou strukturu. Jedna se tedy o vybér
vhodné kombinace parametri, konstant a matematickych operaci vybranych z predem
ur¢enych mnozin. Cilem je minimalizovat chybu, ktera vznika pfi aplikaci modelu na vstupni
data, ktera se SR snazi aproximovat na zavislou proménnou. Pro feSeni problému SR je
mozné vyuzit i jiné metody nez GP, naptiklad FFX.[32]
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Nezavisla proménna x 1 2 3 4 5 6 7 8 9

Zavisla proménnd y 2 1 3 45 | 4,95 5 7,3 9 10

Tabulka 4 - Pfiklad trénovaci mnoZiny dat

Priklad symbolické regrese
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Obrazek 20 - Priklad symbolické regrese

Testovani metod v této praci je aplikovano vyhradné na problém symbolické regrese.

Pro testovani metod jsou pouZity riizné, i vicerozmérné funkce.

5.2 FFX metoda

Tuto metodu objevil a popsal ve své literatufe Trent McConaghy[31]. Jedna se o techniku,
kterd teSi vyhradné problém symbolické regrese. Tato metoda ptredstavuje rychlou,
Skalovatelnou a deterministickou funkci, ktera vyhledava vhodné kandidaty z mnoha
vygenerovanych funkci. FFX nepracuje na bazi evoluéni strategie genetického programovani,

ale zaroven je jimi tato metoda velice ovlivnéna.[31]

V prvnim kroku se vygeneruje velké mnozstvi zakladnich nahodnych funkci. Generovani
probiha zpfedem zndmé mnoziny terminald a neterminall, které jsou nakombinovany
do ptredpist funkci. V prvni fazi se generuje kazdy terminal na kazdy povoleny exponent,
nasledné je na kazdy takto vygenerovany piedpis aplikovan undrni matematicky operator a
nakonec se vytvoii pary zpredeslych dvou kroku.[33] Dale probiha metoda ¢asteéné
regulovaného uceni, ktera zajistuje odladéni koeficientl ve vygenerovanych funkcich tak, aby
co nejlépe odpovidaly hledanému feSeni. Uceni je tedy velmi rychlé, jelikoz je jeho sloZitost
podobna metodé¢ nejmensich ctverci. Diky tomu se minimalizuji rozdily mezi vysledky
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modeld a ocekavanymi vysledky. Algoritmus je zastaven po dosaZeni chyby, kterd je mensi

nez predem zadana hodnota.[31]

Pro béh FFX je nutné definovat pouze mnoziny terminala a neterminald, neexistuji zadné jiné
parametry, které je nutné nastavovat. Neexistuje tedy zddnd obdoba genetickych konstant,
které je nutné ladit a nastavovat, aby byl algoritmus G¢innéjsi. Lze definovat jeste¢ ukoncujici
podminky, ale ani ty nejsou povinné. Slouzi pouze pro pred¢asné ukonceni uceni napiiklad
Vv ptipad¢€, ze se chyba modelu nezlepSuje. Déale je mozné omezit pocet vygenerovanych

zakladnich funkci, diky ¢emuz se vyrazné zkrati vypocetni doba.[33]

Vyhodou FFX je, Ze metoda je velmi rychld diky vyuziti regularizované¢ho uceni, ktera se
dokéze naucit pro nékolik funkci i tisice koeficienti pomérné snadno. Didle ma FFX
srovnatelné kvalitni predikci jako GP a je deterministicky.[31] Vyhodou, ale zaroven
nevyhodou se miZze stat i fakt, Ze FFX vytvaii mnohem mensi a jednodussi modely nez GP
diky omezené maximalni sloZitosti predikéni funkce. Vyhoda se miiZe projevit pfi hledani
jednodussiho modelu, ovSem pfi hledani slozité funkce, se mlize problém projevit. Tento
problém lze celkem snadno odstranit na tkor vypocetni doby algoritmu, ¢imz se ovsem
mohou vytratit vyhody FFX oproti GP. Dalsim problémem, ktery jiz tak snadno odstranit
nelze je, ze se FFX nemlzZe naucit vnitini parametry funkce, tudiZz nemiize vygenerovat

naptiklad funkce sin(2x), nebo In(x+2).[33]

5.3 Ensemble learning

Ensemble techniky slouzi v oboru strojového uceni ke zlepSeni kvality feseni daného
problému pomoci kombinace vice modeld a minimalizace vzniklé chyby. Pouzité modely,
které se kombinuji, mohou byt naptiklad klasifikatory nebo experti a jejich pouziti poméaha
zlepsit stabilitu a pfesnost algoritmi strojového ucéeni.[38] Ensemble learning tedy
ve strojovém uceni slouzi k zlepSeni predikce, klasifikace, nebo, hlavné v tomto piipadé,
ke zlepSeni aproximace funkce. Dale muze slouzit ke zlepSeni ohodnocovani nékterych
modeli nebo Kk vybéru optimalnich feSeni. Mezi zadkladni metody patfi max voting,

vvvvvv

zlepSeni predikce modelu.[36]

Pti pouziti jakéhokoliv algoritmu strojového uceni bude ve vyslednych feSenich problému
ptitomna chyba, budou tedy nedokonal¢. Tato chyba, jak je jiz zminéno v minulych
kapitolach, je rozdil mezi skute¢nymi a vypocitanymi hodnotami a nazyva se chyba predikce.

Hlavnim tkolem kazdého algoritmu Al je minimalizovat tuto chybu, a tim ziskat optimalni
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feSeni daného problému. Chybu predikce lze rozdélit na chybu redukovatelnou a
neredukovatelnou. Jednim z hlavnich myslenek ensemble technik je tedy dale minimalizovat

redukovatelnou chybu.[37]

Neredukovatelna chyba je takova, ktera z modelu nelze odstranit. Na druhou stranu
redukovatelnou chybu lze zmensit nebo odstranit Upln€. Redukovatelna chyba se dale d¢li
na chybu rozptylu a chybu zkresleni (bias).[37] Tato chyba lIze odstranit metodou zvanou
bagging (pytlovani). Chyba  zkresleni, neboli bias, lze zredukovat pomoci metody

boosting.[36] Pomé&r vSech typd chyb v modelu Ize vyjadiit pomoci vzorce:

Rovnice 5 - Pomér chyb v predikénim modelu[37]

celkova chyba = (bias)? + rozptyl + neredukovatelna chyba

Posledni metodou, ktera se netyka redukce chyby, ale soustfed’uje se na zlepSeni predikce, je

stacking (stohovani).[36]

Vsechny ensemble techniky Ize rozdélit do dvou skupin, a to sekvenéni a paralelni. Sekvenéni
techniky spocivaji v postupném generovani modelt. Kazdy nové vznikly model vychazi
ze svého predchiidce a snazi se zmensit jeho chybu. Tento postup se opakuje, dokud neni

nalezeno dostacujici feSeni daného problému. Tyto metody se také nazyvaji posilovaci

(boosting).[36]

Paralelni metody naopak vyuZivaji nezavislost jednotlivych modelt. Podle vybrané metody se
dale voli strategie vylepSeni modelii. MiiZe se jednat napiiklad o vybér nejlepSiho z n modelt
nebo generovani modelll z riznych podmnozin tréninkovych dat. Do této skupiny jsou

zatazeny napiiklad hlasovaci metody nebo metoda pytlovani (bagging).[38]

5.3.1 Max voting

Metoda pouzivand hlavné pti klasifikaci. Pro jeden vstupni datovy objekt je vytvoreno vice
predikénich modelt. Vysledek kazdého modelu, v ptipad¢ klasifikace se jedna o oznaceni
skupiny, do které je objekt zafazen, je povazovan za hlasovani. Po vytvofeni v§ech modeli
daného objektu se hlasy sectou. Skupina, kterd pro dany objekt ziska nejvice hlast je brana

jako konec¢na piedpoved’.[36]

5.3.2 Priumérovani
Podobné jako u hlasovani je zde vytvofeno vice modelit k jednomu datovému objektu.
U metody primérovani vSak neprovadime soucet hlast, ale odpoveédi vSech modelt jsou

zprumérovany. Vysledny primér je bran jako konecnd odpovéd. Tuto metodu lze vyuZzit
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pro predikce v regresnich problémech nebo u pravdépodobnostnich  problémut
s klasifikaci.[36]

5.3.3 Vazené primérovani

Jednd se o vylepseni metody primérovani, kdy je pro konecny vypocet piredpoveédi pouzit
vazeny prumér. Kazdy =z vygenerovanych modell ma piifazenou vahu, kterd urcuje
divéryhodnost jeho piedpovédi. Cim vys§i véha je, tim je model davéryhodnéjsi a jeho

predpoveéd’ ma vétsi vliv na utvareni koneéné predikce.[36]

5.3.4 Pytlovani (bagging)

Metoda pytlovani je paralelni ensemble metoda, kterd se snazi zkombinovat nékolik
vygenerovanych modelti, za ufelem ziskani kvalitnéj$iho feSeni daného problému. Jak jiz
bylo zminéno, pytlovani pouziva pro generovani modelt rizné sady vstupnich dat. Pfi pouziti
stejné sady pro kazdy model by mohlo dojit k situaci, kdy budou pro generovani pouzita

stejna data a vysledek modelt bude tedy stejny.[38]

Pro kazdy novy model je tedy z ptivodni sady dat vytvofena podmnoZina, ze které je nasledné
vygenerovan. Pro ptiklad symbolické regrese je mozné vytvotit podmnoziny termindlti nebo
neterminali. Dusledkem toho je mozné omezit pocet dimenzi a pocet piipustnych
neterminald. Dale je mozné vytvofit podmnozinu vstupnich datovych boda. Pouziti pytlovani
znamena vytvoreni jednodussich funkci, které jsou nasledné sjednocovany do jedné. V GP je
mozné timto zplsobem vytvaret subpopulace, z nichz jsou vybirani jedinci, ktefi nasledné

vytvoii slozeny vystup.[39]

5.3.5 Posilovani (boosting)
Metoda boosting byla ptivodné vyvinuta pro feSeni binarnich problémi. Casem byl oviem
algoritmus adaptovan 1 na slozitéjsi klasifikacni problémy a nasledn€ i1 pro feSeni regrese

pomoci GP.[36]

Varianta vyvinuta pro feSeni binarnich a klasifikacnich problémil byla nazvina AdaBoost.
Jedna se o sekvenéni algoritmus, kde kazdy model vychazi ze svého predka a snaZi se vylepsit
jeho nedostatky tak, aby novy model byl o néco lepsi. K tomu je vyuzito ohodnoceni
tréninkovych dat pomoci vahy.[38] Pii tvorbé nového modelu se algoritmus snazi soustredit
na data, kterd byla diky ohodnoceni vybrana jako slaba mista. Nov¢ vznikly jedinec by m¢l

byt vzdy o néco kvalitnéjsi nez jeho piedchudce.[39]
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Pro vyuziti v GP byl nasledné rozsifen tento algoritmus na BoostGP, ktery je urcen pro feSeni
problémi tykajicich se regrese. V prvnim kroku se nastavi vS§em datovym bodiim stejna védha
1/N, kde N je pocet datovych bodi. Nasledné je vypocitana chyba pro kazdy datovy bod, dale
celkova a primérna chyba. Diky témto udajum Ize nadale upravit vahy jednotlivych datovych
bodu. Pouziti tohoto algoritmu by mélo v kazdém piipadée zarudit lepsi vysledky nez ndhodné
hledani feseni, tedy klasické GP. Navic je mozné BoostGP vhodné spojit s BagGP (pytlovani)

a ziskat jest¢ lepsi algoritmus pro feSeni regresnich problémi[39]

5.3.6 Stohovani (stacking)
Stohovani je metoda, ktera se vyuziva hlavné pii problému klasifikace. Zakladni myslenkou
je kombinace modelti vzniklych riznymi metodami pomoci naptiklad metaklasifikatoru nebo

metaregresoru.[38]

Reseni pomoci stohovani kombinuje nékolik algoritmii u€eni, naptiklad neuronova sit’, GA,
GP, nebo jiné metody. Pomoci téchto zékladnich klasifikator jsou utvotfeny modely, které
jsou nasledné slucovany pomoci metaklasifikatoru do vysledného modelu. Pti pouziti
na problémy roztazeni dat do skupin se jedna o jeden z nejlepSich algoritmi, které se v této
dob¢ daji pouzit.[36] Zakladni klasifikatory vygeneruji modely, které jsou sice kvalitni, ale
jejich slouc¢enim dojde k prolnuti hranic jednotlivych skupin. Diky tomu je mozné vytvorit
tyto hranice pfesnéji a vysledny model tedy dokaze urc¢it spravnou skupinu s veétsi

pravdépodobnosti.[38]

5.4 MultiTree metoda

Piedstava feSeni této metody spocivala ve faktu rozdéleni syntaktického stromu na vice
mensich podstromd, které¢ budou uloZeny zvlast. Zamér tohoto feSeni spocival ve zmenSeni
syntaktickym stromt, a tim by mélo dochéazet ke zjednoduseni operaci, kdy se prochazi velky
syntakticky strom, jako jsou operace fitness vyhodnoceni, kiizeni, mutace a dal$i operatory.

Dale byly navrhovany moZnosti roz§ifeni operatoru kiiZeni a mutace na vice urovni.

Tato operace spoivd Ve vymeéné dvou celych podstromil, ¢imz se ve vysledku syntakticky
strom hodné zméni a Vv dalSich krocich miize dochazet ke kiizeni na urovnich podstromti.
Podobné mechanismy byly zkouSeny i u operatoru mutace. Nasledné¢ mela byt pouzita jeste
vrstva s vahami, kde by mél kazdy podstrom svoji vahu a ta by v konecném vysledku

vylepsila celkovy vysledek. Pii vypoctu fitness bylo implementovano ladéni téchto vah.
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Béhem implementace bylo bohuzel zjisténo, ze ladéni vah neni mozné ud¢lat tak, ze se zlepsi
¢asteCny vysledek daného podstromu. Nebylo tedy mozné ladit samostatné podstromy, které
by ve vysledku byly ucinné;si pro fesSeni problémi SR pomoci GP. Jelikoz by tato metoda
bez vazené vrstvy nepfinesla pozadovany piinos pro praci, byla z dalSich casti, jak

implementacnich, tak experimentalnich, vyfazena a dale jiz neni pouzivana.

5.5 MultiEngine metoda

Tato metoda se snazi vhodné zkombinovat principy FFX metody a ensemble technik a tuto
kombinaci vyuzit v GP. Cilem je v prvnim kroku vygenerovat malé modely, tak jako tomu je
u FFX. V dalsich krocich by tyto jednoduché modely mély poslouzit pro tvorbu konecného,
vysledného modelu. Rozdé€leni algoritmu do vrstev je tedy ziejmé. Prvni vrstva se stara
0 tvorbu malych, jednoduchych modelt a druha vrstva je klasicky algoritmus GP, ktery ma

rozsifenou mnozinu terminald o modely vzniklé v prvni vrstve.

Generovani malych modelt probiha jako odlehéeny algoritmus GP. Zakladni GP vytvari
jedince a na zédkladé fitness ohodnoceni a genetickych operatori se tyto jedince snazi
zdokonalovat, a tim nalézt feseni daného problému. Uéelem prvni faze metody MultiEngine
ovSem neni nalézt feSeni problému, ale vygenerovat n¢kolik novych, malych modelt, které
poslouzi pro dalsi faze algoritmu. Zakladnim principem je spusténi nékolika algoritmt GP,
kde jedinci nejsou ohodnocovani pomoci fitness funkce, protoZze toto ohodnoceni neni
pro danou fazi podstatné. Dale je kazdy tento GP spustén s jinou, nahodnou podmnoZzinou
neterminald, coz by mélo zarucit riznorodost vygenerovanych modelt. Kazdy algoritmus je
spustén typicky jen s nékolika jedinci v populaci a na jednotky az desitky generaci. Kazdy
takovy GP tedy vytvofi prvni generaci z ur¢ité podmnoziny neterminali a nasledné probéhne
nékolik generaci GP, aniz by se jedinci hodnotili pomoci fitness funkce. Nasleduje vybér
jedinct ke kiizeni. JelikoZ neni k dispozici Zadné ohodnoceni, je selekce provadéna pomoci
ruletového kola, kdy se vzdy zcela nahodné vyberou dva jedinci, ktefi se mezi sebou budou
ktizit. Vzdy je vybirdno ze vSech jedincu v generaci, tudiZ je mozné, Ze nckteti jedinci se
budou kiizit vicekrat a néktefi se kiiZeni nebudou ucastnit vibec. Operace kiiZeni je
realizovana pomoci jednobodového kiizeni, kdy si dva vybrani jedinci mezi sebou vymeéni
nahodné podstromy. Dale je na jedince aplikovana mutace a nasledné je nahodné vybran

pouze jeden ze dvojice noveé vzniklych potomki, ktery postoupi do nésledujici generace.

Timto zplGsobem je vygenerovan pozadovany pocet modeld, které maji formu syntaktického

stromu. Tyto modely jsou nasledné vloZzeny do mnoziny termindli a je spustén GP druh¢ faze.
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Zde jiz existuje fitness funkce, pomoci které lze ohodnotit kazdého jedince. Algoritmus
probiha, dokud neni kladné vyhodnocena néktera z ukoncujicich podminek a za feSeni

problému je nasledné prohlaSen nejlepsi prvek z dané¢ho prubéhu algoritmu.

Ugelem této metody je dosahnout rozmanitosti vstupnich terminalét druhé faze, diky které by
melo byt jednodussi a rychlejsi nalézt dostateéné kvalitni feSeni. V idedlnim ptipadé by méla
nova mnozina termindli obsahovat Castecna feSeni daného problému a jejich vhodnou
kombinaci i s pivodnimi terminaly by se mélo rychle a efektivné dosahnout kvalitniho feSeni
daného problému. Jak je ale ziejmé z popisu metody, plisobi zde velka porce nahody, tudiz
neni zaruceno, ze néktery z noveé vygenerovanych modell z prvni faze, bude predstavovat toto
¢aste¢né feSeni. Prave proto jsou v mnozing termindll pfitomny i ptivodni prvky, diky kterym

je mozné nalézt feSeni 1 bez pouziti novych modelt.
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6 IMPLEMENTACE

Tato kapitola popisuje implementaci vybranych metod a algoritmt pii pouziti GP na problém
symbolické regrese. Nejprve jsou popsany technologie, které je mozné pouzit a jsou zde
uvedeny n¢které knihovny pro usnadnéni prace s vyvojem algoritmi vyuzivajicich Al Dale

jsou detailnéji popsany technologie a knihovny, které jsou pouzity v této praci.

Dalsi ¢ast této kapitoly se vénuje detailnéjSimu popisu implementace jednoduchého GP, ktery
je nadale pouzit pro rozsifeni z pohledu hlubokého genetického programovani. Dale jsou
uvedeny jednotlivé testovaci sady dat, na kterych jsou testovany vSechny metody, které zde
budou uvedeny. Je tedy mozné si utvotit obrazek o kvalité jednotlivych algoritmi a metod a

vyhodnotit jejich pouzitelnost, ¢i moznosti pro zlepSeni.

V poslednich castech jsou popsany implementace novych metod, které jsou slozené
z n¢kolika vrstev. O téchto metodach se da fici, Ze vyuzivaji hluboké genetické programovani,
a to praveé proto, ze hleddni optimalniho feSeni danych regresnich problému je slozeno

z nékolika ¢asti a rozdéleno do nékolika vrstev.

6.1 Pouzité technologie

V dnesni dobé je mozné naprogramovat jakykoliv algoritmus vyuzivajici Al skoro v kazdém
programovacim jazyce. Spousta z nich obsahuje mnoho metod nebo ptipravenych knihoven,
které tuto ¢innost velmi zjednodusi. Velké mnozstvi pfipravenych knihoven (TensorFlow,

Keras, NumPy) pro tvorbu neuronovych siti nebo genetickych algoritml je mozné vyuzit

Vv jazyku Python.[35]

Mezi dalsi jazyky, které podporuji praci s umélou inteligenci, patii naptiklad Java se svymi
frameworky pro praci s genetickymi algoritmy a GP Jenetics a Watchmaker, C++, R, Lisp,
atd. Za zminku stoji také program Matlab, kde diky svym velmi zjednoduSenym a rychlym
maticovym operacim je velmi jednoduché naprogramovat jakykoliv algoritmus. Navic Matlab
obsahuje velmi dobfe zpracované metody pro uceni a pouziti neuronovych siti, ¢imz se miize

stat velmi dobrym pomocnikem pfi tvorbé algoritml vyuzivajicich AL [35]

V této praci jsou vyuzity frameworky Watchmaker a Jenetics, které jsou pfipraveny

pro programovaci jazyk Java.
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6.1.1 Watchmaker
Watchmaker je jednoduchy, vykonny a dobfe rozsifitelny framework pro tvorbu genetickych
nebo evolucnich algoritml napsany v jazyce Java. Framework ma otevieny zdrojovy kod a

1ze ho volné stahnout.[34]

Pii vyvoji pomoci watchmaker je mozné vyuzit pfipravené metody pro selekci, kiizeni,
mutaci a dalsi zékladni genetické operatory a zaroven je mozné velmi jednoduse
naprogramovat vlastni operator nebo jakékoliv dalSi rozSifeni bez omezeni. Zaroven
watchmaker vyuzivd vyhod paralelismu, takze na viceprocesorovych strojich je pribch
algoritmu rychly. Pro znazornéni vystupu a statistickych informaci je mozné vyuzit né¢kolik
implementovanych metod, které umozni lehce vygenerovat grafy, ¢i rizné statistické hodnoty

z prabéhu algoritmu.[34]

Jadrem celého frameworku je tfida EvolutionEngine, pomoci které je spustén algoritmus.
Pied spusténim se jako parametry tifidy nastavi vSechny potifebné genetické konstanty,
operatory, ukoncujici podminky a také fitness funkce a vstupni data. Jediné, co je tedy
potieba definovat je fitness funkce, zvolit podobu jedince, vhodné genetické operatory a
vhodné nastavit genetické konstanty. Nésledn¢ je moZzné algoritmus spustit. Za béhu je mozné
odchytavat rizna statisticka data pomoci EvolutionMonitor nebo EvolutionObserver.

Vysledek je vracen pomoci tiidy EvolutionResult, ktera obsahuje nalezené feSeni.[34]

Vyhodou tohoto frameworku je bezpochyby jeho jednoduchost a mozZnost rozsiteni. BohuZzel
zde neni implementovana podpora GP, kterou lze diky jednoduchosti rozsifeni pomérné

snadno doplnit.[34]

6.1.2 Jenetics

Jenetics je pomérné novéjsi a modernéjsi knihovna pro tvorbu nejen genetickych algoritmi,
ale obsahuje 1 tfidy a metody pro GP. Obsahuje mnohem vice operaci nez Watchmaker, ale
bohuzel na ukor jednoduché rozsifitelnosti. Knihovnu Jenetics 1ze rozsifit jen velmi omezeng,
a to hlavné o druhy genid a chromozomii a bohuzel ani v tomto sméru neni zarucena

stoprocentni volnost.[26]

Na druhou stranu je knihovna Jenetics pfipravena na feSeni prakticky vSech mozZnych
problémt tykajicich se GA nebo GP. Pro vyvoj metod hlubokého genetického programovani
je bohuzel nutnd volnost v rozsifitelnosti knihovny, takZze Jenetics bohuZel neni vhodny
pro vyvoj vétSiny takovych vylepSeni. U nékterych metod je uvedeno ekvivalentni feSeni

pomoci Jenetics pro ilustraci a porovnani vysledki.[26]
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Knihovna Jenetics vyuziva pro jednotlivé kroky EA tfidu EvolutionStream, ktera vyuziva
Java Stream. Knihovny Jenetics obsahuji velké mnozstvi riznych genetickych operatord,
které je mozné vyuzivat k riznym druhiim genii a chromozom. Dale je mozné vyuzit nékolik
druht selekce, atd. I tato knihovna umoziiuje nastavit velké mnozstvi genetickych konstant a
dale sledovat statistiky prubehu algoritmu. Ze statistik a nalezeného feSeni je velmi

jednoduché vytvofit n¢kolik grafii, které shrnou prubeh algoritmu.[26]

6.2 Testovaci data

Aby bylo vse jasné vidét, je pro testovani jednotlivych metod zvoleno nékolik stejnych sad
dat, které jsou generovany podle uréitych funkci. Je tedy mozné sledovat, jak se kterému
algoritmu dafi na ur€itych druzich funkei. V nasledujici tabulce jsou uvedeny vSechny pouzité
funkce a k nim pravidla pro vygenerovani datové sady, jako je interval a celkovy pocet
zaznaml v datové sadé€. V dalSich tabulkach jsou tyto funkce oznaCeny pouze pomoci

potfadového Cisla, které jednoznacné identifikuje funkci a datovou sadu v této tabulce.

Tabulka 5 - Seznam pouzitych testovacich datovych sad

Poradové Generovana Pocet zaznamu
Funkce
¢islo datova sada Vv dat. sadé
*x 1 x€{1,23,4,..
1 Z _ ) ) ) ) ) 50
i=11 50}
2 cos(2x) X € <-5;0,25; 5> 40
1 N 1
3 € (-5; 0,4; 625
TERSTE RN LSRR
x y
X€(-20; 3; 20)
4 — 14
3x +18y —1 VE(-20; 4; 20) 0
5 (1 +x% +y 14 z715)2 X,¥,Z€(1;1;6) 216
6 2 sin(x) cos(y) X,Y € (1;0,5; 6) 121
—3)*+(y-32-(y-3
7 ="+ =-3"—"0=3 | | 0066 121
(y—2)*+10
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Za zminku stoji funkce cos(2x), ktera miize vypadat jednoduse k vyfeseni pomoci GP. Opak
je pravdou, jelikoz v netermindlech vSech testovacich sad se nevyskytuje funkce cosinus,
tudiz je GP nucen hledat alternativni cestu pro nalezeni optimalniho fesSeni této datové sady.
Kazda datova sada disponuje funkci sinus, proto by nejlepSim vysledkem bylo cos(x) = 1-

sin?(x).

Dale jsou také pro vSechny datové sady, a tim i pro vSechny experimenty pouzité stejné
genetické konstanty a stejné mnoziny neterminalii. MnoZiny terminall jsou rozsifeny pouze

0 potfebné hodnoty ptredstavujici proménnou hodnotu (X, y, z) pro jednotlivé funkce.

Vyhodnoceni experimenti s jednotlivymi testovacimi sadami je realizovano nejprve
souborem se statistikami, ktery je vygenerovan a ulozen do pfislusné slozky s nazvem
testovacich dat a pofadovym cCislem experimentu. Nésledné je vygenerovan graf pribéhu

jednoho pokusu, ktery znazornuje vyvoj fitness hodnoty napii¢ prib&hem algoritmu.

Pro kazdou datovou sadu je spusténo 25 pokust algoritmu. Nejlepsi jedinci téchto pokusii
jsou nasledné zobrazeni v celkovém grafu s nazvem EvolutionExperiment, ktery je ulozen
v kazdé sloZce pro kazdou datovou sadu zvlast’. Jako posledni souhrnny graf je vygenerovan

boxplot, ktery zobrazuje nejlepsi jedince u vSech testovanych datovych sad.

6.3 Jednoduché GP Watchmaker

Jelikoz framework Watchmaker neobsahuje podporu pro GP, je nutné doplnit n¢kolik ttid tak,
aby bylo mozné takovy algoritmus spustit.[34] Zakladnim rozdilem mezi GA a GP je
vV podobé jedinct. Jedinec v GP je zndzornén pomoci syntaktického stromu, coz je prvni véc,
kterou je nutné naprogramovat. Jelikoz kazdy uzel stromu mlZe mit aZ n potomkd, je nutné

implementovat tfidu Tree jako k-cestny strom, kde kazdy uzel obsahuje seznam potomkii.

DalSim rozdilem je, Ze jednotlivé uzly stromu mohou pfedstavovat bud’ terminaly, tedy
¢iselné hodnoty, nebo proménné, anebo netermindly, tedy funkce. Proto je nutné vytvofit
spole¢ného ptfedka obou druhd uzli, vtomto piipadé EquationMember, ktery obsahuje
nejdilezitéj$i metodu pro nasledné vyhodnoceni stromu a to compute, kterou dédi vsechny
druhy uzlG stromu. Tato metoda je voldna pii dosazeni trénovacich dat do syntaktického
stromu Vv piipadech, kdy se vyhodnocuje kvalita jedince pomoci fitness funkce. Déle se tedy
uzly stromu d¢€li do dvou vétvi, a to TerminalMember a FunctionMember. Nasledné jsou tyto
tiidy specifikovany diky vytvofeni jejich potomkd, naptiklad VariableMember nebo
OneParameterFunction, podle potieby vyuziti.[34]
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S vytvorenim nového druhu jedinct souvisi i Gprava genetickych operatort. V tomto piipade
je mozné zanechat stavajici logiku urcenou pro GA, jelikoz je stejna jako v GP. Jediné, co je
potieba, je pfetizit volani dilezitych metod pro novy druh jedince. Pro kiizeni je tedy
vytvoiena tiida TreeCrossover, ktera dédi z AbstractCrossover metodu mate. Rodi¢ovska
tiida se tedy parametrizuje pro jedince typu Tree a Vv pretizené metodé¢ mate se implementuje
logika kiizeni. V tomto pfipad¢ je zvolena vyména nédhodnych podstromt u obou rodicu.
Stejnym zpisobem jsou implementovany i dalSi genetické operatory jako je mutace, jen
srozdilem, Ze pro tyto operatory je vyuzita rodiCovska tiida EvolutionOperator a pietizena
metoda apply. V tomto GP je pouzita mutace, a to formou kiizeni s novym nahodné

vygenerovanym stromem.[34]

Po implementaci genetickych operatorti zbyva vyrobit fitness funkci, diky které se dosadi
do syntaktického stromu testovaci data, a provede se jeho vypocet. Tato logika je
implementovana ve tfidé TreeEvaluator, kterd je potomkem tiidy FitnessEvaluator.[34]
Pii spusténi vypoétu se pro kazdého jedince v dané generaci spusti metoda getFitness. Tato
metoda postupné spocitd chybu pro kazdou sadu testovacich dat a nasledné vrati celkovou

chybu pro daného jedince.

Proces vybéru jedinct, ktefi postupuji ke kiizeni, tedy selekci, je mozné vyuZzit jiz
pripravenou. Framework watchmaker nabizi celou fadu selek¢nich strategii, které se ukryvaji
pod rozhranim SelectionStrategy. Je mozné vyuzit zakladni, jako ruletové kolo, nebo
turnajové schéma, ale i dal$i ne tak znamé strategie (TruncationSelection, SigmaScalling).
V upravé pro GP je vytvoiena nova selekéni strategie TreeTournamentSelection, ktera je
implementovana z diivodu zachyceni statistickych vysledki ze selekce, a to hlavné ¢asovych
statistik. Tato tfida se odkazuje na puavodni tfidu TournamentSelection, ktera je

implementovana v ramci frameworku watchmaker.[34]

Posledni tfidou, kterou je nutné implementovat je mechanismus, ktery vygeneruje pocatecni
generaci jedincd. Tato ¢ast je implementovana ve tfidé TreeFactory, ktera dédi vlastnosti
z tiidy AbstractCandidateFactory. Jedinym tkolem této tfidy je vygenerovat nahodného, ale
smysluplného jedince, ktery je umistén do pocatecni generace.[34] Smysluplny jedinec je
myslen z pohledu pravidel v syntaktickém stromu, kdy v listech jsou vzdy terminaly a
v ostatnich uzlech neterminaly. Dale je vhodné dbat pravidel, kdy stromy v pocatecni

generaci by mély mit malou hloubku a pocet uzli. Tyto hodnoty jsou urceny jako genetické
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konstanty definované ve tiidé GeneticParameters a pfi generovani stroml je nutné dbat

na maximalni hloubku stromu.

Diky nové vytvofenym tfidam je mozné sestavit EvolutionEngine pro GP feSici symbolickou
regresi. V prvni fad¢é je ovSem nutné pfipravit vstupni trénovaci data a sestavit mnoziny
moznych termindlii a netermindlti. Nasledné je mozné vytvofit a spustit instanci vytvofeného
GP. Pro ilustraci je sestaveni a spusténi znazornéno v Piilohy, ktera obsahuje kod, ktery je

nutny pro spusténi GP.

Po ziskani vysledku z EvolutionEngine jsou vyhodnoceny statistiky z pribéhu experimentu,
tak, jak je vidét v Piilohy. V prvni fadé jsou vidét genetické konstanty, se kterymi je
algoritmus spoustén, tedy nastaveni vSech pravdépodobnosti, poctu jedinci v populaci a
parametry ukoncujicich podminek. Dale jsou vypsany vSechny termindly a neterminaly,
pomoci kterych je vysledek vygenerovan. Nasleduje ¢ast s genetickymi vysledky, kde je
vypsan vitézny, tedy nejkvalitngjsi jedinec, ktery byl v prib&hu algoritmu vygenerovan a
nasledné statistiky z pribchu algoritmu. V ¢asti Casové statistiky se mize zdat matouci tdaj
fitnessTime, ktery udava, kolik ¢asu trvalo ohodnotit jedince v prib&hu algoritmu. VéEtsinou je
Casovy udaj mnohonasobné vétsi nez celkova doba trvani algoritmu, tedy algoTime. To je
dano tim, Ze je to pro nékteré jedince ¢asové ndrocna operace a watchmaker pro vypocet

hodnoty fitness pouziva vice vlaken. Tudiz je mozné hned zjistit, kolik se timto vylepSenim

usetiilo ¢asu pti prubéhu algoritmu.

6.4 Jednoduché GP Jenetics

Pi1 pouziti knihovny Jenetics pro feSeni GP neni tfeba rozSifovat funk¢nost, jako tomu je
u watchmakeru. Je tedy potieba vytvofit objekt Engine, pomoci kterého se spousti cely
algoritmus. Jedna se o genericky objekt a pravé pomoci genericity se urcuje podoba
chromozomu a jeho geni. V piipadé sestaveni pro pouziti v GA je moZzné vybrat ze Siroké
Skaly chromozomi a jejich gent, naptiklad BitGene nebo DoubleGene. Pro GP je nutné
pouzit ProgramGene. Pomoci téchto geni je mozné slozit syntakticky strom slozeny

z terminall a neterminalt, ktery je potfebny pro pouziti GP.[26]

Pomoci objeku Engine se nasledné sestavuje EvolutionStream, ktery urCuje parametry a
podminky béhu algoritmu. V prvni fadé je nutné urcit builder, ktery obsahuje testovaci data,
mozné hodnoty gent a fitness funkci. V piipadé GP se jedna o objekt Regression, ktery
obsahuje mnoziny neterminalli, terminald, omezeni Vvelikosti syntaktickych stromut

pii prvotnim generovani 1 pii kfiZeni, fitness funkci a metodu vypoctu chyby, nejcastéji
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metodu nejmensich ¢tvercii. Nasledné musi byt do streamu zapojeny strategie vybéru, kiizeni
a nasledné dalsi genetické operatory, kterych jenetics nabizi velké mnozstvi. Sestavenim
objektu Engine je vytvoien proud udalosti, ktery se opakuje, dokud neni splnéna néktera

Z ukoncujicich podminek algoritmu a neni vracen nejlepsi jedinec.[26]

Nejlepsi jedinec je vracen do objektu typu EvolutionResult po spusténi ptikazu
engine.stream().limit().collect(). Ve funkci limit se uvadi ukoncujici podminky algoritmu a

diky collect je vracen nejlepsi jedinec.[26]

Sestaveni jednoduchého GA, nebo GP pomoci knihoven jenetics je dobfe popsano v manualu,
ktery je voln¢ dostupny na oficidlnich strankach jenetics.io. Dale zde jsou popsany dalsi
moznosti vyuziti nebo vylepseni algoritmii a jsou zde i popsany jednotlivé balicky, tiidy a

metody, které je mozné vyuzit. Ptiklad sestaveni celého algoritmu je vidét v Ptilohy.[26]

Nejdiive je vytvofen objekt Regression, ktery na vstupech piijima terminaly, neterminaly,
omezujici podminky velikosti stromu pii generovani a kfizeni, ztratovou funkci a pole
Sample, které obsahuje datové body s ofekavanym vysledkem. Toto pole zde nahrazuje
fitness funkci, pomoci vstupnich hodnot se vypocitd vysledek modelu a nésledné¢ se odecte
od o¢ekavaného vysledku z pole. Nasledné je vytvoifen Engine, kde je definovana velikost
populace, elitismus, metody kiizeni, selekce a mutace a popiipadé dalsi genetické operatory.
Dulezity je parametr minimizing, ktery urcuje, ze chceme hodnotu fitness minimalizovat co
nejblize nule. V posledni fadé se vytvari EvolutionResult, kde jsou definovany ukoncujici

podminky, déle je mozné ptipojit i statistiky, jak je vidét i v Ptilohy.[26]

6.5 MultiEngine metoda

Jak jiz bylo feceno, metoda MultiEngine v prvni fazi vytvaii nové terminaly, které nasledné
pouziva pii hledani optiméalniho fteSeni daného problému. Je tedy nutné vytvorit
mechanismus, ktery dokaze preveést syntakticky strom na vstupni terminél. Po provedeni této
konverze je spustén klasicky GP s novou mnozinou terminalt. Metodu MultiEngine tak, jak
je navrzena v predchozi kapitole, je vhodné implementovat pomoci frameworku watchmaker,
kde je mozné vice experimentovat s pribéhem algoritmu a s podobou vstupnich mnozin. Lze
v8ak vyuzit 1 framework jenetics, kde jsou jiZ pfipravené vhodné objekty pro MultiEngine
metodu. Pro vyhodnoceni je tato metoda spusténa n€kolikrat a je sledovan vyvoj fitness
U jednotlivych experimentii. Tato kapitola tedy obsahuje popis implementace pomoci

jednotlivych frameworkt a nasledné vyhodnoceni experiment.
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6.5.1 Implementace pomoci watchmaker

Jelikoz Framework watchmaker neobsahuje feSeni GP, je nutné vyuzit a rozsifit
implementovanou logiku z kapitoly 6.2. Dale je nutné vytvofit novy terminal TreeMember,
ktery bude obsahovat nové vytvotreny termindl typu syntakticky strom. Je nutné zajistit, aby
bylo mozné vypocitat odezvu syntaktického stromu. Kazdy terminal musi obsahovat metodu
compute, kterd vrati patfi¢nou hodnotu (nahodna hodnota int, konstanta, proménna x, ...).
V piipadé terminalu, ktery obsahuje syntakticky strom, je nutné implementovat celou logiku
vypoctu stromu tak, jak je implementovana pti ziskavani odezvy jedince. Z implementace je
tedy jasné, Ze se tento termindl obsahujici syntakticky strom tvaii jako jeden prvek jedince,
ktery v pritbéhu algoritmu nelze rozdélit genetickymi operatory. JelikoZ se jednd o terminal,

bude vzdy umistén v listu stromu jedince.

Dale je nutné implementovat algoritmus, ktery vygeneruje tyto nové terminaly. K tomu je
vyuzity neuplny GP, kde neni pouZita Zadna fitness funkce. Prvky se tedy vybiraji a kiizi
na zaklad¢ nahody a v zadné Casti algoritmu neni provadéno zadné ohodnocovéani. Pomoci
genetickych parametrti je nastaven pocet generaci a pocet jedinci obsazenych v populaci.
V prvnim kroku algoritmus vygeneruje ndhodné stromy s omezenou hloubkou a nasledné
probiha cyklus, kde se sttidaji operace selekce, kiiZzeni a mutace. Selekce je provadéna
pomoci ruletového kola, kdy se ndhodné vyberou dva jedinci. Takto jsou vybrany dvojice,
které se v nasledujicim kroku poktiZi a ze vzniklé nové dvojice se vybere jeden nadhodny
jedinec, ktery postoupi do dalSi generace. Operace kiizeni je realizovana pomoci
jednobodového kiizeni, kdy se vyméni dva ndhodné podstromy u vybranych jedinct.
Nasledné je s velmi malou pravdépodobnosti aplikovdna na nového jedince operace mutace,

kdy je vygenerovan novy nahodny strom.

Pomoci tohoto cyklu je vygenerovan zadany pocet novych terminald, které jsou
transformovany do objektu typu TreeMember a vlozeny do mnoziny terminald. Nasledné je

spustén klasicky GP, ktery hleda optimalni feSeni daného problému.

6.5.2 Implementace pomoci Jenetics

Jak jiZ bylo nékolikrat feceno, jenetics neumoziuje tak rozsahld rozsifeni, jaka jsou nutna
k implementaci této metody. Jelikoz tato knihovna nabizi opravdu velké moznosti, obsahuje i
alternativy metody MultiEngine, které jsou ji velmi podobné. Jedna se o alternativy

k vytvoteni objektu Engine, a to ConcatEngine a CyclicEngine. Jejich pouziti je velmi
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jednoduché, a to ze vytvotime vice klasickych Engine, které nasledné vstupuji jako parametry

do rozsiteného ConcatEngine nebo CyclicEngine.[26]

ConcatEngine slozi dohromady dva Engine s riznymi parametry. V prvni fad¢ se spusti prvni
Engine a po jeho ukonceni se jeho vysledku pouziji na vstup druhého. Oproti klasickému GP
je zde nutné pridat limity, tedy ukoncujici podminky do obou Engine. Tyto podminky by
mély byt u kazdého Engine, jinak by algoritmus nikdy neskon¢il, ov§em zde je to podminkou.
Vyuziti tohoto modelu je vhodné na problémy, kde je dobré udélat v prvni fad¢ Sirsi prizkum

a vV druhém kroku jej specifikovat.[26]

EvolutionStream, EvolutionStream,
[Start] Start

— Engine, Engine,

Result Result

Obrizek 21 - Model ConcatEngine[26]
CyclicEngine je skoro stejny jako ptedchazejici ConcatEngine. Jedinym rozdilem je, zZe
ConcatEngine se ukon¢i po probéhnuti obou Engine, kdezto CyclicEngine, pokud zatim
nenaSel optimalni feSeni, pokracuje znovu od zacatku tak, jak je vidét na obrazku 23. Vyuziti
tohoto modelu je stejné, jako u piedchoziho ConcatEngine. Zde je ale mozné proces opakovat

dokud neni nalezen vhodny vysledek.[26]

EvolutionStream, EvolutionStream,
[Start] Start

— Engine, Engine, —

Result Result

Obrazek 22 - Model CyclicEngine[26]

6.6 Metodika vyhodnoceni vysledku
Vyhodnoceni vysledku je kazdé z uvedenych metod stejné, tudiz kazda metoda implementuje
urcité operace, které generuji vysledky algoritmu, statistické vysledky kazdého pokusu a

nasledné souhrnné statistické vysledky pro ucely porovnani. Kazda metoda se spousti
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nékolikrat pro kazdou uvedenou datovou sadu. Pro kazdy takovy pokus je vygenerovany
spojnicovy graf, ktery zobrazuje vyvoj hodnoty fitness v daném pokusu. V kazdé generaci je
tedy ulozena hodnota fitness nejlepsiho jedince a po ukonceni pokusu je vygenerovan graf
téchto hodnot. Spolu s timto grafem je vygenerovan textovy soubor, ktery obsahuje statistické
udaje. Tento soubor obsahuje pocateCni nastaveni algoritmu, vysledného nejkvalitnéjsiho
jedince a jeho fitness hodnotu a nasledn¢ statistické udaje z pribéhu algoritmu. Ptiklad

takového souboru lze vidét v Piilohy.

Pro kazdou datovou sadu je spusténo nékolik pokust tak, aby byla moznost nalézt co
nejkvalitnéjsi feSeni. Pro kazdy takovy pokus je uchovan nejlepsi jedinec. Tento jedinec je
jeden z potencionalnich nejlepsich jedinci pro danou datovou sadu. Po ukonéeni vSech
pokust je vygenerovan boxplot graf, ktery zobrazuje variabilitu jedincii pro vSechny pokusy
na dan¢ datové sad¢. Tyto hodnoty jsou po ukoncéeni vSech pokusti na vSech datovych sadach

seskupeny do spole¢ného boxplot grafu, kde je datova sada urcena poradovym ¢islem.

Posledni fazi ziskéni vysledkll je zobrazeni souhrnnych vysledkii pro vSechny testované
metody, tedy jednoduchou SR ve watchmaker a jenetics a metodu MultiEngine. Pro kazdou
metodu jsou vygenerovany textové soubory, kde jsou uvedeny celkové Casové statistiky
pro kazdou datovou sadu, nejleps$i jedinci a jejich fitness hodnoty. Nasledné jsou fitness

hodnoty shrnuty v boxplot grafu, kde jsou srovnany v§echny metody.
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7 EXPERIMENTY

Kapitola obsahuje popis a vyhodnoceni jednotlivych experimentl. Experimenty jsou navrzené
tak, aby otestovaly kvalitu a schopnost nalézt optimalni feSeni pii rizném nastaveni
genetickych konstant nebo pfi pouziti, ptipadné vynechani, riznych neterminalta. Ke kazdému
experimentu je tedy uveden divod jeho pouziti, pocateCni nastaveni pomoci genetickych
konstant, dale jsou uvedeny pouzité mnoziny terminald a neterminali a nakonec jeho

vyhodnoceni.

Pro vSechny experimenty jsou pouzity stejné datové sady uvedené v tabulce 5, a to z duvodu
porovnani kvality jednotlivych vysledkt. Vysledky jsou zobrazeny v tabulkach, kde je uveden
nejlepsi jedinec a navic Casovy udaj, ktery udava, jak dlouho trvalo nalezeni feseni. Dale je
zobrazen jeden prubéh vyvoje hodnoty fitness pifi hledani jednoho feSeni a Vv posledni fadé

boxplot graf, ktery udava variabilitu pfi feSeni jednotlivych datovych sad.

Z hlediska prukaznosti statistickych udaji je kazdy experiment spustén na pevny pocet

generaci 1000, a to i v pfipadg, Ze je optimalni feSeni nalezeno diive.

7.1 EXxperiment ¢. 1

Jednd se o zakladni experiment, se kterym mulZeme nasledujici porovnavat. MnoZina
neterminali obsahuje vSechny potifebné elementy, které jsou obsazeny 1 v ptredpisech funkci,
podle kterych jsou vygenerovany datové sady. MnoZina terminali obsahuje nahodné celé
¢islo a proménné. Pocet proménnych je dan dle potfeby dané datové sady, tudiz pokud je
datova sada utvotfena podle dvourozmérné funkce, tak mnoZina termindlli obsahuje taktéz dvé

proménné.

7.1.1 Pocatecni nastaveni

Nasledujici tabulka zobrazuje pocatecni nastaveni experimentu. Nastaveni vSech spousténych
metod probihd pravé s uvedenymi parametry, ukoncujici podminkou 1000 generaci a
S uvedenymi mnoZinami termindlll a netermindlli. MnoZina neterminalii obsahuje vSechny

potiebné funkce, které jsou pouZzity pii generovani testovacich datovych sad.

Tabulka 6 - Experiment 1 - Po¢ate¢ni nastaveni

Geneticka konstanta Hodnota
Pocet generaci 1000
Velikost populace 100
Max. hloubka stromu pfi inicializaci 3
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Maximalni velikost stromu p¥ri k¥iZeni 30

Pravdépodobnost kFizeni 0,9

Pravdépodobnost mutace 0,1

Pravdépodobnost turnajového schématu 0,9

Pocet elitnich jedincu 1

Pocet generaci preevoluce 5

Pocet jedincii v preevoluci 10

Maximalni velikost stromu preevoluce 5

Maximalni hloubka stromu p¥i inicializaci 2

preevoluce

Terminaly Nahodné celé ¢&islo z intervalu <0-10>,
proménna x, y, z dle potieby datové sady

Neterminaly +, -, %, 1, sin, cos, sqrt

Béh tohoto experimentu obsahuje spusténi tiech uvadénych metod feseni GP a to jednoduchy
GP pomoci watchmaker a jenetics a nasledné¢ metoda multiengine pomoci watchmaker.
Vsechny metody posupné spusti 25 pokust pro kazdou datovou sadu uvedenou v tabulce 5.
Pro kazdy takovy pokus je v kofenovém adresafi ulozen graf, ktery zobrazuje vyvoj fitness
ohodnoceni nejkvalitnéjSich jedincii ve vSech generacich. Nasledné je pro kazdy tento pokus
vygenerovan textovy soubor, ktery obsahuje vypsané pocatecni nastaveni, vysledky a
statistické hodnoty pribéhu. Po dokonceni vSech 25 pokust na jedné datové sadé je ulozen

graf, ktery zobrazuje nejkvalitnéjsi jedince z jednotlivych pokust.

Pro kazdou datovou sadu jsou nadale uchovany statistické udaje, které jsou nasledné pouzity
pro nalezeni nejlepSich jedincli, primérnych c¢asovych tudaji, které se tykaji trvani
jednotlivych pokusi a na zavér k vygenerovani boxplot grafu. Boxplot srovnava vSechny

metody pro vSechny datové sady.

V nasledujicich podkapitolach jsou popsany vysledky uvedenych metod. Grafy a vysledky
tykajici se konkrétni datové sady jsou vzdy uvedeny podle datové sady Cislo 7 uvedené

v tabulce 5.

7.1.2 Vyhodnoceni jednoduché GP watchmaker
Vyhodnoceni jednoduchého GP naprogramovaného pomoci frameworku watchmaker probiha
diky spusténi algoritmu s pocate€nim nastavenim pro dany experiment. Algoritmus hleda

optimalni feSeni pro datové sady uvedené v kapitole 6.2. Nejlepsi nalezené feSeni jsou
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uvedeny v nasledujici tabulce. Kazda datova sada je identifikovana pomoci potadového ¢isla.
Nasledné hodnoty udavaji nejlepsiho nalezeného jedince, jeho fitness hodnotu a primérny ¢as
dokonceni hledani na konkrétni datové sad¢. Podobu jedincti je mozné zjednodusit pomoci
matematickych operaci na jednodussi rovnici, ovSem zde jsou jedinci z ilustratniho divodu

popsani tak, jak je vygeneroval algoritmus GP.

Tabulka 7 — Experiment ¢. 1 - Vyhodnoceni jednoduchého GP ve watchmaker

Poi‘adové ' : Primérny
Jedinec Fitness
cislo ¢as[s]
1 cos(sgrt(sgrt(sqrt(sin(sqrt(sqrt(sqrt(sqrt(sin(4.0))))))))) 0 2,37
cos(cos(((1.0+4.0)-7.0)))/((cos(cos((2.0-0.0)))-
2 (6.0+0(0.0)))-3.0) 0,52 12,2
cos((sin((y/cos(cos(0.0)))/y)) +
3 cos((cos(sqrt(sin(cos(cos(sin((cos(2.0) / 0,003 25,09
cos(cos(4.0)))))))/x))
4 (((((y+(((y+y)+x) + ((6.0*y)+y)))+x)+x)+y) + 0 708
(y+y))+(y+(y-5.0)) ’
(((9.0+((((9.0+x)+sin((x+(sin(y)+4.0)))) +
> 6.0)/y))/z)+x)+((z/y)+x) 0.26 9.01
6 (sin(x)/cos((x-x)))/(cos(y)/3.0) 0 2,22
((cos(cos(cos(x)))-sqrt(((cos(cos(sqrt((cos(y)-6.0))))-
! sart((cos(y)-cos(x))))-cos())H(cos(0.0)cos(0) | > | O

Nasledujici graf popisuje vyvoj ohodnoceni nejlepsiho jedince v kazdé generaci pii hledani
optimalniho feSeni podle datové sady ¢islo 7. Z grafu je mozné vycist, Ze hodnota fitness a
tedy i nejlepsi jedinec byly nalezeni pftiblizné po 650 generacich algoritmu. Hodnota se
ustalila pfiblizn€ na cisle 15. Jak je mozné vidét z predeslé tabulky vysledkl, jedna se
0 nejlepSiho nalezeného jedince pro tuto datovou sadu. Ve zbylych generacich jiz tento

jedinec nebyl pfekonén a jeho nezjednoduSenou podobu je mozné vidét v ndzvu grafu.
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Obrazek 23 — Experiment €. 1 - Vyvoj fitness jednoducha SR watchmaker
Potvrzenim, ze se jedna o nejlepsiho jedince, mize byt nasledujici graf, ktery zobrazuje
nejlepsi jedince nalezené Vv kazdém z 25 pokust provedenych na vSech datovych sadach.
Pro tyto ucely je vyuzity boxplot, ktery znazorni variabilitu vysledki u jednotlivych datovych
sad. Z grafu je patrné, ze u prvnich datovych sad je vétSina vysledkd velmi blizka nule.
Naopak posledni dvé datové sady jsou pro feSeni slozitéjsi a tomu odpovidaji i praimérné

vysledky. OvSem i u téchto metod se nejlepsi vysledky daji povazovat za kvalitni.
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| LightSR watchmaker |

Obrazek 24 — Experiment €. 1 - Vysledky datovych sad jednoducha SR watchmaker

7.1.3 Vyhodnoceni jednoduché GP jenetics

Tento pokus vyhodnocuje vysledky ziskané z hledani optimalniho feSeni pii pouziti datovych
sad uvedenych v tabulce 5 a pfi po¢ate¢nim nastaveni algoritmu, které je uvedené v tabulce 9.
Vysledky ziskané pfi tomto pokusu jsou vidét v nésledujici tabulce, ktera ke kazd¢ datové
sad¢ oznacené potfadovym cCislem uvadi nejlepSiho nalezeného jedince ve zjednoduseném
tvaru, ohodnoceni nejlepsiho jedince pomoci fitness funkce a primérny cas trvani jednoho

pokusu na dané datové sadé.

Tabulka 8 - Experiment ¢. 1 - Vyhodnoceni jednoduché SR jenetics

Poradové : : Priamérny
Jedinec Fitness
¢islo cas[s]
. sgrt(x/x"6.0) 0 0,62
5 cos(1.0/(2.0*x)) 0 0,95

cos(exp(cos(exp(cos(6.0"y)))y) +

*1N0-11
3| cos(exp(y)) (y*(sart(cos(4.0°(6.0%y)))*cos(y))) | 0 O i
\ (c+ (- 1.0) + X)) - (6 + ) +y) . s
5 ((5.0+2)/z+x)/z+9.0 3,14 * 10 1,42
y/cos(y) + ((1.0 + (y - cos(y - .-
6 0.5403023058681398))) + (y - sin(sqri())) | 243 107 124
i UGN 20 XMWY -0+ | oo yoe | g g

((6.0 +x) +))

Z vysledkl je patrné, Ze se jedinci pomérné lisi od pivodnich ptfedpisi, podle kterych byly
vygenerovany datové sady. OvSem jejich ohodnoceni ukazuje na pomérné kvalitni feSeni.
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Jenetics umi zjednodusit nalezeného jedince, tak, aby byl 1épe Citelny, ovSem po pouziti
dalsich matematickych uprav, by se tyto jedince dalo jest¢ zjednodusit. Tento fakt by mohl
vést k priblizeni vysledkt k ptivodnim ptfedpistim datovych sad. Pokud by ovSem ani v tomto
piipadé nesedéla predloha a vysledek, bylo by jasné, Ze mnozina trénovacich dat nebyla
dostate¢né obsahla k dosazeni potiebného vysledku. Piesnéjsi predpisy by tedy mohly byt
nalezeny v ptipad¢, ze budou datové sady obsahovat vice trénovacich dat, coz se bohuzel

projevi zaporn€ na vysledném Casu trvani algoritmu.

Jelikoz je v pokusech implementovan elitismus, vyvoj fitness ohodnoceni nejlepsiho jedince
v kazdé generaci by mél mit sestupny charakter, coz potvrzuje nasledujici graf. Je pouzit graf
vygenerovany pii hleddni optimalniho feSeni pomoci datové sady ¢islo 7. Je vidét, ze velmi
dobré feSeni je nalezeno velmi brzo a to pfiblizn€ kolem sté generace. Nésledné zlepSenti je jiz
mirné, ovSem vyslednd hodnota je velmi blizkd nule, coz je dobré. V porovnani
s jednoduchou SR ve watchmaker, dosahuje jenetics lepsich vysledkt. Tento fakt je dan tim,
jak jiz bylo n¢kolikrat zminéno, Ze jenetics je vykonnéjsi a 1€épe uzptisobeny nastroj pro feSeni

GP.

Evolution
Best chromosome: ((9.0 - (x/y - (2.0 - y)*y))*y - x/y)/(0.0 -

Y)
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Obrazek 25 - Experiment €. 1 -Pribéh fitness jednoducha SR jenetics
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Dle nasledujiciho grafu Ize porovnat vysledky jednoduchého GP Vv jenetics u vSech datovych
sadach. Kazdy sloupec obsahuje 25 hodnot, které predstavuji nejlepsi ohodnoceni jedincti
Vv jednotlivych pokusech. Z grafu vyplivd, ze vétSina vyslednych jedinct skoncilo

s ohodnocenim velmi blizko nule, ¢imz je dokazana kvalita frameworku jenetics.
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Obrazek 26 - Experiment €. 1 - Vysledky datovych sad jednoducha SR jenetics
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7.1.4 Vyhodnoceni metoda MultiEngine watchmaker

Tato kapitola popisuje vysledky nashromazdéné po spusténi metody MultiEngine na vSech
testovacich sadach. Nashromazdéné vysledky jsou prezentovany v nasledujici tabulce a
grafech. Tabulka popisuje nejlepsiho jedince a jeho ohodnoceni a nasledné primérnou dobu

trvani jednoho pokusu pro kazdou datovou sadu.

Tabulka 9 - Experiment ¢&. 1 - Vysledky pro metodu MultiEngine

Poradové ¢islo Jedinec Fitness | Primérny ¢as|[s]
1 (5.0-sqrt(6.0))(cos(x)-cos(5.0)) 0 2,28
(x+x)*sqrt((sin(sin((cos(4.0)*cos(4.0)))) /
2 cos(sin(sin(sin((cos(2.0) * 0.52 19,09

sin(sin(sin(sqrt(cos(2.0))))))))

(sin(6.0)/y)+cos(((cos(((sin(6.0) *

3 (sin(7.0)/y))/cos(9.0)))*sin(1.0))/x)) LYy 37.46
((Y*1.0)+(((x+(9.0+y)) *

4 4.0)+(y*9.0))+5.0)-1.0 0 7,26

5 (X+(XH(T7.0/))+((5.0+((xI(y+y)/z) 0.289 10,58

5 ((((y+y)+(sin(x)+((x-x) + 0 597

sin(x))))+((2.0/x)+((y/y)/y))) +sin(x))/cos(y)

(cos(y)+sin(y))-sart((x-
7 sgrt((sqrt(cos((sin((sin(y)-y))- 9,46 7,21

(cos(y)+sin(y)))))+cos(x)))))

Z predeslé tabulky je vidét, Ze se oproti pouZiti ostatnich metod velmi 1i$i hlavné Casové
udaje. To je z divodu, Ze metoda MultiEngine vyuziva jesté preevoluci, kterd ovSem neni
tolik ¢asov€ narocna jako nasledné vyhodnocovani pomoci fitness funkce. Pro tuto metodu je
to stéZejni Cast, ktera zabird nejvice casu. Vysledna podoba jedincti nalezenych diky metodée
MultiEngine je velmi Spatné Citelnd. Po pouziti jednoduchych matematickych tprav by se
dalo tyto rovnice zjednodusit a v n€kterych ptipadech by potom mohli pfipominat hledané

vzory.

Priibéh jednoho pokusu zobrazuje nasledujici graf. Jedna se o pokus hledani optimalni feSeni
za pouziti datové sady ¢islo 7. Je vidét, ze nalezeni nejlepsiho feseni bylo ptiblizné v generaci
¢islo 250 a nasledné uz lepsi jedinec nebyl nalezen. Tento idaj ukazuje, ze pomoci metody
MultiEngine dochdzi knalezeni feSeni diive, nez pii pouziti jednoduchého GP
ve watchmaker, bohuzel také dokazuje, Ze jenetics i v tomto ptipadé dosahuje lepSich
vysledkd.
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Obrazek 27 - Experiment ¢&. 1 - Pribéh fitness MultiEngine

Vysledky ziskané pomoci metody MultiEngine jsou zobrazeny v nasledujicim boxplot grafu.

Kazdy box obsahuje nejlepsi vysledky pokust ziskanych pii hledani optimélniho feSeni

podle konkrétni datové sady.
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Obrazek 28 - Experiment ¢. 1 - Vyhodnoceni datovych sad metoda MultiEngine
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7.1.5 Vyhodnoceni experimentu ¢islo 1
Tato kapitola obsahuje porovnani vSech tii metod mezi sebou pii pouziti stejného pocatecniho
nastaveni vSech algoritmti. Vysledky jsou prezentovany pomoci boxplot grafu, ktery obsahuje

vysledky ze vSech pokusii a zaroven pouzitych metod.

Na prvni pohled je zfejmé, ze na prvnich 5 datovych sadach dosahovali vSechny metody
vysledki, které jsou blizké nule. Metody implementované pomoci watchmaker v nékterych
ptfipadech zkonvergovaly do lokalnich extrémi, ze kterych jiz nenaSli lepsi feSeni, coz
prezentuje graf pomoci extrémnich hodnot. Vysledky ziskané pomoci jenetics jsou ve vétsing
pfipadech velmi blizko nule, coz zna¢i o kvalit¢ tohoto frameworku. I metody
naprogramované pomoci frameworku watchmaker dosahovaly ve vétSiné piipadt velmi

slusnych vysledki.

Pti sledovani metod, které¢ vyuzivaji Framework watchmaker, jsou primérné vysledky velmi
podobné. Pti pohledu na nejlepsi vysledky lze fict, ze metoda MultiEngine ve vét$ing ptipadii

dosahla stejnych, nebo nepatrné lepsich vysledk, nez jednoduché GP.
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Obrazek 29 - Experiment ¢ 1 - Celkovy boxplot
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7.2 Experiment ¢. 2

Experiment Cislo 2 pouziva stejné datové sady, pro vyhodnoceni popisovanych metod hledani
optimalniho feSeni pii vyuziti GP. Experiment je spustén Sobmeénénymi genetickymi
parametry. Hlavnim rozdilem je, Ze v mnoziné neterminald chybi dalezité funkce sin, cos a
sgrt, kde zejména sin a cos jsou duleZzité pro najiti feSeni u datovych sad Cislo 2 a 6. Stejné
jako v piedeslém experimentu je pro kazdou metodu vyuzito stejnych 7 datovych sad.
Pro kazdou datovou sadu je dale vytvofeno 25 pokusii a vysledky jsou nasledné graficky

znazornény a popsany.

7.2.1 Pocatecni nastaveni
Nasledujici tabulka popisuje pocatecni nastaveni vSech pokusi. Genetické konstanty obsahuji
oproti predeSlému experimentu jen drobné zmény. Nejrazantnéj§i zména je v mnoziné

neterminald, ktera nyni neobsahuje funkce sin, cos, sqrt.

Tabulka 10 - Experiment €. 2 - Poc¢ate¢ni nastaveni

Geneticka konstanta Hodnota
Pocet generaci 1000
Velikost populace 100
Max. hloubka stromu p¥i inicializaci 4
Maximalni velikost stromu p¥i kiiZeni 25
Pravdépodobnost kiizeni 1
Pravdépodobnost mutace 0,05
Pravdépodobnost turnajového schéma 1
Pocet elitnich jedinci 1
Pocet generaci preevoluce 10
Pocet jedinci v preevoluci 10
Maximalni velikost stromu preevoluce 5
Maximalni hloubka stromu p¥i inicializaci 2

preevoluce
Terminaly

Neterminaly
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7.2.2 Vyhodnoceni jednoduché GP watchmaker

Kapitola obsahuje zhodnoceni vysledkt ziskanych spusténim pokusti pomoci jednoduchého
GP ve frameworku watchmaker. Nasledujici tabulka obsahuje nejlep$iho nalezeného jedince a
jeho fitness ohodnoceni pro kazdou datovou sadu, vybraného ze vsech 25 pokusti pro danou
sadu. Nasledné tabulka obsahuje primérny cas trvani jednoho pokusu pro kazdou datovou

sadu.

Tabulka 11 - Experiment ¢&. 2 — Vysledky jednoducha SR watchmaker

Poradové : : Primérny
Jedinec Fitness
cislo cas[s]
1 (X-X)M(X-X) 0 0,85
(3.0/((6.0/(5.0-(8.0-(((7.0+8.0)+3.0)+2.0))))-
2 9.0))/(1.049.0) 0.52 10.8
3 (X+X)/((9.0/(x+(y*(y/(0.0/(x+(x+((5.0/x)+x)))N)))+x) | 0,044 32,32
4 ((x+y)+y)+((x-((8.0-y)-(0.0*(y+y))))-(((y+y)-¥)-X)) 0 6,46
5 X+H((((z+(((x+(y/2))/2)/2))I2)+9.0)/y)+(x+(4.0/2))) 0,214 9.31
6 ((y+y)-x)/(y*(((y 0.0+((y"x)-yM™((y*y)-y)-1.0)) | 16,14 5,65
7 y/(((((Cy-y)-y)/(y-((y-x)-(y+x))))-¥)/(y-1.0))-y) 19,55 5,35

Pfi porovnani této tabulky s tabulkou 10, ktera obsahuje vysledky jednoduché SR v zakladnim
experimentu €. 1, 1ze pozorovat pomérné¢ velké zmény u datové sady 6. To je dano tim, Ze
spravné feseni této sady obsahuje jak sin, tak i funkci cos. Absence téchto funkci se velmi
podepsala na vysledné fitness hodnoté nejlepsiho jedince. I u dalSich sad doslo ke zméndm
V hodnotéch fitness. K témto zménam mohlo pfispét zména vstupnich parametri, nebo pouze
nahoda algoritmu, ktery naSel bud’ méné kvalitni feSeni, nebo naopak kvalitnéjsi feSeni.
Piipohledu na casové statistiky, tak u jednodussich funkci z divodii mensi mnoziny

Vv piipad¢ sady, kde absentuji chybéjici netermindly, doslo k vyraznému zhorSeni.

Nasledujici graf zobrazuje vyvoj hodnoty fitness pii pokusu na znevyhodnéné sadé¢ cislo 6.
Z pribéhu je patrné, Ze hledani probihalo intenzivné piiblizné¢ 600 generaci. Nasledné se

hodnota ustalila ptiblizné na hodnoté 20.
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Obrazek 30 - Experiment €. 2 - Vyvaoj fitness jednoducha SR watchmaker

Pro ilustraci je mozné sledovat nejlepsi vysledky, kterych dosahla dand metoda u vSech

datovych sad. Jedna se o 25 vysledku pro kazdou datovou sadu, kde je z kazdého pokusu

uloZena fitness hodnota nejlepSiho nalezeného jedince. Datova sada je v grafu ur¢ena pomoci

potadového disla.
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Obrazek 31 - Experiment ¢. 2 - Vysledky datovych sad jednoducha SR watchmaker
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7.2.3 Vyhodnoceni jednoduché GP jenetics

Nasledujici tabulky a grafy zobrazuji vysledky ziskané pomoci hledani optimalniho feSeni
na datovych sadach uvedenych v tabulce 5 za pouziti knihoven jenetics a jednoduchého GP.
Nasledujici tabulka popisuje ziskané nejlepsi jedince pro vSechny datové sady a jejich
ohodnoceni. Posledni sloupec udava prumérnou dobu trvani jednoho pokusu pro kazdou

datovou sadu.

Tabulka 12 - Experiment ¢. 2 - Vysledky jednoducha SR jenetics

Poradové ¢islo Jedinec Fitness | Primérny ¢as[s]
(2.0 - (2.0*x)(9.0 + x))N((0.0 - ) +

1 X15.0)/(7.0 - 2.0%X)) 0 0.44
(x2.0 + x) - ((0.2857142857142857 + A

2 XA2.0)*XA2.0 + 2.0%X)"X 7510 131

3 1.0 + (((y/X)MXPX) - X2X) - Y)Y 9,3*10! 1,35

4 (2.0*x + x) - (x*y + (1.0 + 2.0*y)) 0 1,36

5 9.0 + (2.0 + 5.0/(z*X))/z 3,14 * 10% 1,32
(((2.0*x)/y +y5.0) - (y"2.0 - (y + 5

6 8,2*10 1,26

(XI7.0)y)"y
7 (((y*x -x) -y) -8.0) +y/(x + (x*2.0-y)) | 3,7*10° 1,38

Vysledky ziskané pomoci jenetics jsou velmi blizké nule, tudiz je jisté, Ze algoritmus nalezl
kvalitni feSeni pro datové sady vygenerované pomoci funkci Sin a cos, i kdyz tyto funkce
nebyly zafazeny do mnoziny neterminall. Kvalita nalezenych jedinci odpovida velikosti
trénovaci mnoziny. Pokud by byla tato mnozina obsahlejsi, je mozné, ze by tito jedinci nebyli
natolik kvalitnimi feSenimi. Ovéfit by se tento fakt dal pii pouziti valida¢ni mnoZiny dat, ktera

by byla odli$na od trénovaci mnoZiny.

Nasledujici graf zobrazuje vyvoj hodnoty fitness v uritém pokusu na datové sad¢ Cislo 6.
Z grafu je patrné, ze optimalni feSeni bylo nalezeno jiz okolo sté generace a nasledné jiz lepsi

jedinec nebyl objeven.
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Obrazek 32 - Experiment €. 2 -Priibéh fitness jednoducha SR jenetics

Pro srovnani vSech vysledki je zde pouzit boxplot graf. Tento graf obsahuje fitness hodnoty

nejlepsich nalezenych jedincti pro jednotlivé datové sady. Kazdy box tedy obsahuje 25 fitness

hodnot. Vsechny vysledky, az na n€kolik extrémnich hodnot, jsou velmi blizké nule, coz

ukazuje na kvalitu algoritmu.
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Obrazek 33 - Experiment ¢. 2 - Vysledky datovych sad jednoducha SR jenetics
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7.2.4 Vyhodnoceni metoda MultiEngine watchmaker

Nasledujici tabulky a grafy zobrazuji vysledky ziskané pomoci hledani optimalniho feSeni
na datovych sadach uvedenych v tabulce 5 za pouziti frameworku watchmaker a metody
MultiEngine. Néasledujici tabulka popisuje ziskané nejlepsi jedince pro vSechny datové sady a
jejich ohodnoceni. Posledni sloupec udava primérnou dobu trvani jednoho pokusu

pro kazdou datovou sadu.

Tabulka 13 - Experiment ¢&. 2 - Vysledky metody MultiEngine

Poradové : : Primérny
Jedinec Fitness

cislo cas[s]

1 ((0.0-X)/3.0)/(8.0+(x8.0)) 0 27
(2.0%6.0)/((((6.0%9.0)*(7.0%1.0))/((9.0-X)*x))-
2 (((5.0%7.0)(0.0/6.0))*(8.0*6.0))) 052 2458
y+(((x*3.0)+x)/((x"4.0)+x)) /

E ((0.0/9.0)/(1.0%(0.0°5.0)))) 011 1 463
4 ((X-x)+(7.0*y))+(x+(9.0+((((6.0*y)+(x-8.0))+x)-8.0))) 0 8,29
5 (<H((7.0+(<IY)/2))/2)) +((8.0/y)+x) 0288 9,65
. (IGO0 NIENEN OG- 5768 | 101

(((/(x/y))-x)-(1.0"(x/ (x1y)))))-(8.0"(x/(x/y))))

x-(((y-5.0)-(((y-1.0)/((y-4.0)*(y-4.0)))/(y-
! 5.0)))/(2.0/((x+(y+x))-6.0))) 2346 | 12,88

Z tabulky vypliva, ze metoda MultiEngine si 1 pfi vyfazeni n€kterych dilezitych neterminali
dokazala pomérné dobfe poradit s feSenim hledani optimalniho feSeni. Vysledky bohuZel
nejsou tak kvalitni, jako v pfipad¢ pouziti frameworku jenetics, ale na druhou stranu metoda
MultiEngine dosahuje podobnych vysledkd, nez feSeni pomoci klasického GP s vyuzitim
watchmaker. Vysledni jedinci se mohou na prvni pohled zdat pon&kud sloZiti, to je dano
hlavné tim, Zze watchmaker neumi zjednodus$it nalezené vzorce, tak jako jenetics.

Po aplikovani matematickych tprav by vysledny piedpis funkce byl jednodussi.

Nasledujici graf zobrazuje vyvoj hodnoty fitness v pribéhu jednoho pokusu hledani
optimalniho feSeni pii pouZiti trénovaci datové sady €islo 6. Jeden z nejlepSich jedinct byl
nalezen jiz kolem generace 250. Ke konci algoritmu, pfiblizné v generaci 975 byl ov§em tento

jedinec ptekonan. Nejlepsi jedinec v tomto pokusu dosahl hodnoty fitness ptiblizn€ 35.
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Evolution

Best chromosome: (y/(((((y+y)*(x*y))*(y*((y+y)*(x*y))))*
(y"x))*(((((7.0+((x/5.0)*y)) *y) "y) "y)+x)))

Fitness value
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Generations

=B Best fitness

Obrizek 34 - Experiment €. 2 - Vyvoj fitness MultiEngine
Nasledujici boxplot graf shrnuje vSechny vysledky ziskané pouzitim metody MultiEngine.
Kazdy box je vytvofen z hodnot, které predstavuji fitness hodnoty jedinct, ktefi byli
prohlaseni za nejlepsi vysledky jednotlivych pokust. Z grafu je patrné, ze vysledky metody
MultiEngine na prvnich datovych Sadiach dosahovaly vétSinou hodnot blizkych nule.
U poslednich dvou datovych sad jsou primérné hodnoty vyssi, coz je dano nejspiSe vetsi

slozitosti hledanych funkci a také velikosti trénovacich mnozin.
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Obrazek 35 - Experiment €. 2 - Vysledky datovych sad metoda MultiEngine

7.2.5 Vyhodnoceni experimentu cislo 2

Vzhledem k absenci potiebnych funkci cos a sin doslo ke zhorseni u datové sady ¢islo 6. Tato
sada je vygenerovana podle piedpisu obsahujiciho obé zminéné funkce. Datova sada ¢islo 2,
také obsahuje jednu ze zminovanych funkci, ale neni natolik slozita, tudiz si s absenci této

funkce metody poradi a nahradi ji jinym zptsobem.

Pfi porovnani zkoumanych metod je vidét, ze v tomto ptipad¢ doslo pfi feSeni datové sady
¢islo 6 k vyraznému zhorseni oproti jednoduchému GP. To miize byt zptisobeno i tim, Ze se
tato metoda hafe chova pii absenci nékterych dialezitych neterminalti. DalSi moznosti je, Ze
pocet pokust je nedostacujici a pfi zvySeni naptiklad na 50 by bylo dosazeno lepSich

vysledkd. Dalsi moznosti pro zlepSeni spocivaji v odladéni genetickych parametra.

BoxPlot
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Obrazek 36 - Experiment ¢ 2 - Celkovy boxplot

7.3 Experiment ¢. 3
Tento experiment vychazi z prvniho zékladniho experimentu. Kapitola popisuje vysledky

ziskané pomoci tfi uvedenych metod na danych datovych sadach. Oproti ptedeSlym

vvvvvv

Framework jenetics neposkytuje mozZnost vyuzit neterminal avg a rozsifeni o tuto funk¢nost

bohuzel neni mozné. Pro zachovéani pfiblizn€ stejné slozitosti je proto misto avg pouZit
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v nastaveni jednoduchého GP v jenetics pouzit netermindl exp. Dal§i nepatrné zmény jsou

Vv genetickych parametrech, kde byly upraveny nékteré konstanty.

7.3.1 Pocatecni nastaveni

Tabulka nize uvadi pocatecni nastaveni vSech pokusl, které jsou v rdmci experimentu
spustény. Nejvetsi rozdily jsou v mnoziné neterminald, kde jsou ptidany nové funkce (min,
max, avg). Bohuzel funkce avg neni dostupna ve vyctu funkci frameworku jenetics a nebyl
nalezen zpusob, jak ldosdhnout rozsifeni o zminénou funkci. Namisto funkce primér je zde

pro zachovani obtiznosti pouzita funkce exp, ktera znaé¢i Eulerovo ¢islo s mocninou (e¥).

Dale jsou pro ucely tohoto experimentu pozménény nékteré genetické parametry pro evoluci i
preevoluci, kterou vyuziva pouze metoda MultiEngine. Takovymi parametry jsou napiiklad
maximalni hloubka stromu pii inicializaci, pravdépodobnosti pro kiiZeni, mutaci a selekci,

nebo maximalni velikosti stromu pro preevoluci.

Tabulka 14 - Experiment €. 3 - Po¢atecni nastaveni

Geneticka konstanta Hodnota
Pocet generaci 1000
Velikost populace 120
Max. hloubka stromu p¥i inicializaci 2
Maximalni velikost stromu p¥i kiiZeni 30
Pravdépodobnost kiizeni 0,95
Pravdépodobnost mutace 0,09
Pravdépodobnost turnajového schéma 0,95
Pocet elitnich jedinci 1
Pocet generaci preevoluce 15
Pocet jedinci v preevoluci 15
Maximalni velikost stromu preevoluce 4
Maximalni hloubka stromu p¥i inicializaci 2

preevoluce

Terminaly Nahodné celé ¢&islo z intervalu <0-10>,
proménna x, y, z dle potieby datové sady
Neterminaly +, -, %, [, ™, min, max, avg/exp
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7.3.2 Vyhodnoceni jednoduché GP watchmaker

Nasledujici tabulka obsahuje vysledky ziskané spusténim jednoduchého GP ve frameworku
watchmaker pro vSechny datové sady. Pro kazdou datovou sadu je spusténo 25 pokusu se
stejnym pocatecnim nastavenim uvedenym v tabulce 14. Pro kazdou datovou sadu je uveden
nejlepsi nalezeny jedinec a jeho fitness ohodnoceni. Posledni sloupec obsahuje primérnou

dobu trvani jednoho pokusu.

Tabulka 15 - Experiment ¢&. 3 - Vysledky jednoduché SR watchmaker

Poradové : : Primérny
Jedinec Fitness
cislo cas[s]
1 X/X 0 1,16
MIN((x/((x/AVG((8.0/3.0), 1.0))-(((2.0+MAX(8.0,
2 (AVG(X, (3.0+MAX(X, X))))))+8.0)*X)), X) 052 1 2129
3 ((Y*MIN(MIN((y*y), 7.0), (x*x))+(y+(y+y)/((y+y)+y) | 0,036 44,36
4 X+((((x+(4.0%y))+(x+y))+y)+((((0.0%y)+y)+((y+y)- 0 101
4.0))+y))
(AVG(AVG((x+X), 2), ((AVG(X,
> (x+x))+4.0)/y))+x)+(AVG((x+4.0), 2.0)/z) 0.14 16,17
((4.0-X)-)/(y"((y*((MIN(y, MIN(y, ¥))*MIN(y,
6 5.0)"y))-6.0)) 20,96 9,95
MIN(MIN((y-y), MIN(y, y)), ((MIN(MIN(y, (x-
! MIN((0.0Y), Y))). Y)*(y-X))+¥)*y)+¥) el

V tabulce je vidét, Ze nové pouzité netermindly jsou vyuZity i ve vyslednych jedincich.
I navzdory absenci nékterych dilezitych neterminalti byli nalezeni jedinci, ktefi dosahli

kvalitnich vysledki na jednotlivych datovych sadéach.

Nasledujici graf popisuje vyvoj fitness hodnoty béhem jednoho pokusu na datové sadé ¢islo 7.
Vyvoj fitness hodnoty pozvolné klesa a hodnota se ustaluje ptiblizné kolem 350 generace.

V nésledujicich generacich nedoslo jiz k Zddnému pokroku.
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Obrazek 37 - Experiment €. 3 - Vyvoj fitness jednoducha SR watchmaker

Kone¢né vysledky pro vSechny pokusy a datové sady jsou shrnuty v néasledujicim boxplot

grafu. Kazdy box obsahuje fitness hodnoty nejlepsich nalezenych jedinct v jednotlivych

pokusech na dané datové sad€. Hodnoty dokazuji, Ze jednotlivé pokusy na datovych sadach

dosahovaly podobnych vysledkll a prave proto jsou boxy pomérné malé.
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Obrazek 38 - Experiment ¢. 3 - Vysledky datovych sad jednoducha SR watchmaker
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7.3.3 Vyhodnoceni jednoduché GP jenetics

Tato kapitola obsahuje vysledky a shrnuti pouziti frameworku jenetics s pocateénim
nastavenim uréenym pro tento experiment. Jedinym rozdilem v pocateCnim nastaveni je, ze
Framework jenetics neumoziiuje vyuzit neterminal avg. Z divodu zachovani podobné
slozitosti je tedy nahrazen netermindlem exp. Nasledujici tabulka uvadi ziskané vysledky
pro kazdou pouzitou datovou sadu, kterda je oznaCena potfadovym Cislem. Nasledné je
ke kazdé datové sadé uveden nejlepsi nalezeny jedinec, jeho fitness ohodnoceni a pramérna

doba trvani jednoho pokusu.

Tabulka 16 - Experiment ¢. 3 - Vysledky jednoduché SR jenetics

Poradové ' ' Priamérny
Jedinec Fitness
cislo cas[s]
1 (x"3.0)74.0 0 0,76
2 X*XAXNXX)) = (XAXAX)M((XMXAX))MX)MX))AX | 1,71 * 107 1,71
max(exp(exp(x)/(x + exp(exp((x + y/x) + * 1010
3 expexpem))) * expexp)ixc+ expbq)),x) | 0T 0T 4
min(x - (y - min(min(min(x, x), X) - (max(1.0 +y, x)
4 . 0 1,78
- mm(y’ X))v X))! y) - X*y
max(y + max(max((z + (x + 4.0)) / z, x), 7.0/(x - * 1
> 9.0)), 2)/z + 9.0 SRR |
((y*exp(x))"y)" y/x)*exp(y/(y*x)"y)y * 105
6 exp((2.0%)Y) 2,08 * 10 1,56
N (X ((2.0*x)*x;)// DHEIGIN | grpu106 | 179

Framework jenetics dosahl i v tomto ptipadé velmi solidnich vysledki, které jsou velmi
blizké hodnoté nula. O kvalité nalezenych feSeni by rozhodlo jesté testovani na validaéni

mnoziné dat.

Nasledujici graf popisuje vyvoj hodnoty fitness pti hledani optimalni feSeni pro datovou sadu
¢islo 7 za vyuziti frameworku jenetics. K razantnim zméndm dochézelo ptiblizné do generace
¢islo 130 a nasledné se jiz hodnota ustalovala. Kone¢ny vysledek byl velmi blizky hodnoté

nula.

94



Evolution
Best chromosome: (x/y - min((y/9.0)/(x/y), 4.0))/y - max
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Obrazek 39 - Experiment €. 3 -Priibéh fitness jednoducha SR jenetics
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Obrazek 40 - Experiment ¢. 3 - Vysledky datovych sad jednoducha SR jenetics

7.3.4 Vyhodnoceni metody MultiEngine
Tato kapitola obsahuje nashromazdéné vysledky provedeni hledani optimélniho feSeni
pro jednotlivé datové sady za pouziti metody MultiEngine, ktera je pfipravena s vyuZitim

frameworku watchmaker. Nasledujici tabulka popisuje nejlepsi nalezené jedince a jejich
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fitness ohodnocedni pro jednotlivé datové sady. V poslednim sloupci je uveden priimérny ¢as

trvani jednoho pokusu pro urcitou datovou sadu.

Tabulka 17 - Experiment ¢&. 3 - Vysledky metody MultiEngine

Poradové : : Primérny
> Jedinec Fitness 5
cislo cas[s]

(MAX(MAX(MAX(MAX(X, X), 0.0), X),

1 X)/MIN((MIN(6.0, 4.0)(x+x)), (6.0°2.0))) 0 2,98
AVG(7.0, 0.0)/((AVG(L.0, 1.0)*AVG(0.0,
, 20)*AVG(3.0, 3.0))-(AVG(9.0, TOM(AVG(00, o, 28,9

4.0%6.0)*(AVG(AVG(3.0, 9.0), MAX(L.0,
X))*AVG(4.0, 5.0)))))

MAX(y, 1.0)+((y/(y*MIN(3.0,
3 O (YY) +(YYI((YIY) *MAX(MAX(7.0, 0.0), 0,041 60
¥))*(y*MIN(3.0, X))))))

(8.0+AVG((y+y), (y-MAX(7.0,

4 9.0))))+(((6.0+x)*+((AVG((y+y), (y-MAX(4.0, 0 8,71
8.0)))*4.0)+(x+x)))+(y*3.0))

5 z+(((((z+(6.0/2))+(2.0/y))/2)+(7.01y)) +MAX((y-y), X)) 0.29 10,87

5 YO -(MINGY, ()-O(MINY, | 55001 g 4

XN+ YN)* (YY) +("Y)))

(MAX(MIN(AVG(MIN(MIN(y, 9.0), x), X), (y-(x-
1.0))), (x+AVG(y, AVG(AVG(AVG(4.0, 0.0), 2.0),
1.0)))/MAX((X/MAX(MIN(AVG(MIN(MIN(y, 5.0), x),
X), (y-(x-5.0))), MAX(MIN(AVG(MIN(MIN(y, 8.0),
X), X), (Y-(x-0.0))), ¥))), MIN(AVG(MIN(MIN(y, 0.0),
X), X), (y-(x-6.0))))))-MAX(x, 7.0))

22,6 11,66

Pt1 pohledu na vysledné jedince se nabizi, Ze se v Zadném ptipad€ nemiize jednat o hledané
funkce. Jedinci jsou uvedeni ve tvaru, ktery vygenerovala metoda MultiEngine, tedy nejsou
zjednoduseni, tak jako tomu je u jenetics. Po aplikaci nékterych matematickych tiprav, by se
dalo vzorec velmi snadno zjednodusit do Cciteln&jsi podoby. Vysledné fitness hodnoty a
Casové udaje odpovidaji véEtSin€ testovanym metodam naprogramovanych pomoci

frameworku watchmaker.

Nasledujici graf zobrazuje fitness ohodnoceni nejlepsiho jedince v kazdé generaci jednoho
pokusu pfi feSeni nad datovou sadou Cislo 7. Z grafu je mozné vycist, ze k nejvétSimu
pokroku dochézelo do generace Cislo 150 a nadale se hodnota drZela na pfibliZzné stejném
Cisle. Kolem generace ¢islo 780 doslo k dal§imu vyraznému pokroku a nadale se jiz hodnota

nezlepsila.
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Obrazek 41 - Experiment ¢&. 3 - Vyvoj fitness metoda MultiEngine

Nasledujici graf obsahuje vSechny vysledky jednotlivych pokusti pro metodu MultiEngine.
KaZzdy box obsahuje 25 hodnot, které piedstavuji fitness ohodnoceni nejlepSich nalezenych
jedinct ve vSech pokusech pro jednotlivé datové sady. Z vysledki je patrné, Ze i pfi absenci
dulezitych neterminali cos a sin, dokaze metoda MultiEngine nalézt kvalitni feSeni a

do vysledki zahrnout i nové pfidané neterminaly avg, min a max.
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Obrazek 42 - Experiment ¢&. 3 - Vysledky datovych sad metoda MultiEngine

97



7.3.5 Vyhodnoceni experimentu ¢islo 3

Souhrnny boxplot porovnava vSechny vysledky experimentu 3 ziskané z prabéha
zkoumanych metod. Z grafu vypliva, Zze nejlepSich vysledkid na datovych sadach dosahla
metoda zalozena na frameworku jenetics. Metody naprogramované pomoci frameworku
watchmaker dosahly v nékterych ptipadech horSich primérnych vysledkt, ale obé dosahly
podobnych kvalit. Primérné hodnoty sice ukazuji, ze feSeni pomoci metody MultiEngine
dosahuje horSich vysledkl, na druhou stranu odlehlé hodnoty grafu ukazuji, ze metoda

MultiEngine dosahla nepatrné lepsich vysledki.
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Obrazek 43 - Experiment €. 3 - Celkovy boxplot

7.4 Experiment ¢. 4
Posledni zminény experiment pouZzivd vSechny dosud zminéné netermindly. Ke vSem
potiebnym, které jsou pouZity v experimentu ¢islo 1 pfidany i nové, uvedené v experimentu

¢islo 3.

7.4.1 Pocatecni nastaveni

Pocatecni nastaveni tohoto experimentu obsahuje drobné zmény v genetickych konstantach.
Nejmarkantnéj$i zména je ovSem v mnoziné pouzitych netermindlii, ktera obsahuje vSechny
dosud zminované funkce. V ptipad¢ jednoduché SR v jenetics je zaménéna funkce avg, ktera

neni v jenetics k dispozici, za funkci exp.
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Geneticka konstanta Hodnota

Pocet generaci 1000

Velikost populace 100

Max. hloubka stromu pfi inicializaci 2

Maximalni velikost stromu pri kiiZeni 30

Pravdépodobnost k¥izeni 1

Pravdépodobnost mutace 0,14

Pravdépodobnost turnajového schéma 1

Pocet elitnich jedincu 1

Pocet generaci preevoluce 8

Pocet jedincii v preevoluci 10

Maximalni velikost stromu preevoluce 5

Maximalni hloubka stromu p¥i inicializaci 2

preevoluce

Terminaly Nahodné celé ¢islo z intervalu <0-10>,
proménna X, y, z dle potieby datové sady

Neterminaly +, -, %, 1,7, sin, cos, sgrt, min, max, avg/exp

7.4.2 Vyhodnoceni jednoduché GP watchmaker

Tato kapitola obsahuje ziskané vysledky z pokusu, kde byly pouzity datové sady jako vstupy
pro jednoduché GP naprogramované pomoci frameworku watchmaker. Nasledujici tabulka
obsahuje nejlepsi nalezené jedince a jejich fitness ohodnoceni pro kazdou datovou sadu.

Tabulka také obsahuje prumérny ¢as trvani jednoho pokusu algoritmu.
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Tabulka 18 - Experiment €. 4 - Vysledky jednoduché SR watchmaker

Poradové Primérn
Jedinec Fitness

Cislo y Cas[s]
1 cos((x-x)) 0 2,01
2 cos(4.0)/(cos(cos(5.0))-8.0) 0,52 14,57

AVG((cos(cos(2.0))+cos((cos(cos(cos(x)))+cos(X)))),
e (cos((cos(2.0)+cos(y)))+cos((cos(cos(cos(y)))+cos(y)))) 0,025 32,47
4 ((((5.0-5.0)+y)+(x+x))+((0.0*y) +y)) +(y+(x+(8.0*y))) 0 8,68
(AVG(2.0, X)+(((y+rAVG((x+MAX(y, 7.0)),
> 4.0))/y)+(AVG(((4.0+2.0)/z), MAX(sin(y), X))/z)))+x 0.134 12,54
sin(x)/MIN(MIN(sin(cos(sin(sin(sin(cos(MIN(x,
6 cos(sin(sin(x))N)). ¥), MIN(y, AVG(MIN(y, MIN(y, 0 6,54
cos(y))), (0.0"y))))

7 MIN((((cos(x)*MIN(MIN(MIN(cos((2.0/y)), y), cos((y- 10,06 6.92

sart(y)))), (x-x)))*AVG(sart(y), x))*y), cos(sart(y)))

Nalezeni jedinci jsou uvedeni v nezjednoduseném stavu tak, jak byli vygenerovani diky GP

ve watchmaker. Jak jiz bylo feceno, soucasti watchmaker ani jeho Gpravy neni algoritmus

pro zjednoduseni matematického vzorce. Ziskané vysledky jsou diky nastaveni experimentu

pomérné kvalitni a hodnoceni jednotlivych jedinct ukazuje na kvalitu fesSeni.

Nasledujici graf pfedstavuje vyvoj hodnoty fitness v rdmci jednoho pokusu na datové sadé

¢islo 7. Pro kaZdou generaci je do grafu vloZeno fitness ohodnoceni nejlepSiho jedince.

Pro tento pokus se ohodnoceni pozvolna zlepSovalo az do generace piiblizné 950. Nésledné se

ohodnoceni nejlepsiho jedince ustalilo pfiblizné€ na hodnoté¢ 17,5.
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Evolution
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Obrazek 44 - Experiment ¢. 4 - Vyvoj fitness jednoducha SR watchmaker

Nasledujici boxplot graf zobrazuje v kazdém boxu 25 ohodnoceni nejlepSich jedincd,
nalezenych v pokusech pro kazdou datovou sadu. Jako ve vétsiné predchozich piipadd, prvni
datové sady dosahuji vysledkti velmi blizkych nule. Primérné hodnoty na datovych sadach 6
a 7 dosahuji, 1 po pfidani novych neterminali, velmi dobrych vysledkd. Diky vzdalenym

hodnotam se 1 v téchto ptipadech nejlepsi vysledky ptibliZily fitness ohodnoceni nula.
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Obrazek 45 - Experiment ¢. 4 - VysledKky jednoducha SR watchmaker
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7.4.3 Vyhodnoceni jednoduché GP jenetics

V této kapitole jsou wuvedeny vysledky ziskané pii testovani jednoduchého GP
naprogramovan¢ho ve frameworku jenetics s pocateCnim nastavenim uréenym pro tento
experiment. Nasledujici tabulka obsahuje nejleps$i nalezené jedince spolu s jejich fitness
ohodnocenim pro kazdou datovou sadu. Tabulka také obsahuje primérnou dobu trvani

jednoho pokusu u dané datové sady.

Tabulka 19 - Experiment ¢&. 4 - Vysledky jednoduché SR jenetics

Poradové ' : Primérny
Jedinec Fitness
cislo cas[s]
1 x"2.0 0 0,52
2 -0,83 0 0,94
cos(cos((y/(cos(cos(cos(cos(cos(y)))))/ * 11l
. (cos(cos(cos(exp(cos(x))))) + x) + y))y)ly) + 1.0 1,79%10 0.86
4 (((X - y) - y) + (X + (maX(y/(SO - y)v y) + (y + (X - 0 1'24
Y)))) - y*x
5 ((z + (z +5.0)/2)/z+9.0 3,14 * 10* 1,06
6 (2.0*sin(x))/cos(y) 0 0,98
7 (x/y)*1.153/y - (exp(y) + (exp(y) + 6.0)) 4,33*10° 1,27

Z vysledku je patrné, ze Framework jenetics Giplné eliminoval nové pfidané neterminaly min a
max, coz znaci kvalitu provedeného algoritmu. VSichni nalezeni jedinci maji vyslednou

fitness hodnotu blizko nule. To znamena, Ze tyto predpisy kvalitn¢ kopiruji trénovaci data.

Nasledujici graf predstavuje pribéh vyvoje hodnoty fitness vybraného pokusu S vyuzitim
frameworku jenetics za pouziti datové sady c¢islo 7. Hodnota po 200 ub&hnutych generacich

dosahla téméf nuly, dale jiz dochézelo jen k malym zlepSenim.
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Evolution
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Obrazek 46 - Experiment ¢. 4 -Pribéh fitness jednoducha SR jenetics
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Nasledujici boxplot graf zobrazuje v kazdém boxu 25 ohodnoceni jedincl, ktefi byli

prohlaseni za nejlepsi nalezené feSeni v jednotlivych pokusech pro kazdou datovou sadu.
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7.4.4 Vyhodnoceni metoda MultiEngine
Kapitola shrnuje vysledky nashroméazdéné pti spusténi metody MultiEngine naprogramované
ve frameworku watchmaker. Hledani optimalniho feSeni probihd podle uvadénych datovych

sad a s poc¢atecnim nastavenim specifickym pro tento experiment.

Nasledujici tabulka uvadi nejlepsi nalezené jedince a jejich ohodnoceni pro kazdou datovou

sadu. Nasledné je také uveden praimérny Cas trvani jednoho pokusu u kazdé datové sady.

Tabulka 20 - Experiment ¢&. 4 - Vysledky metody MultiEngine

Poradové ' : Primérny
Jedinec Fitness
cislo cas[s]
1 sin(4.0)/cos(2.0) 0 2,5
(cos(cos(3.0))"8.0)-
((cos(cos(1.0))0.0)"((cos(cos(0.0))"2.0)-
2 ((MIN(MIN((9.0*3.0), (x-9.0)), MIN(8.0, AVG(3.0, 0,52 20,73
x)))-cos((((cos(cos(7.0))"2.0) - sin(sin((1.0/3.0))))
+sin(co0s((6.0/0.0))))))+(cos(cos(8.0))"2.0))))
sgrt(sin(0.0)) + sqrt(sqrt(cos(sqrt(((sqrt(sqrt(cos(
3 (Sin(8.0) sart()))sin(4.0)y'sart(y)))) el W
4 (5.0+(((7.0*y)+AVG(((4.0*y)+sqrt((5.0*y))), 0 617
(((3.0%y)+(6.0*y))+y))+(MIN(X, X)+Xx)))-9.0 ’
5 ((((((x/y)+5.0)/2)+2)I2)+((0.0/y) +X))+x 0.24 11,11
6 ((((((xly)+5.0)/2)+2)/2)+((0.0/y)+x))+x 3,18 * 103! 7,88
cos(cos(cos(sqrt(x))))-sart(((cos(cos(6.0))-
! Sart((cos(y)-c0s(x))))-Cos(x))) Sl

Ptedchazejici tabulka obsahuje vysledné jedince, ktefi jsou uvedeni, tak jak byli vygenerovani
pomoci metody MultiEngine. Tyto jedince by se jeSt€¢ dalo zjednoduSit pomoci
matematickych uprav. Po nahlédnuti na vysledné fitness hodnoty lze fict, Ze metoda nalezla

kvalitni jedince, jejichz ohodnoceni se ve vétsin€ piipadech velmi blizi nule.

Nasledujici graf popisuje vyvoj hodnoty fitness pfi pribehu jednoho pokusu pii hledani
optimalniho feSeni pro datovou sadu Cislo 7. K nejvyraznéj§imu vyvoji fitness dochazelo

do generace 350. Po zbytek trvani pokusu doslo jiz jen k mirnému zlepseni.
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Evolution
Best chromosome: MIN((((cos(x)-(0.0*%y))+y)sqrt(x)), AVG
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Obrazek 48 - Experiment ¢. 4 - Vyvoj fitness metoda MultiEngine

Nasledujici graf zobrazuje vysledky pro vSechny uvedené datové sady. Kazdy box obsahuje
25 hodnot, které predstavuji ohodnoceni nejlepsich jedincii nalezenych v jednotlivych

pokusech.
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Obrazek 49 - Experiment ¢. 4 - Vysledky metoda MultiEngine
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7.4.5 Vyhodnoceni experimentu 4

Nasledujici souhrnny graf porovnava vysledky ziskané diky zkoumanym metodam
u jednotlivych datovych sad. Vysledky jsou podobné jako u ostatnich experimentl, tedy
Framework jenetics dosahl nejkvalitnéjSich vysledkd. U metody MultiEngine se i zde

prokazala ptiblizné stejna kvalita vysledkt jako pfi feseni pomoci jednoduchého GP.
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Obrazek 50 - Experiment €. 4 - Celkovy boxplot

7.5 Vyhodnoceni

Vysledky nasbirané z jednotlivych experimentd vypovidaji o kvalit¢ feSeni jednotlivych
metod i1 pfes nepiizent pocateéniho nastaveni nékterych experimentl. I v situacich, kde
algoritmy nemély k dispozici vSechna potfebné udaje a data dokéazaly jednotlivé metody
nalézt ve vétSiné piipadd velmi kvalitni feSeni problému. V piipadé feSeni pomoci
frameworku jenetics se ve vEtSiné piipadii jedna o jedince s fitness hodnotou velmi blizkou
nule, coz ovS§em nezarucuje stoprocentni nalezené feSeni. Fitness hodnota je pocitana pouze
na trénovacich datech. Pro urceni skute¢ného rozdilu od ptedpisu, pomoci kterého byla

vytvofena dana datova sada, by bylo nutné urcit odchylku na valida¢ni mnozing.

To samé plati i pro ostatni zkoumané metody, které byly feSeny pomoci frameworku
watchmaker. 1 zde byli nalezeni jedinci, ktefi na danych datovych sadach dosahovali velmi
dobrych vysledki, 1 kdyz horSich nez v ptipad¢ jenetics. Opravdova kvalita nalezenych feSeni

by se projevila az na otestovani na valida¢nich datech.
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Jelikoz jsou trénovaci sady vytvoreny jen na mensSich intervalech a obsahuji pomérné¢ malo
prvkl, je velmi pravdépodobné, Ze validace mimo tento interval nebude vracet kladné
vysledky. K ziskani kvalitnéjSich vysledkt by tedy bylo nutné do trénovacich mnozin vlozit
vice zaznamii, které budou vice rozeseté po definicnim oboru. V takovém ptipad¢ by ovSem
velmi vzrostla vypocetni doba algoritmu. Pro testovani zkoumanych metod na nékolika
datovych sadach a v nékolika experimentech zriznym pocateénim nastavenim by tedy
vypocetni doba vzrostla velmi rychle. Pravé proto byly zvoleny pomérné malé trénovaci

mnoziny dat.

V porovnani vysledkii vSech zkoumanych metod nejlepSich vysledkti vzdy dosahlo
jednoduché GP v jenetics. Metody, kde se vyuziva frameworku watchmaker dosahovaly
ve vétsSing ptipadd podobnych vysledkid. Z jednotlivych boxplot grafii plyne, ze v pfipadé
experiment ¢islo 1 byla o trochu lepsi metoda MultiEngine a v ostatnich ptipadech naopak
jednoduché GP. Pro ziskani prokazatelngjSich vysledki by muselo probéhnout vice nez 25

pokust tak, aby bylo k dispozici vice hodnot pro jednotlivé boxy.

Vysledky tedy vtuto chvili fikaji, Ze metoda MultiEngine dosahuje piiblizné stejnych
vysledktd, jako jednoduché GP. Tato metoda je ovSem piipravena na pomérné¢ snadné
rozsifeni o dal$i vrstvy, nebo upravu stavajicich vrstev. Je mozné, Ze po dalSich rozSifenich

bude tato metoda dosahovat lepsich vysledki, neZ jednoduché GP.
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8 ZAVER

Hlavnim cilem prace bylo prozkoumat a popsat oblast umélé inteligence, kterd se nazyva,
hluboké genetické programovani. Konkrétné se jednalo o zmapovani dosud objevenych
metod a piistup, a pokus o navrhnuti vlastni metody, kterd bude spliovat podminky
hlubokého genetického programovani. Naslednym ukolem bylo ovétit funkénost nové metody

V porovnani s klasickymi pfistupy.

Pted uvedenim do problematiky hlubokého genetického programovani byl stru¢né popsan
vyvoj oblasti um¢lé inteligence, od expertnich systému, pfes strojové uceni az po hluboké
uceni. V dalSich kapitolach byly popsany nejbéznéji pouzivané druhy algoritmii. V prvnim
piipadé¢ se jednalo o neuronové sité. Tato kapitola se vénuje vyvoji neuronovych siti
od jednoduchého perceptronu az po hluboké neuronové sité, které uzce souvisi se
zminovanou problematikou hlubokého genetického programovani. Za zminku zde stoji hlavné
konvoluc¢ni neuronové sité, které rozdé€luji model sité do vrstev s riznymi odpovédnostmi

(naptiklad extrakce a klasifikace).

V dalsich teoretickych kapitolach jsou popsany algoritmy strojového uceni. Prvnim z nich je
geneticky algoritmus, u kterého jsou popsany zakladni pojmy a principy jednotlivych soucasti
evoluce. Jedna se zde hlavné o definice jedince, genu a fitness funkce a naslednych ¢asti,
které dohromady tvofi evoluci, tedy selekce, kiizeni, mutace a dal$i genetické operatory.
Dal$im z algoritml strojového uceni, ktery je popséan, je genetické programovani. Zde jsou
uvedeny rozdily mezi genetickym algoritmem a genetickym programovanim, kde zakladnim
rozdilem je typ ulohy, ke kterym se vyuziva. Genetické programovani se vyuziva k tvorbé
pocitaCovych programil, které nasledné tesi konkrétni tlohu. Kdezto genetické algoritmy se

vyuZivaji naptiklad k numerické optimalizaci nebo rozhodovani.

V nasledujici kapitole jsou popsany koncepty hlubokého genetického programovani.
Ve zkratce se jednd o model, ktery se snazi vhodné¢ nakombinovat piistupy uvedené
v predchozich odstavcich do nékolikavrstvého modelu. Kapitola také obsahuje popis
nekterych jiz existujicich metod, které jsou povazovany za ,,hluboké®. Diilezitou soucasti jsou
dvé nové navrhnuté metody, a to metoda MultiTree a MultiEngine. Metoda MultiTree
bohuzel nepfinesla pozadované vysledky, jelikoZz nebylo mozné ladit jednotlivé podstromy,
které se musely pro ucely ohodnoceni skladat dohromady, a proto neni jiz dale uvadéna.

Metoda MultiEngine pracuje svice vrstvami evoluci, které tvofi nové terminaly, které
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postupuji do vysSich vrstev. Tato metoda byla podstoupena implementaci a testovani

Vv nasledujicich kapitolach.

Prakticka ¢ast popisuje implementaci vybranych metod pomoci dvou rtiznych néstroju a
V nasledné experimentalni ¢asti jsou jednotlivé metody porovnany. Pro ucely testovani byl
zvolen programovaci jazyk Java a v ném pfipravené frameworky watchmaker a jenetics.
Framework watchmaker je uren pro feSeni genetickych algoritmi, tudiz zde bylo tfeba
implementovat rozsifeni pro genetické programovani. Framework jenetics jiz v zdkladu
obsahuje funkcionality i pro tvorbu GP, ovSem omezenim je nemoznost rozsifeni tohoto
frameworku. Je tedy nutné pouzivat pouze funkcionality, které Framework nabizi. V kapitole
implementace byly tyto frameworky popsany a byly uvedeny postupy tvorby evoluce.
Pro ucely testovani byly zvoleny jednotné trénovaci datové sady, které jsou popsany v tabulce
5. Implementacni ¢ast nasledné obsahuje detailnéjsi popis implementace jednoduchého GP a

metody MultiEngine v uvedenych.

Pro experimentalni ¢ast byly zvoleny 3 metody, které se porovnavaji, a to jednoduché GP
Vv obou frameworcich a nasledn¢ metoda MultiEngine ve frameworku watchmaker.
Framework jenetics dosahuje ve vysledcich zna¢né kvality, tudiz nebylo zvoleno testovani
na dalsich metodach tohoto frameworku. Navic oproti watchmaker nelze metody v jenetics

upravit podle potieby, tudiZ by jejich srovnani s watchmaker nebylo relevantni.

Pro testovani byly zvoleny 4 experimenty s odlisnym poc¢ate¢nim nastavenim algoritm, a to
zejména s riznymi prvky v mnozin€ neterminalii. V n€kterych experimentech nejsou pouzity
nékteré¢ dulezité neterminaly, jako sin a cos, Vjinych byly naopak ptidany slozit&jsi

neterminaly min, max a avg.

Pii porovnavani vysledkil experimenti u metod, které jsou naprogramovany pomoci
watchmaker si 1ze vSimnout, zZe u jednotlivych experimenti dosahovaly pfiblizné stejnych
kvalit. U Obrazek 29 - Experiment ¢ 1 - Celkovy boxplot je vidét, Ze metoda MultiEngine
dosahla lepSich vysledkil, ovSem u ostatnich experimenti je trochu horsi. Tento fakt nemusi
znamenat, ze metoda nedosdhla hledané zlepSeni oproti jednoduchému GP, ale mohl byt
zpusoben hned znéckolika divodi. Jednim znich miZe byt nedostatecna velikost a
rozmanitost datovych sad. Pfirozsifeni by se sice velmi prodlouzila doba vypoctu, ale
nejspiSe by se vice projevila kvalita jednotlivych feSeni. Navic by tato metoda mohla Iépe
fungovat na vicerozmérnych datovych sadach, které obsahuji naptfiklad 8 proménnych.

Dal§im divodem muze byt nedostatecny pocet pokust. Pro kazdou metodu bylo v ramci
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jednoho experimentu spusténo 25 pokusti. Po zvyseni poctu pokusii by se mohly vice projevit

rozdily mezi jednotlivymi metodami.

Dalsi moznosti pro zlepSeni vysledki metody MultiEngine jsou dle mého zakoienény
Vv preevoluci. Jelikoz se jednd o nové vytvorenou metodu, moznosti zkoumani jsou velmi
Sirok¢é a nabidka upravy preevoluce jsou takika nekone¢né. Hlavni zménou, kterd by se mohla
projevit kladn€ na ziskanych vysledcich, by byla moznost rozloZeni nové vzniklych terminalt
na zakladni prvky v pribéhu evoluce. Algoritmus by tedy napiiklad u kiizeni nebral novy
terminal jako jeden nerozdélitelny prvek, ale mohl by ho rozlozit na jednotlivé terminaly a
netermindly a rozdé¢lit. DalSi moznosti by mohla byt uprava selekéniho mechanismu
preevoluce. V soucasné podobé metody se vybiraji jedinci zcela ndhodné. Zména na turnajové

schéma by mohla pfinést posun dopiedu.

Jelikoz se jednd o metodu hlubokého genetického programovani, tak urcité zakladni zménou,
kterd by mohla pfinést velké zlepSeni pro tuto metodu je pifidani dalSich vrstev. V tomto

ptipadé by bylo mozné vyuzit naptiklad ladéni jedincii podle vah nebo ladéni konstant.

Na zaklad¢ zjisténych vysledki 1ze konstatovat, Ze nové nalezend metoda v tuto chvili nemé
ptidanou hodnotu oproti jednoduchému GP. Je zde ovSem velmi mnoho moznosti na upravu a
roz$ifeni této metody. Po dalSim zkoumani rozsifeni je mozné, ze metoda bude dosahovat

mnohem lepsich vysledkd, nez jednoduché genetické programovani.
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Ptiloha A — Ptiklad statistického vyhodnoceni pribéhu jedné iterace experimentu

Experiment number:
Genetic prameters

Population size: 100

Max init tree depth: 3

Max tree size: 20
Selection propability: 1.0
Mutation propability:0.1

Elite size: 1

Terminal conditions
Max generations: 1000

Target fitness: 0.001
Preevolution settings:

Population size: 5

Max tree size: 5

Max init tree depth: 2

Max generations: 5

Nonterminals
[*,+./,-,sin,sqrt,"]
Base terminals
[x,y,4.0,x,y,4.0,x,y,2.0]
All terminals
[x,y,4.0,x,y,4.0,x,y,2.0,(y+(x/y)),sin(2.0),(x"x),(((x*3.0)-x)((x-x)"sin(x))),
((sart((y*y))+(y+x))*y)]
-------- Evolution result----------
sin((((((sart((y*y))+(y+x))*y)+sin(x))+(x+((sart((y*y)) +(y+x))*y)) +(((sart((y*y)) +(y+x))*y)
+H(x"x)+sin(x)))))
fitness: 19.32835464522232
Evolution Statistics
generationCount:1000
crossoverCount: sum:59042 avg:59
mutationCount: sum:9966  avg:9
invalidsCount: sum:6278  avg:6
Population Statistics
populationCount:100
meanFitness: NaN
minFitness:  19.32835464522232
maxFitness:  Infinity
Time Statistics
crossoverTime: sum:0,412790900000 s; avg:0,000412790900 s
mutationTime: sum:0,079297900000 s; avg:0,000079297900 s
fitnessTime: sum:3249350684,563019800000 s; avg:3249350,684563020000 s
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Ptiloha B — Priklad vytvofeni a spusténi GP ve frameworku Watchmaker

TreeFactory = new TreeFactory(expData.getTerminals (),
expData.getNonTerminals (), maxInitTreeDepth);

// operatory pro kriZeni a mutovani stromu
final TreeCrossover = new TreeCrossover (maxTreeSize) ;

final TreeMutation = new TreeMutation (new
Probability (mutationProp), treeFactory, treeCrossover);

final List<EvolutionaryOperator<Tree>> operators =
Arrays.aslList (treeCrossover, treeMutation);

// objekt pro ohodnoceni pomoci fitness funkce
FitnessEvaluator<Tree> treeFitnesssEvaluator = new
TreeEvaluator (expData.getInputs (), expData.getOutputs()):;

// selek&ni strategie
SelectionStrategy<Object> selectionStrategy = new
TreeTournamentSelection (tourSelProp) ;

// nastaveni enginu algoritmu
GenerationalEvolutionEngine<Tree> engine
= new GenerationalEvolutionEngine<> (
treeFactory,
new EvolutionPipeline<> (operators),
treeFitnesssEvaluator,
selectionStrategy,
expData.getRng()) ;

//Ukoncujici podminky
TargetFitness = new TargetFitness (this.targetFitness,
treeFitnesssEvaluator.isNatural());
Stagnation steadyFitness = new
Stagnation (GeneticParameters.STEADY FITNESS VAL, true, true);
GenerationCount = new GenerationCount (generations);
TerminationCondition[] terminationConditions =
{targetFitness, steadyFitness, generationCount};

//vysledek

Tree result = engine.evolve (population, eliteSize,
terminationConditions) ;

117



Ptiloha C — Sestaveni GP pomoci jenetics

Sample[] ar = new Sample[expData.getDataset () .size()];

Regression reg = Regression.of (

Regression.codecOf (
expbData.getNonTerminals (),
expData.getTerminals (),
GeneticParameters.MAX INIT TREE DEPTH, t ->

t.getGene () .size () <
GeneticParameters.MAX TREE SIZE),Error.of (LossFunction: :ms
e) ,expData.getDataset () .toArray(ar));

final Engine<ProgramGene<Double>, Double> engine=
Engine.builder (req)

.populationSize (GeneticParameters.POPULATION SIZE)

.survivorsSize (GeneticParameters.ELITE SIZE)

.offspringFraction (1)

.minimizing ()

.alterers(new SingleNodeCrossover<> (GeneticParameters.
CROSS PROB.doubleValue()), new
Mutator<>(GeneticParameters.MUTATION_PROBABILITY))

cbuild();

EvolutionStatistics<Double, ?> stats =
EvolutionStatistics.ofNumber () ;

final EvolutionResult<ProgramGene<Double>, Double> result =
engine.stream/()
.limit (Limits.byFitnessThreshold (GeneticParameters.TARGET
FITNESS_VAL))
.limit (GeneticParameters.MAX GENERATION)
.peek (stats)
.collect (EvolutionResult.toBestEvolutionResult());

ProgramGene<Double> gene =
result.getBestPhenotype () .getGenotype () .getGene () ;

TreeNode<Op<Double>> node = gene.toTreeNode() ;
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