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Anotace 

Práce se zabývá metodami detekce objektů v obraze využitelných pro monitorování 

oblasti železničního přejezdu. Popisované metody a algoritmy zpracovávají obrazovou 

informaci z vhodně umístěné stacionární digitální kamery, která sleduje definovanou 

oblast. Obsahem práce je popis, implementace a optimalizace navržených algoritmů, 

jejichž úkolem je detekce a segmentace dynamických i statických objektů a jejich následná 

identifikace pomocí metod shlukování. Navržené metody mohou ve fúzi např. 

s radarovými systémy tvořit základ komplexního dohledového systému v definované 

oblasti zájmu. 
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1 Úvod 

Hlavním důvodem k napsání této práce je dlouhodobě nevyhovující stav 

zabezpečení železničních přejezdů v České republice a stále vyvíjené aktivity v rámci 

fakultních projektů, zabývající se obrazovými metodami pro detekci překážek 

v definovaném prostoru. 

Počet nehod na železničních přejezdech stále přibývá. Většina nehod byla a je 

způsobena pouze a jen účastníky silničního provozu, a to nedovoleným vjezdem na 

železniční přejezd v důsledku porušení Zákona č. 266/1994 Sb. o dráhách a Zákona č. 

361/2000 Sb. o provozu na pozemních komunikacích. Zákon č. 361/2000 Sb. (§ 28 a § 29) 

[1] jednoznačně stanovuje povinnosti řidičů při přejíždění železničních přejezdů. Přitom 

nejdůležitější je pravidlo, že vlak má vždy přednost a řidič se musí přesvědčit, zda může 

přejezd bezpečně přejet. Jednou z možností jak zabránit zvyšování nehodovosti je zlepšit 

současný nevyhovující stav zabezpečení železničních přejezdů. 

Z 8 096 železničních přejezdů (evidováno Správou železniční dopravní cesty 

(SŽDC) ke dni 1. 3. 2012 [2]) je 4 382 (54 %) nezabezpečených (řidiči jsou v jízdě 

omezeni pouze výstražným křížem, kde je zabezpečení nulové). „Nejlepší“ ochranu – 

automatické světelné zařízení (PZZS – přejezdové zabezpečovací zařízení světelné) 

a závory má pouze 1 091 přejezdů (14 %). Zbytek tvoří samotné PZZS (27 %). 5 % stále 

připadá na samotné mechanické závory. 

Železniční přejezdy již svou samotnou existencí ohrožují bezpečnost jak železniční, 

tak i silniční dopravy. Proto je ze strany SŽDC neustále vyvíjen tlak na snižování počtu 

málo frekventovaných železničních přejezdů, výstavbu koridorových tratí 

s mimoúrovňovými přejezdy a modernizaci a zabezpečení ostatních železničních přejezdů, 

a to právě pomocí moderních metod. 

Tato práce vychází ze současného stavu v oblasti zabezpečení železničních 

přejezdů v ČR a v zahraničí, opírá se o nové poznatky z oblasti rozpoznávání obrazové 

informace a aplikuje je do oblasti monitorování železničního přejezdu. 
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2 Současný stav problematiky detekce objektů v oblasti 

železničního přejezdu 

V současné době jsou obrazové systémy pro sledování a detekci pohybujících se 

objektů na velmi dobré úrovni. Zejména v oblasti silniční dopravy již existují 

propracované systémy pro sledování a detekci vozidel v definované scéně. V oblasti 

sledování železničních přejezdů, kde je v ČR stále velmi složitá legislativní situace, je stále 

velký prostor pro návrh a vývoj monitorovacích systémů založených na moderních 

metodách určených pro zpracování obrazu. 

Kromě v dnešní době již „klasických“ metod pro zabezpečení železničních 

přejezdů, popsaných v úvodní kapitole, je třeba vzít na vědomí i problém výskytu 

chybného dopravního značení a špatných tzv. rozhledových podmínek v místech některých 

železničních přejezdů [3]. 

2.1 Současné způsoby detekce objektů 

V okamžiku, kdy uvedená „klasická“ zabezpečovací zařízení sice pracují správně, 

ale na kolejích se v kritickém okamžiku přesto nachází nežádoucí objekt (vozidlo, osoba, 

či jiný nedefinovaný objekt), nastávají problémy. K detekci nežádoucích objektů je 

v těchto případech možné využít některých dalších, v současné době používaných 

moderních systémů – metod. 

2.1.1 Induktivní smyčky 

Princip je založen na detekci magnetického materiálu v blízkosti smyčky v podobě 

změny indukovaného napětí. Smyčka je realizována drátem ukrytým pod vozovkou (30-

60 mm) v prostoru přejezdu. Toto řešení je využíváno celkem málo a to hlavně z důvodu 

problematické údržby či odstraňování poruch, kdy je nutné provádět práce na vozovce. 

Jednou z možných příčin poruch jsou teplotní výkyvy s následným potrháním smyček 

v nekvalitním (obvykle asfaltovém) povrchu vozovky [4]. Další nevýhodou je detekce 

pouze magnetických materiálů – nelze tedy dobře detekovat hliníkové, plastové, dřevěné, 

či jiné objekty včetně osob a zvířat [5]. 

2.1.2 UWB radary 

UWB (Ultra Wide Band) radary pracují se signálem, jehož šířka frekvenčního 

pásma s poklesem o 10 dB je větší než 500 MHz, nebo přesahuje 20 % rozsahu střední 

frekvence [6]. Detekce pomocí UWB radarů je možná na základě dvou principů: 

 Přerušením vysílaného signálu. 

 Detekcí ve sledované oblasti přejezdu (vhodné pro UWB radary). 
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Detekce přerušením vysílaného signálu je založena na principu vysílání paprsku, 

který se odráží od odrazné plochy umístěné na protější straně přejezdu. Pokud je tento 

paprsek přerušen, dojde k poklesu výkonu odraženého paprsku a tím i k detekci objektu 

v přejezdu. 

Detekce ve sledované oblasti přejezdu pracuje na principu sledování celé oblasti, 

kdy po vjezdu objektu do sledovaného prostoru dojde k odražení elektromagnetické vlny 

od objektu a tím k jeho detekci. Výhodou této metody je detekce objektu v jakémkoliv 

místě sledovaného prostoru a schopnost pracovat za jakéhokoliv počasí [7]. 

2.1.3 Laserové skenery – radary 

Používají se pro detekci malých objektů (chodců a cyklistů). Princip je založen na 

měření času mezi vyzářeným a odraženým pulsem od objektu a následném výpočtu 

vzdálenosti detekovaného objektu. Radary pracují např. na kmitočtech 24 GHz s výkonem 

10 mW a jsou schopny detekovat překážky o rozměrech 0,5×0,5×1 m. Tyto senzory jsou 

obvykle montovány na rotující plošinu uzavřenou v robustním proti povětrnostním vlivům 

odolném krytu. Radar je potom umístěn v jednom rohu dozorované oblasti. V ostatních 

třech rozích jsou reflektory, které odrážejí paprsky rotujícího radaru [8]. 

Laserové skenery neumí kvalitně detekovat černé objekty z důvodu nízkého 

poměru odrazivosti od tmavých objektů. Tento problém je řešen např. pomocí řady skenerů 

za účelem pokrytí velkých ploch (včetně tmavých i světlých objektů) [9], [10]. 

2.1.4 Dohledové kamerové systémy 

V tomto případě je myšlen venkovní systém sestavený minimálně z jedné 

průmyslové kamery, který snímá určenou lokalitu a je připojen např. pomocí rozhraní 

FireWire nebo GSM technologie k serverům, kde dojde k vyhodnocení obrazové 

informace. 

Současné kamerové systémy se používají pro sledování a zabezpečení nejrůznějších 

objektů (pozemků, bank, muzeí, galerií, benzínových pump, parkovišť, letišť atd.) [11]. 

Velkou nevýhodou je, že tyto systémy jsou z větší části odkázány na vliv lidského faktoru 

při tzv. on-line sledování. Navíc nepracují plně spolehlivě za jakéhokoliv počasí, což je 

právě nutné pro zabezpečení železničních přejezdů. Moderní možné řešení popisuje 

následující kapitola. 

V poslední době se navrhují systémy, které kombinují použití kamerových systémů 

s výše popsanými typy radarů včetně dalších sensorů (např. infračervených detektorů) 

a vznikají tzv. fúzní systémy popsané např. v [12]. 
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2.1.5 Systémy pro počítačové zpracování obrazové informace 

Obrazová informace dnes představuje jeden ze základních komunikačních 

a informačních kanálů a její zpracování se v současné době stává mocným a rychlým 

nástrojem. V tomto případě se konkrétně jedná o rozšíření vhodného kamerového systému 

o počítačové zpracování a o automatické vyhodnocení konkrétní obrazové situace. Pod 

pojmem zpracování obrazové situace je v této práci myšleno rozpoznání nežádoucích 

objektů pomocí metod pro segmentaci a rozpoznávání obrazu pořízeného stacionární 

kamerou v oblasti železničního přejezdu. 

Velkou inspirací při výběru a návrhu vhodných metod byly již vypracované 

inteligentní dopravní systémy určené pro zvýšení bezpečnosti na silničních komunikacích. 

Úkolem těchto systémů je pomocí sofistikovaných algoritmů pro zpracování obrazu 

správně vyhodnotit a porozumět obsahu obrazové informace získané z vybrané kamery, 

která monitoruje dění na komunikacích nebo v okolí jedoucího vozidla. Problematika 

sledování dopravní scény je natolik rozsáhlá, že se stále řeší velké množství konkrétních 

dílčích problémů. Typickými jsou např. stacionární systémy pro monitorování křižovatek 

[13], přechodů pro chodce [14], či detekce vodících čar nebo dopravních značek [15]. 

V oblasti zpracování obrazů (snímaných z jedoucího vozidla) s nestacionárním pozadím je 

detekce řešena např. pomocí optického toku [16], [17], kde je předpokládán téměř nulový 

optický tok v oblasti objektů ve středu obrazu oproti optickému toku pohybujícího se 

pozadí. U výše zmíněných stacionárních systémů je tomu naopak, optický tok je na 

statickém pozadí (není vždy např. vlivem větru nebo deště atd. splněno) téměř nulový 

a největší hodnoty jsou v oblastech pohybujících se objektů, což bylo využito např. 

v příspěvku [18]. 

Poznatky o stacionárních silničních systémech jsou využity i v případech 

zpracování obrazových informací z oblastí železničních přejezdů. V současné době stále 

vznikají požadavky na vytváření nových systémů za účelem snížení nehodovosti na 

přejezdech, které jsou založeny na metodách počítačového vidění. Detekce překážek 

pomocí metod pro zpracování obrazu je např. popsána v pracích [12], [19]. Autoři ve své 

práci pomocí systému kamer monitorují např. vybrané stanice metra. Navržený systém 

detekuje zvlášť trať metra a nástupiště. Princip detekce je založen na rozdílové metodě, 

která počítá rozdíl mezi dvěma následujícími snímky s následným prahováním získané 

masky a označením detekovaných objektů. Systém je schopen detekovat a sledovat pohyb 

lidí na nástupišti včetně zakázaných zón. U detekovaného vlaku umí rozpoznat otevřené 

nebo zavřené dveře. Navržený systém však nemusí řešit významný fakt – změnu 

světelných podmínek (v metru jsou konstantní). 

Autoři v práci [20] navrhli a realizovali systém sledování osob pohybujících se 

v blízkosti železniční trasy, s důrazem na železniční přejezdy, mosty atd. Pro vlastní 
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spuštění trasovacího algoritmu museli nejprve získat pomocí tzv. šablony jednotlivých 

objektů určených ke sledování, což realizovali metodou odhadu pozadí. Na závěr své práce 

provedli řadu testů, jejichž výsledky potvrdily robustnost navržené metody. 

Pro odhad pozadí se dále v mnoha případech využívá tzv. kumulativní metody [21], 

[22], [23]. Jedná se o typická řešení v oblasti zpracování obrazu se stacionárním pozadím. 

Společným problémem metod pro odhad pozadí, který je třeba řešit, je vznik tzv. 

nadsegmentace, která je například způsobena použitím nízkoúrovňových hranových 

detektorů [24]. Tento problém je řešen např. detekcí objektů pomocí metod pro odhad 

optického toku [63], [64]. Velkou nevýhodou optického toku je však nemožnost detekovat 

nepohyblivé objekty. 

Čerpání z výše uvedených a mnoha dalších prací se stalo východiskem pro návrh 

vlastního komplexního systému popsaného v závěrečných kapitolách. 
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3 Formulace požadavků a problémů, cíle práce 

Tato práce se zabývá monitorováním oblasti železničního přejezdu, přesněji detekcí 

obsazenosti železničního přejezdu nežádoucími objekty. Úkolem systémů založených na 

počítačovém zpracování obrazové informace je odstranit hlavní nevýhody výše uvedených 

moderních systémů či metod. Např. detekce pouze magneticky vodivých objektů 

u induktivních smyček, špatná detekce malých blízkých objektů při použití radarových 

systémů, problematická montáž a údržba senzorových systémů nebo nezbytná přítomnost 

lidského faktoru u dohledových kamerových systémů. Na druhé straně, nevýhodou 

navrhovaného systému byl jeho složitý návrh a náročná implementace. 

V implementační části práce by měl navrhovaný systém vyřešit následující základní 

požadavky a související komplikovanější problémy: 

 Detekce objektů v definované oblasti zájmu. 

 Detekce pohybujících se, stojících nebo na přejezdu pozastavených objektů. 

 Detekce relativně malých objektů (chodci, cyklisté) i velkých vozidel. 

 Stanovení směru pohybu objektů. 

 

 Separace míjejících se objektů na základě určení jejich směru pohybu. 

 Sledování objektů (řešení problému stojícího objektu). 

 Stanovení počtu objektů ve sledované oblasti. 

 Volba vhodného umístění stacionární kamery. 

 

 Eliminace nežádoucích překážek (závory, sloupy, budovy atd.). 

 Řešení problému monochromatických objektů na tmavém nebo světlém 

pozadí. 

 Reakce na změnu světelných a povětrnostních podmínek (ostré slunce 

a stíny, snížená viditelnost, déšť, sníh, vítr apod.). 

 

Pro vyřešení uvedených problémů bylo nutné navrhnout a implementovat vhodné 

základní detekční metody a algoritmy. Jejich výstupy dále zpracovat v „nadstavbových“ 

metodách určených pro segmentaci či separaci objektů a nakonec veškerou činnost 

zautomatizovat pomocí systému implementujícího navržené metody. 
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3.1 Cíle práce 

Cílem dizertační práce bylo vypracovat a vyřešit následující úkoly: 

 Výběr vhodného snímacího zařízení a jeho umístění. 

 Získání vstupních obrazových dat a jejich předzpracování. 

 Výběr, návrh, ověření a optimalizace vhodných metod pro detekci, 

segmentaci a klasifikaci pohybujících se objektů v obraze. 

Práce byla dále implementována následujícím způsobem: 

 Sběr dat prostřednictvím vybrané kamery vhodně umístěné v oblasti 

přejezdu a jejich předzpracování. 

 Simulace detekčních, segmentačních a rozpoznávacích metod. 

 Optimalizace použitých algoritmů na předzpracovaných datech a návrh 

systému pro monitorování železničního přejezdu. 

 Ověření navržených metod a algoritmů na nově pořízených datech. 

 

Disertační práce vychází ze současných poznatků o zpracování obrazu a aplikuje 

navržené a optimalizované segmentační algoritmy a postupy pro rozpoznávání obrazové 

situace z oblasti železničního přejezdu. Všechny softwarové implementace byly 

realizovány v interaktivním programovém prostředí Matlab. 
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4 Použité metody obrazové detekce a segmentace objektů 

Pro naplnění výše popsaných cílů byla problematiku monitorování železničního 

přejezdu rozdělena do následujících kroků: 

 Získání a předzpracování obrazových dat statickou kamerou. 

 Detekce a segmentace objektů ve sledované oblasti zájmu: 

o Stanovení statických a pohybujících se objektů. 

 Klasifikace detekovaných obrazů: 

o Určení směru pohybujících se objektů a řešení problematiky 

míjejících se (překrývajících se) objektů. 

 Sledování objektů: 

o Řešení problému dlouhodobě stojících objektů. 

 

4.1 Získání a předzpracování obrazových dat 

Nutným předpokladem pro návrh metod určených pro monitorování železničního 

přejezdu je získání dostatečného množství vstupních zkušebních a testovacích dat. Z takto 

pořízených dat je pomocí digitální kamery možné získat jasové nebo RGB hodnoty (při 

barevném snímání). Vstupní analogový signál je potom popsán tzv. obrazovou funkcí dvou 

proměnných f(x,y) v rovině nebo pomocí např. tří proměnných f(x,y,t), pokud se získané 

obrazy mění v čase t. 

Prvotním krokem zpracování již pořízeného obrazu je jeho tzv. předzpracování. 

Jedná se o společný název pro nízkoúrovňové operace s obrazem za účelem zlepšení 

obrazových dat. Cílem je tedy potlačit nežádoucí deformace nebo naopak vylepšit některé 

vlastnosti obrazu důležité při dalším zpracování. V následujících kapitolách jsou popsány 

operace nad jednotlivými pixely, které byly použity v etapě předzpracování obrazu: 

 Transformace barev a jasu 

 Geometrické transformace 

 Lineární integrální transformace 
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4.1.1 Transformace barev a jasu obrazu 

Nedílnou součástí řešení problematiky bylo zpracování barevných obrazových dat 

a jejich reprezentace v barevných modelech. Zpracovávaná data byla snímacím zařízením 

pořizována v rozsahu vlnových délek 380 až 720 nm (viditelná část spektra). Barevná 

informace byla reprezentována barevným modelem RGB, jehož barevné složky obvykle 

nabývají celočíselných hodnot v rozsahu 0 – 255. Tato barevná hloubka se nazývá True 

Color (24-bitová paleta) a může se pomocí ní vyjádřit cca 16,7 milionů barev. Jelikož 

lidské oko dokáže rozpoznat asi 10 milionů barev, je tento počet dostačující. 

Alternativní barevný systém představuje model HSV (Obr. 1), ve kterém je 

separován jasový kanál (Value), čímž tak dochází k částečné dekorelaci dat. Barevné 

kanály H a S nesoucí informaci o barevném tónu (Hue) a sytosti barvy (Saturation) mohou 

být následně využity k barevné segmentaci bez zatížení jasovou složkou. 

 

Obr. 1 - Kruhová a kónická reprezentace HSV modelu [26] 

Převod mezi modely RGB a HSV je potom dán transformacemi [26]: 
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Pod pojmem transformace barev rozumíme obvykle snižování – redukci barev 

(palety). Pokud omezíme počet barev, dojde automaticky ke ztrátě informace. 

V segmentačních technikách se potom často provádějí transformace mezi oběma 

barevnými modely (RGB  HSV). Velmi častou barevnou transformací je převod 

barevného RGB snímku na tzv. snímek šedotónový, a to pomocí váženého součtu 

jednotlivých barevných složek: 

                               (4.2) 

Pod transformací jasu si můžeme např. představit zesvětlování (lze tím zvýšit 

kontrast) nebo ztmavování obrazu (zvyšování/snižování výkonu obrazového signálu). 

Jedná se o aritmetické operace přičítání/odčítání (stejnosměrné složky) a násobení/dělení 

obrazové matice konstantou (násobení a dělení je progresivnější). Transformace je stejná 

pro všechny pixely obrazu. Pro automatickou analýzu obrazu (bez lidské interpretace 

obrazu) se např. před segmentací prahováním zvyšuje kontrast obrazu. Těchto vlastností 

bylo dále využito v kapitole 5.2. 

4.1.2 Geometrické transformace obrazu 

Geometrické transformace obrazu popisují transformaci obrazové funkce, tj. 

souřadnic x, y (2-D obraz) při posunutí (translaci), změně měřítka - rozlišení, zkosení, 

rotaci nebo složitějších operacích, které jsou potom realizovány skládáním operací 

základních. Téměř při všech geometrických transformacích dochází k problémům. Při 

změně měřítka se mění velikost obrazu a je tedy nutné znovu obraz převzorkovat. Navíc 

koeficienty změny měřítka mohou být reálná čísla, proto je nutné použít vhodné 

interpolační algoritmy (interpolace nejbližším sousedem, bilineární nebo bikubická 

interpolace (často používaná) atd., jejichž součástí je konvoluce (závěr kap. 4.1.3)) pro 

přepočet nových poloh pixelů. To se týká i rotací, kde se nové pixely nemapují přesně do 

pozic pixelů v původní matici obrazu. 

U snímků pořízených digitálními kamerami s malou rozlišovací schopností 

(průmyslové a bezpečnostní kamery) je někdy žádoucí zvýšení prostorového rozlišení 

(častěji se v praxi dosud rozlišení zmenšovalo). V současné době jsou již vyvinuty metody 

(tzv. fúzování obrazu s vícekanálovou dekonvolucí [27]), které zvyšují rozlišení bez ztráty 

kvality již ve fázi odstraňování degradací. 

4.1.3 Lineární integrální transformace obrazových dat 

Při předzpracování či dalším zpracování signálů, včetně obrazových, se ve velké 

míře aplikují techniky využívající transformace signálu. Vstupem do transformace může 

být např. 2-D monochromatický nebo barevný obraz matematicky popsaný obrazovou 

funkcí f(x,y). 
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Lineární integrální transformace (LIT) představuje proces transformace do jiného 

vyjádření za účelem usnadnění analýzy signálu, zvýšení efektivity kompresních metod atd. 

Při dopředné LTI je signál rozkládán do setu bázových funkcí a na transformaci je tak 

možné nahlížet jako na proces, ve kterém se mění bázové funkce [28], [29], [30], [66]. 

Reprezentace signálu pomocí obecných bázových funkcí 

Mějme unitární prostor jednorozměrných signálů S; f(x) nechť je signál a (u,v) 

nechť je ortonormální báze v prostoru S. Signál f(x) je potom možné vyjádřit jako lineární 

kombinaci 

  ( )  ∫  ( ) (   )  

 

 (4.3) 

Provedeme-li skalární součin obou stran rovnice (4.3) s bází (u,x), potom po úpravě 

dostaneme 

  ( )  ∫  ( )  (   )  

 

 (4.4) 

kde * znamená komplexně sdružená funkce. 

Vztah (4.4) je možné zobecnit pro funkci F(u,v) takto: 

  (   )  ∫ ∫  (   )  (       )    

  

 (4.5) 

kde  je již definiční obor hodnot z dvourozměrného euklidovského prostoru E
2
. 

Vztah (4.5) je velmi důležitý a bude se z něj dále vycházet. 

Diracův impulz  

Mnoho důležitých výsledků v oblasti zpracování signálů, např. impulzní 

charakteristiky jako odezvy na Diracův impulz při analýze obvodů, vzorkování pomocí 

Diracovy funkce nebo definice Fourierovy transformace, bylo odvozeno pomocí tzv. 

impulzní funkce - Diracova impulzu. Definice dvourozměrné Diracovy funkce je dána 

vztahem 

  (   )  {
              
                        

 (4.6) 

Diracův impulz je nekonečně úzký (své nenulové hodnoty nabývá pouze v jediném bodě 

(0,0)) a zároveň nekonečně vysoký. Je tedy zřejmé, že platí: 
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 ∫ ∫  (   )

  

  

  

  

       (4.7) 

Mějme signál - funkci f(x,y), potom platí vlastnost 

 ∫ ∫  (   ) (   )    

  

  

  

  

  (   ) (4.8) 

A posuneme-li  do bodu (a,b), potom platí velmi důležitá (tzv. filtrační) vlastnost 

Diracova impulzu 

 ∫ ∫  (   ) (       )    

  

  

  

  

  (   ) (4.9) 

Nakonec je uvedena vlastnost, která se využívá při odvození a definici Fourierovy 

transformace (pro ověření, že báze je ortonormální) a která je vyjádřena vztahy 

 ∫ ∫      (     )    

  

  

  

  

  (   )  

 ∫ ∫      (     )    

  

  

  

  

  (   ) (4.10) 

 

Spojitá Fourierova transformace 

Velmi významné místo mezi transformacemi v oblasti zpracování obrazových 

signálů zaujímá Fourierova transformace (FT), která je základním nástrojem pro analýzu 

signálu. FT umožňuje obousměrný převod signálů mezi jejich časovou (prostorovou) 

a spektrální (frekvenční) interpretací. Spojitá FT rozkládá analogový signál do 

definovaného bázového prostoru. 

Nechť je dán prostor signálů S, kde definičním oborem  je dvourozměrný 

euklidovský prostor E
2
. Fourierovu transformaci potom dostaneme, pokud zvolíme bázi (je 

ortonormální) ve tvaru 

  (       )      (     ) (4.11) 
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Na základě vlastností Diracova impulzu (4.10) a zejména vztahu (4.5) je možné pro 

spojitou Fourierovu transformaci dvourozměrných signálů použít následujících výrazů 

 

 (   )  ∫ ∫  (   )     (     )                                                   

  

  

  

  

 

                 ∫ ∫  (   )[     (     )        (     )]    

  

  

  

  

 

(4.12) 

 

 (   )  ∫ ∫  (   )    (     )                                                   

  

  

  

  

   

                ∫ ∫  (   )[     (     )        (     )]    

  

  

  

  

 

(4.13) 

Ze vztahu (4.12) plyne, že F(u,v) je obecně komplexní funkce, pro kterou je možné 

vypočítat dle známých vzorců amplitudu |F(u,v)| a fázový posun (u,v). Funkce |F(u,v)|
2
 je 

tzv. energetické spektrum signálu f(x,y). Vztahy (4.12) a (4.13) realizují zobrazení 

komplexního prostoru signálů na sebe a jsou tedy operátorem nad tímto prostorem. 

Tvrdíme tedy, že funkce F(u,v) je Fourierovou transformací funkce f(x,y) a funkce 

f(x,y) je inverzní (zpětnou) Fourierovou transformací funkce F(u,v). Tato tvrzení se v praxi 

zjednodušeně zapisují např. takto: 

  (   )   { (   )}                 (   )     { (   )} (4.14) 

Diskrétní Fourierova transformace 

Pro práci s obrazovými daty (např. 2-D šedotónové snímky) je model obrazu ve 

tvaru analogové funkce f(x,y) nevhodný. Proto se obraz digitalizuje
1
 – rozkládá na 

obrazové body – pixely. Každému pixelu je přidělena kvantová hodnota, která odpovídá 

jasu bodu v původní analogové funkci. Novým modelem digitalizovaného obrazu je pak 

diskrétní funkce f(k,l). 

Uvažujme tedy opět prostor S, kde je definiční oblast  tvořena množinou bodů, 

která je indexována dvojicí indexů m = 0, 1, … M – 1, n = 0, 1, … N – 1. Diskrétní 

Fourierovu transformaci (DFT) potom získáme, jestliže zvolíme ortonormální bázi ve 

tvaru: 

                                                 
1
 V dnešní době je obraz digitalizován již ve snímacím zařízení. Pokud se digitalizace provádí dodatečně, 

využívá se v etapě vzorkování právě vlastností Diracovy funkce. Pro vzorkování diskrétních obrazových 

bodů si můžeme představit dvourozměrné pole Diracových impulzů, kdy každý  impulz odpovídá 

diskrétnímu bodu (x,y) vzorkovaného pole. Konečný vzorkovaný obraz je potom vytvořen polem těchto  

impulzů vážených skutečnou hodnotou obrazové funkce v příslušných bodech. 
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     (   )  
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)
 (4.15) 

kde k = 0, 1, … M – 1, l = 0, 1, … N – 1. 

Analogicky dle vztahu (4.5) pak pro dopřednou a inverzní dvourozměrnou DTF 

platí 
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 (4.16) 

 

Pro digitální snímky Fourierova transformace vždy existuje, protože digitální 

snímky jsou omezené a mají konečný počet nespojitostí (podmínky pro existenci FT [28]). 

Diskrétní Fourierova transformace v maticové podobě 

Nejprve zavedeme pojem separabilita. Transformaci diskrétního dvourozměrného 

signálu potom nazveme separabilní, jestliže pro bázové funkce obecně platí 

     (   )    ( )  ( ) (4.17) 

Je-li transformace separabilní, můžeme na základě vztahů (4.5) a (4.17) rozepsat 

dopřednou DFT na tvar: 

  (   )  ∑ [∑  (   )  
 ( )

   

   

]  
 ( )

   

   

 (4.18) 

Jestliže je transformace separabilní, jak naznačuje vztah (4.18), potom ji lze realizovat 

odděleně ve dvou krocích - po řádcích a po sloupcích bodů v oblasti , nad níž byl signál 

definován. Toto zjištění je prakticky velmi důležité, protože pomocí separabilní 

transformace – filtrace lze podstatně zkrátit čas výpočtu
2
 (viz urychlení výpočtu optického 

toku v metodě Lucas-Kanade (kap. 4.2.2)). 

Předpokládejme dále, že diskrétní dvourozměrný signál je reprezentován 

jednorozměrným MN velkým sloupcovým vektorem f a i výsledek transformace je 

reprezentován jednorozměrným sloupcovým vektorem F (převod původních 

                                                 
2
 Při výpočtu DFT je třeba provést M

2
N

2
 násobení a sčítání, zatímco u separabilní transformace je třeba pouze 

MN(M+N) operací (např. pro snímek s rozlišením 320×240 pixelů by to bylo 5,9 miliard operací a s použitím 

separabilní transformace „pouhých“ 43 milióny operací). 
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dvourozměrných matic lze např. provést tzv. operátorem stohování (kap. 4.3.1)). Podle 

vztahu (4.4), který platí i pro diskrétní signály, vyplývá, že každý prvek vektoru F je 

lineární kombinací prvků z vektoru f a DFT tím lze vyjádřit také maticovým tvarem: 

 [ ]  [ ][ ] (4.19) 

 [ ]  [ ]  [ ] (4.20) 

kde matice [ ] dosahuje rozměru MN×MN, což je prakticky velmi nevýhodné. 

Pokud je transformace separabilní (vztah (4.17)), lze nalézt maticový zápis, který 

je co do rozměrů matic podstatně úspornější. Zachovejme signál před a po transformaci 

vyjádřený maticemi [f] a jejím obrazem [F] o rozměrech M×N. DTF lze potom napsat jako 

 [ ]  [  ][ ][  ] (4.21) 

Pro matice [  ] a [  ] potom platí 
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(4.23) 

kde       
    

            
    

  
(4.24) 

Zpětnou DFT je pak možné zapsat 

 [ ]  [  ]
 [ ][  ]  (4.25) 

Výše uvedeným způsobem počítá DFT většina maticově orientovaných systémů určených 

pro vědeckotechnické výpočty, mezi které patří i prostředí Matlab. 

Konvoluce jako součin Fourierových obrazů 

Obecně je konvoluce lineární invariantní operátor mezi dvěma funkcemi a pro 

spojitou konvoluci dvou funkcí (operace konvoluce se značí  ) lze psát: 
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  (   )   (   )   (   )  ∫ ∫  (   )  

  

  

  

  

 (       )     (4.26) 

Konvoluci diskrétních obrazových signálů f(m,n) a h(m,n) z prostoru  = {(m,n | 

m = 0, 1, … M - 1, n = 0, 1, … N – 1)} lze potom zapsat jako: 

  (   )   (   )   (   )  ∑ ∑  (   )   (       )

   

   

   

   

 (4.27) 

Celý výstupní obraz g(m,n) je získán dle vztahu (4.27) jako lineární kombinace vstupního 

obrazu f(m,n) a vhodně posunutého konvolučního jádra h(m-k,n-l). 

Funkce h() je tzv. impulzní odezva vhodného filtru nebo tzv. konvoluční jádro 

pomocí nějž lze definovat lineární konvoluční filtry (např. detektory hran atd.). 

Ve spojení s Fourierovou transformací je zaveden a dokázán tzv. konvoluční 

teorém, který tvrdí, že Fourierova transformace konvoluce funkcí je úměrná součinu 

Fourierových transformací těchto funkcí a naopak. Tvrzení je možné vyjádřit např. takto 

(viz vztah (4.14)) 

   { (   )   (   )}   (   )   (   ) (4.28) 

potom je možné konvoluci dvou funkcí v prostorové oblasti vyjádřit 

  (   )   (   )     { { (   )}   { (   )}} (4.29) 

Výpočet konvoluce mezi dvěma velkými obrazovými maticemi (signály) 

v prostorové oblasti je časově náročná operace, a proto je možné výpočet provést dle 

vztahu (4.29), který převede oba signály do frekvenční oblasti, kde s výhodou využijeme 

rychlé Fourierovy transformace (viz algoritmus sledování (kap. 4.4)). 

4.2 Obrazová detekce objektů 

Při monitorování situace v oblasti železničního přejezdu byly stanoveny následující 

výchozí předpoklady: 

 Sledované objekty budou v pohybu, budou plynule na přejezd vjíždět nebo 

z něho vyjíždět. 

 Objekty se mohou na přejezdu krátkodobě nebo dlouhodobě zastavit. 

 Z důvodu jednodušších výpočtů bylo navrženo statické umístění kamery. 

 Nepředpokládalo se případné rozpojení jízdní soupravy nebo pád části nákladu 

na železničním přejezdu. 
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Vzhledem k výše uvedeným předpokladům a statickému umístění kamery, lze 

předpokládat i statické pozadí, na kterém se pohybují objekty s převládajícími 

dominantními směry. Pro tyto účely je velmi vhodné použít metody založené na odhadu 

pozadí nebo lze využít metod pro výpočet optického toku, jejichž výhodou je právě 

možnost určení směru pohybujících se objektů. Detekční část navrhovaného systému byla 

potom implementována dle následujícího postupu: 

1. Extrakce objektů pomocí masky na základě odhadu pozadí 

2. Detekce objektů pomocí odhadu optického toku 

 Sledování objektů pomocí odhadu pozadí (rozdílová metoda) 

Princip metody (také nazývané Background Estimation (BE)) je založen na 

odečítání modelu pozadí od aktuálního snímku. Nevýhodou je nutnost získání 

snímku bez popředí a špatná reakce na změnu osvětlení. U dynamických sekvencí 

se pozadí během pohybu a tedy i výpočtu mění (neplatí pro statickou kameru) [31]. 

Pod pojmem rozdílové metody můžeme také chápat často používané metody pro 

výpočet rozdílu mezi po sobě jdoucími snímky [32]. 

 Sledování objektů pomocí metod optického toku 

Optický tok lze s vyhovující přesností odhadnout tam, kde v obraze dochází 

k diferenci mezi snímky, tedy tam, kde je gradient intenzity jasu nenulový. Při 

výpočtu-odhadu optického toku není nutný snímek bez popředí. Navíc získáme více 

informací (směr a velikost rychlosti pohybu) využitelných v dalších fázích 

zpracování obrazové informace. Nevýhodou těchto metod je vyšší výpočetní 

náročnost, což je při stálém zvyšujícím se výkonu výpočetní techniky postupně 

eliminováno. 

V následujících podkapitolách je pro detekci objektů navržena nejprve rozdílová 

metoda. Dále je vysvětlen pojem optický tok, který byl zvolen jako primární řešení pro 

detekci pohybujících se objektů, a popsány vybrané metody pro výpočet optického toku 

ze získaných obrazových dat. Rozdílová metoda (metoda odhadu pozadí kumulativní 

metodou) byla dále použita jako pomocný algoritmus pro výpočet inicializačních centroidů 

při implementaci metody shlukování (kap. 5.4) a metody sledování objektů (kap. 5.5). 

4.2.1 Detekce objektů rozdílovou metodou 

Rozdílové metody pro detekci statických i pohybujících se objektů využívají 

rozdílů mezi dvěma snímky. Nechť D je rozdílový binární obraz obrazů I1 a I2, potom je 

jeho hodnota definována jako: 
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     (   )  {
   |  (   )    (   )|    
                                             

 (4.30) 

kdy budou detekovány objekty s hodnotou jasu větší než prahová hodnota Th. 

 

Obecně existují dva typy rozdílových technik: 

1. Metody využívající rozdílu dvou po sobě jdoucích snímků (framei – framei-1) 

2. Metody založené na odhadu staticky nebo dynamicky získaného pozadí 

s vyloučením objektů [33] (framei – backgroundj) 

První způsob detekce objektů je velmi jednoduchý a rychlý, ale výsledky jsou 

nevyhovující (Obr. 2). Po statistickém prahování a ani po aplikaci hranového detektoru 

nebyla výsledná maska M (obsahuje binární obraz s objekty popředí) vhodná pro další 

využití – stále obsahovala velké množství nesouvislých objektů. 

   

(a)    (b)    (c) 

Obr. 2 - Rozdíl dvou šedotónových snímků (a), masky po prahování (b) a po použití Sobelova 

hranového detektoru (c) 

Metoda odhadu staticky získaného pozadí již vykazuje velmi dobré výsledky při 

výpočtu masky, ale pouze v případě krátkých časových intervalů (desítky vteřin) od 

získání obrazu pozadí (Obr. 3). 

   

(a)    (b)    (c) 

Obr. 3 - Výpočet masky (rozdíl mezi získáním pozadí a aktuálního snímku byl 30 s) 



 4 Použité metody obrazové detekce a segmentace objektů 

21 

   

(a)    (b)    (c) 

Obr. 4 - Výpočet masky (rozdíl mezi získáním pozadí a aktuál. snímku byl 1 min. 30 s) 

V případě dlouhých (již několika minutových) video sekvencí nebo při 

nepřetržitém snímání scény, kdy dochází ke změně pozadí z důvodu změny osvětlení, 

pohybu stínů, povětrnostních podmínek či otřesů vlastní kamery, je již staticky získané 

pozadí nevyhovující a vypočítaná maska obsahuje velké množství nežádoucích artefaktů; 

např. vlivem nepatrného pohybu stínů (Obr. 4). 

Statický odhad pozadí 

Pro odhad dynamicky získaného pozadí byla použita a v dále navrženém systému 

implementována jednoduchá kumulativní metoda založená na statistickém odhadu pozadí. 

V systému je předpokládán aditivní charakter příspěvků jasových hodnot od pohybujících 

se objektů (vozidel atd.) a statistická nezávislost náhodných veličin v jednotlivých 

časových realizacích. Pro jednotlivé realizace (variabilitu a střední hodnotu) pak 

předpokládáme 

    {  }       a   E{  }    (4.31) 

kde   je směrodatná odchylka a   je střední hodnota pozadí. 

Princip odhadu pozadí BN je založen na novém odhadu parametrů ze součtu 

    
 

 
∑   

 

   
 (4.32) 

kde očekáváme 

  {  }  
 

 
∑  {  }          

 

   
 (4.33) 

přičemž hodnota   se v rámci jednotlivých realizací nemění, a jelikož pro jeden dílčí 

příspěvek platí, že 

    {
  
 

}     
{  }

  
 (4.34) 
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potom pro součet řady všech příspěvků platí 

    |  |     
{  }

  
    

{  }

  
      

{  }

  
  

  

  
 

  

 
 (4.35) 

V součtu řady (4.35) se pozadí   nemění a směrodatná odchylka odhadu klesá 

podle 
 

√ 
 (Obr. 5). 

 

Obr. 5 - Pokles hodnoty σ v závislosti na počtu realizací N 

Z průběhu křivky na Obr. 5 je zřejmé, že odhadované pozadí je pro naše účely 

možné získat již z 10 - 20 po sobě následujících snímků. Prakticky bude tento předpoklad 

i celá funkčnost kumulativní metody ověřena dále v navrženém systému (kap. 5). 

4.2.2 Detekce objektů metodami pro odhad optického toku 

Optický tok v principu popisuje směr a rychlost pohybu obrazových bodů v časové 

sekvenci dvou následujících snímků. Každému bodu obrazu potom připadá dvourozměrný 

vektor rychlosti, nesoucí informaci o směru a velikosti rychlosti pohybu v daném místě 

obrazu. Optický tok můžeme tedy využít v situaci, kdy je pozorovatel (kamera) statický 

a pohybují se objekty v obraze. To je i případ monitorování železničního přejezdu. Pro 

zjednodušení a také zrychlení výpočtů můžeme [3-D+t] reálný svět převést na [2-D+t] 

případ (Obr. 6). 

 

Obr. 6 - Posun 2-D objektu 
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Obraz potom můžeme popsat pomocí dvourozměrné dynamické jasové funkce 

polohy a času I(x,y,t). Za předpokladu (vlivem nežádoucí přítomnosti šumu nemusí být 

předpoklad vždy splněn), že v blízkém okolí posunutého bodu nedojde ke změně intenzity 

jasu, je možné použít následujících vztahů [36]: 

  (     )   (              ) (4.36) 

Pro pravou část po její úpravě pomocí Taylorova rozvoje platí 
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Ze vztahů (4.36) a (4.37) a při zanedbání členů vyšších řádů (H.O.T.) dále vyplývá 
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po úpravě  (4.39) 
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kde    a    jsou složky vektoru rychlosti obrazového bodu (pixelu) a 


I
 jsou derivace 

intenzit jasu obrazového bodu v ),,( tyx . 

Při běžném zápisu parciálních derivací a úpravě vztahu (4.40) platí 

                 (4.41) 

nebo ve vektorové reprezentaci 

 (     )  (     )      (4.42) 

či formálně 

     ⃗       (4.43) 

kde    je tzv. prostorový gradient intenzity jasu,  ⃗ je optický tok (vektor rychlosti) 

pixelu ve směru gradientu a    je časová derivace intenzity jasu mezi oběma obrazy. 

Vztah (4.43) je klíčový pro výpočet optického toku a je nazýván 2-D Motion 

Constraint Equation nebo gradientní omezení (Gradient Constraint). Máme jednu rovnici 

a dvě neznámé složky vektoru rychlosti  ⃗ = (u,v)
T
, který je také označován jako normálová 

komponenta   . K získání další rovnice je proto nutné definovat a zavést další omezení 
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a podmínky, které jsou do výpočtu zaváděny pomocí tzv. chybových členů (viz dále 

uvedené metody). Cílem výpočtu je potom minimalizovat součet čtverců chyb těchto 

chybových členů. 

Dále je třeba uvažovat, že optický tok vyjadřuje pohyb v kamerou získaném obraze, 

ale ne nutně ve skutečné (3-D) snímané scéně. Z této úvahy vyplývají dva další problémy. 

První problém může vzniknout právě při snímání trojrozměrné scény, kterou 

převádíme do dvourozměrného obrazu a kdy nejsme schopni rozeznat pohyb objektu 

(bodu) ve směru od nebo ke kameře. Tento problém lze vyřešit vhodným umístěním 

kamery (sledování oblasti pod vhodným elevačním úhlem nebo přímo kolmo na směr 

pohybu objektů). 

Druhý problém – aperturní vzniká při samotném výpočtu optického toku. Blízké 

prohledávané okolí (derivační okno) je obvykle malé (např. 15×15 pixelů) a odhadovaný 

bod nemusí představovat přímo roh, ale představuje hranu. V tomto případě nelze přesně 

určit, k jakému došlo pohybu, zda se posunuly pouze rohy nebo celé hrany. Může tak 

vzniknout velké množství kombinací zobrazení, které nelze jednoznačně rozpoznat. Na 

Obr. 7 jsou znázorněny dvě možné varianty posunujícího se obrazce. Tento problém 

dokáží částečně eliminovat některé vyšší metody pro odhad optického toku (kap. 5.3.2). 

 

Obr. 7 - Aperturní problém 

Odhad optického toku je výpočetně značně náročný. V současné době existuje 

několik skupin metod pro jeho výpočet [37]. Všechny metody vycházejí z předpokladu 

zachování intenzity jasu (vztah (4.36)) a standardně pracují s šedotónovými obrazy. 

V práci byly v popředí zájmu tyto skupiny a vybrané metody: 

 Metody pro vyhledávání oblastí 

Vyhledávání oblastí (Region-based Matching) využívá korelačních funkcí, které 

dokáží určit míru podobnosti dvou různých obrazů. Příkladem je funkce SAD, kde 

se míra podobnosti stanoví na základě výpočtu globálního minima
3
. 

                                                 
3
 Jinou alternativou pro odhad optického toku je určení globálního maxima metodou normalizované křížové 

korelace (NCC). Jedná se o tzv. 2-D cross corelation, která efektivně pracuje přímo s obrazovými maticemi. 
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 Diferenční metody 

Diferenční metody počítají optický tok pomocí parciálních derivací obrazového 

signálu I(x,y,t). Metody opět vycházejí z předpokladu zachování intenzity (4.36) 

a patří v dnešní době stále mezi nejpoužívanější, zejména pro jejich rychlost 

výpočtu, čímž odstraňují nevýhody výše popsaných korelačních metod. V současné 

době jsou nejvíce používané a v některých nástrojích (Matlab) a knihovnách 

(OpenCV) implementované metody Lucas-Kanade (L-K) a Horn-Schunck (H-S). 

Výpočet optického toku pomocí výpočtu sum absolutních diferencí 

Pro výpočet optického toku byla v počáteční fázi práce zvolena metrika SAD (Sum 

of Absolute Differences), která byla základem metody. K implementaci algoritmu byla 

použita korelační metoda pro dvourozměrný obraz ve tvaru [38]: 

    (            )  ∑∑|  (         )    (         )|

 

   

 

   

 (4.44) 

kde AI  a BI  jsou intenzity jasu snímků A, B; n a m jsou rozměry makrobloku; x a y 

jsou souřadnice poloh makrobloků obou snímků. 

Prakticky je obraz rozdělen na oblasti, ve kterých je optický tok určován-

prohledáván pomocí definovaných makrobloků. Metoda SAD pracuje tak, že počítá sumu 

absolutních rozdílů jasů pixelů mezi porovnávanými bloky obou časově posunutých 

snímků. Výsledek potom představuje podobnost mezi bloky. To celé se provede nad celou 

prohledávanou oblastí (výběrové okno) a určí se tzv. globální minimum. Vše se zopakuje 

nad celými porovnávanými snímky. Na Obr. 8 je příklad výpočtu a zobrazení vektorů 

optického toku s využitím algoritmu SAD. 

 

Obr. 8 - Příklad odhadu optického toku algoritmem SAD 
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Výpočet optického toku metodou Lucas-Kanade (L-K) 

Autoři Lucas a Kanade zavádějí pro každý pixel tzv. chybový člen LK . Ten se, dle 

následujícího vztahu (4.45), vypočítá jako suma vážených nejmenších čtverců gradientního 

omezení (4.43) v blízkém okolí pixelu. Nakonec se stanoví celkové minimum chybového 

členu [40]: 

 LK =  2
,

2 ),,(),,(),( tyxIvtyxIyxW t

yx





 (4.45) 

kde  je blízké okolí pixelu; W(x,y) jsou váhy přidělené jednotlivým pixelům v . 

Pro nalezení minimální chyby je třeba derivovat chybový člen LK  podle 

jednotlivých složek rychlosti a výsledek položit rovný nule (složka t byla při odvození 

kvůli zjednodušení zanedbána): 
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Po úpravě dostaneme: 

 ∑     
     ∑           ∑            (4.48) 

 ∑           ∑     
     ∑            (4.49) 

Výrazy (4.48) a (4.49) potom vedou k maticovým zápisům: 

 [
∑    

 ∑      

∑      ∑    
 

] [
  

  
]  [

∑      

∑      

] (4.50) 

kde sumy jsou prováděny přes všechny pixely v definovaném okolí  (okně). 

Z důvodu jednodušší implementace algoritmu L-K nebyla již v dalších výpočtech 

použita matice vah W. Výraz (4.50) se tak redukuje 

   ⃗   ⃗⃗ (4.51) 

a vektor rychlostí optického toku  ⃗ je potom možné osamostatnit následujícími 

maticovými úpravami 

     ⃗     ⃗⃗  
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  ⃗  [   ]     ⃗⃗ (4.52) 

kde pro N pixelů (N = n×n - definuje velikost blízkého okolí  a pro (xi,yi)   v čase t. 

Pro A a  ⃗⃗ potom platí 

   [  (     )     (     )]  

  ⃗⃗   (  (     )     (     )) (4.53) 

Výslednou rychlost optického toku pro jeden pixel je možné tedy vypočítat řešením 

soustavy (4.52). Výrazného zefektivnění výpočtu lze dosáhnout tím, že sumy přes okolní 

pixely lze realizovat pomocí tzv. separabilního filtru
4
, čímž se výpočet zjednoduší 

a zrychlí, pokud se při výpočtu použije rychlé Fourierovy transformace (závěr kap. 4.1.3). 

L-K minimalizují chybu LK  pouze v rámci blízkého okolí  (výběrové okno), a proto je 

jejich metoda často označována jako tzv. lokální [41]. 

Na Obr. 9 je ilustrativní příklad výpočtu vektorů optického toku a jejich zobrazení 

metodou Lucas-Kanade. 

 

Obr. 9 - Ukázka výpočtu optického toku metodou Lucas-Kanade 

  

                                                 
4
 Separabilní filtrování 2-D obrazu např. dvourozměrným separabilním Gaussiánem se dá implementovat 

jako dvě jednorozměrné konvoluce, jedna ve směru řádků a jedna ve směru sloupců. Jedná se o velkou 

úsporu výpočtů (viz závěr kap. 4.1.3). 
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Výpočet optického toku metodou Horn-Schunck (H-S) 

Horn a Schunck vycházejí z metody Lucas-Kanade (4.45). Ke gradientnímu 

omezení (4.43) navíc přidávají další člen (tzv. globální člen vyhlazení) pro omezení příliš 

velkých změn složek optického toku (vx,vy) v blízkém okolí  [42]. Cílem metody je opět 

minimalizovat součet čtverců celkové chyby HS , která je dána vztahem: 

     ∬{(    ⃗    )    [(
   

  
)
 

 (
   

  
)
 

 (
   

  
)

 

(
   

  
)

 

]}     

 

 (4.54) 

kde D je oblast celého snímku, koeficient   potom vyjadřuje relativní vliv druhého 

přidaného chybového členu (typicky  =1). 

Druhý přidaný člen vyjadřuje homogenitu optického toku. Požadavkem je, aby se 

jednotlivé složky optického toku (vx,vy) v prostoru příliš rychle neměnily, tedy aby pixely 

v blízkém okolí měly podobnou rychlost a směr. V místech obrazu s menším gradientem se 

bude první chybový člen měnit méně, a proto bude v těchto místech kladen větší důraz na 

homogenitu optického toku (druhý chybový člen). Naopak v místech s velkým gradientem 

se projeví původní první člen vycházející z gradientního omezení. Jedná se o tzv. 

propagaci homogenního optického toku do míst s horšími podmínkami pro jeho odhad 

a naopak [41]. 

Pro nalezení minimální chyby je nutné derivovat celý výraz (4.54) podle 

jednotlivých složek optického toku a položit tak vzniklé druhé parciální derivace rovny 

nule. Po nezbytných úpravách nakonec získáme soustavu rovnic o dvou neznámých (vx,vy), 

jejíž maticový zápis je dán výrazem: 

 [
     

     

         
 ] [

  

  
]  [

   ̅      
   ̅      

] (4.55) 

kde  ̅  a  ̅  jsou vážené průměry jednotlivých složek vypočítané v sousedství pixelu na 

souřadnicích (x,y). 

Vzhledem k tomu, že výpočet optického toku pro každý pixel závisí i na hodnotách 

sousedních pixelů, vede řešení této soustavy nakonec k následujícímu iteračnímu zápisu: 

   
     ̅ 

  
  (   ̅ 

     ̅ 
    )

          
  

   
     ̅ 

  
  (   ̅ 

     ̅ 
    )

          
 (4.56) 
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Jedná se v zásadě o Jacobiho iterační metodu, kdy v každé iteraci se pro každý pixel 

vypočítají nové složky rychlosti optického toku. Vhodnou volbou je Gauss-Seidelova 

iterační metoda, která konverguje rychleji [43]. Metoda Horn-Schunck je přesnější, ale 

vzhledem k relativně velkému množství iterací (v praxi se volí 10 až 100 kroků) je 

pomalejší (bude prokázáno dále). 

4.3 Segmentace objektů shlukováním vektorů optického toku 

Výše popsané metody dokáží detekovat statické (výpočet masky kumulativní 

metodou) i dynamické objekty (metoda odhadu optického toku), navíc poskytují i další 

důležité parametry. Z binárního obrazu masky je možné určit počet detekovaných objektů. 

Pomocí optického toku můžeme vypočítat rychlost a určit pozici a směr pohybu objektů. 

Tyto přidané informace vedou k nasazení sofistikovanějších algoritmů pro přesnější 

klasifikaci detekovaných objektů. Hlavním důvodem byl zejména problém míjejících se 

(překrývajících se) objektů ve snímané scéně, který lze vyřešit např. metodami statistické 

shlukové analýzy. 

Pro kvalitnější rozpoznání objektů bylo využito vlastností statistických technik 

shlukové analýzy, které se zabývají zkoumáním podobnosti vícerozměrných objektů, jež 

jsou popsány větším množstvím parametrů – charakteristických znaků [46], [47]. 

Při volbě metody shlukování byla potom obecně uvažována množina P obsahující 

n obrazových bodů za účelem jejich segmentace na základě jejich charakteristických 

znaků. Cílem pak bylo rozložit tuto zdrojovou množinu P do souboru disjunktních 

neprázdných podmnožin {S1, S2, … , SN}. Pro i ≠ j tedy platí: Si   Sj =    a S1   S2   … SN 

= P. Každá podmnožina Si se nazývá komponentou rozkladu neboli shlukem. 

Objekty, určenými ke klasifikaci, byly v mém případě reprezentovány vektory 

optického toku vypočítaných pro jednotlivé obrazové body. Objekt tak byl popsán 

vektorem p s konečným počtem předem stanovených charakteristických znaků. Tyto 

charakteristické znaky byly – souřadnice vektorů optického toku (x,y), velikost (norma) 

rychlosti optického toku |OF| a jeho směr  (vektor p je čtyřrozměrný). 

Charakteristické znaky objektů mohou obecně nabývat různých typů (kvantitativní, 

kvalitativní, logický - binární). Pro účely segmentace vektorů rychlostí nad příslušnými 

pixely byly zvoleny kvantitativní (číselné) charakteristiky. 

Při segmentaci je jako kritérium tvorby shluků užita tzv. míra (ne)podobnosti mezi 

objekty, které jsou popsány svými charakteristickými znaky. Pomocí této míry může být 

objekt oi porovnán s jiným objektem oj a zařazen tak do příslušného shluku Si. Podobnost 

může být měřena mnoha způsoby, které se dají zařadit do jedné ze tří základních skupin 
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(dle typů charakteristických znaků) - korelační míry, míry asociace a míry vzdálenosti. Pro 

shlukování vektorů optického toku byla zvolena často používaná míra vzdálenosti založená 

na reprezentaci objektů v prostoru, jehož souřadnice a další znaky tvoří jeho celkový 

vlastní popis. Konkrétně byla mírou vzdálenosti zvolena Euklidovská vzdálenost, kdy pro 

vzdálenost mezi dvěma objekty (ok, ol) platí: 

   (     )  √∑(       ) 

 

   

 (4.57) 

Metody shlukování je možné rozdělit na hierarchické (ty se dále dělí na 

aglomerační a divizní) a nehierarchické [48]. Hierarchické shlukování je systém navzájem 

různých neprázdných podmnožin množiny P, v němž průnikem každých dvou podmnožin 

je buď jedna z nich, nebo prázdná množina, a v němž tedy existuje alespoň jedna dvojice 

podmnožin, jejichž průnikem je právě jedna z nich. Graficky se hierarchicky uspořádané 

shluky zobrazují pomocí tzv. dendrogramů. 

Oproti tomu nehierarchické shlukování je systém navzájem různých neprázdných 

podmnožin množiny P, ve kterém průnikem každých dvou podmnožin není žádná z nich. 

Pro rychlou segmentaci vektorů rychlostí optického toku bylo zvoleno nehierarchické 

shlukování, metodu vedoucí k disjunktivnímu rozkladu množiny P. 

4.3.1 Shlukování vektorů rychlostí optického toku metodou K-means 

Ke shlukování vektorů optického toku bylo použito parametrické nehierarchické 

shlukování K-means [49], [50] . Jedná se o algoritmus pro seskupování (či klasifikaci) 

objektů na základě jejich vlastností, v tomto případě popsaných čtyřrozměrným vektorem 

p, do předem určených shluků, které jsou určeny již na počátku vhodně zvolenými (viz 

dále) tzv. centroidy c. 

Mějme množinu n vektorů pj (j=1,...,n), které budou rozdělovány do m shluků Si 

(i=1,...,m). Potom tzv. hodnotící funkce J, jejíž minimum hledáme a která je založena na 

výpočtu Euklidovské vzdálenosti (4.57) mezi vektory optického toku popsanými vektorem 

pk a příslušnými centroidy ci, je definována jako 

   ∑   ∑(√ ∑ (     ) 

        

)

 

   

 

   

 (4.58) 

kde Ji jsou vzdálenosti v rámci příslušné skupiny i.  
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Příslušnost jednotlivých vektorů do shluků je definována pomocnou maticí H, jejíž 

jednotlivé prvky hij mohou nabývat hodnoty 1 nebo 0 podle vztahu 

     {
            (     )    (     )                

                                                                                          
 (4.59) 

Pokud je vypočítána příslušnost vektorů do shluků, je třeba v rámci každého shluku 

stanovit novou hodnotu centroidů ck jako střední hodnotu z příslušejících vektorů pk. Celý 

iterační algoritmus K-means je možné potom popsat pomocí čtyř kroků: 

1. Počáteční inicializace m center shluků – centroidů ci (i = 1, … , m). 

2. Výpočet Euklidovské vzdálenosti dE mezi jednotlivými objekty a centroidy 

pomocí vztahu (4.57). 

3. Přiřazení n objektů popsanými vektory pk k nejbližším centroidům ck (na 

základě minimálních distancí) dle vztahu (4.58) a (4.59). 

4. Přepočet nových souřadnic centroidů ck (jako střední hodnoty vektorů pk 

v příslušných shlucích) a skok na krok 2 (pokud se souřadnice centroidů 

změnily). 

Vstupem do algoritmu K-means byla matice dat OF, která byla v mém případě 

reprezentována vektory rychlostí optického toku odhadnutých metodou Lucas-Kanade. 

Z tohoto důvodu byly transponované matice U
MxN

 a V
MxN

, obsahující horizontální 

a vertikální složky komplexních vektorů optického toku tzv. „nastohovány“ na vektory us 

a vs o rozměrech (MN)×1. Transformace obou matic na sloupcové vektory us a vs byly 

realizovány tzv. operátorem stohování. Definujme vektor sN a matici SMN takto: 
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kde rozměr vektoru sN je N×1 a rozměr matice SMN je (MN)×N. 
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Potom jsou vektory us a vs vzniklé stohováním původních matic U’ a V’ dány 

vztahy: 

    ∑       

 

 (4.61) 

    ∑       

 

 (4.62) 

Pomocí sloupcových vektorů us a vs byly dále komplexní vektory optického toku 

vyjádřeny pomocí absolutní hodnoty     √  
    

  a argumentu        (
  

   
). 

Nakonec byla vytvořena čtyřsloupcová matice A (výraz (4.63)), kde první dva 

sloupce obsahují souřadnice jednotlivých pixelů, druhý a třetí sloupec amplitudy ampij 

a úhly ij vektorů optického toku vypočítaných pro příslušné pixely. 
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 (4.63) 

Každý řádek matice A představuje 4-dimensionální objekt pj (j=1..4), který 

obsahuje vstupní data pro K-means shlukovací algoritmus. 

I když současné verze Matlabu, které byly použity, disponují vestavěnou funkcí 

kmeans (Statistic Toolbox), byla tato funkce nevyhovující. Vstupem do této funkce je 

kromě matice A, obsahující data určená ke shlukování, pouze počet shluků. V našem 

případě bylo třeba funkci předat 4-prvkové vektory inicializačních centroidů. Z toho 

důvodu byla vyvinuta vlastní modifikaci algoritmu K-means, která splňovala výše uvedený 

požadavek. 

 

Určení inicializačních centroidů 

Správný výběr počátečních centroidů (jejich počet a souřadnice) hraje velmi 

důležitou roli v rychlosti konvergence metody K-means [51]. Nevhodná volba vede 

k chybnému rozkladu. Při shlukování malých objemů dat (do 10
3
 objektů) se centroidy 

generují buď náhodným výběrem, nebo jsou inicializovány přímo vybranými (např. 



 4 Použité metody obrazové detekce a segmentace objektů 

33 

počátečními) objekty z matice A. Při shlukování velkých objemů dat (např. vektorů 

optického toku v reálných obrazových maticích) byl pro inicializaci centroidů navržen 

vlastní postup (kap. 5.4). 

V počáteční fázi testování funkčnosti implementovaného algoritmu K-means byla 

pro určení shluků použita simulační data (uměle vytvořené řídké matice U a V o rozměrech 

20×20 pixelů, které kromě několika nastavených vektorů optického toku obsahovaly 

nulové hodnoty). Počáteční inicializační centroidy byly nastaveny přímo na vybrané 

objekty - vektory. Na Obr. 10 horní obrázek zobrazuje nastavení inicializačních centroidů 

(červené křížky) na vybrané objekty (vektory optického toku). Dolní obrázek zobrazuje 

výsledek po shlukování v prostoru R
2
 (souřadnic x, y). Je zřejmé, že došlo ke správnému 

přepočítání centroidů (modré čtverečky) a zařazení vektorů optického toku do správných 

shluků 1 a 2 (určených – segmentovaných podle polohy, amplitudy a úhlu (směru) vektorů 

rychlostí optického toku). Z důvodu větší přehlednosti a rychlejšího výpočtu (zejména 

později u reálných velkých objemů dat) byl optický tok počítán pouze pro každý k-tý pixel. 

Obr. 11 představuje ten samý případ simulovaných dat, ale zobrazený v prostoru R
3
 

(souřadnic x, y a amplitud optického toku amp). Jsou zde zobrazeny tři shluky, což je 

v pořádku, protože byl v metodě K-means uměle zaveden centroid c0, který shlukuje 

objekty s nulovou amplitudou i úhlem, kterých byla většina (modré čtverečky). Na Obr. 10 

bylo zobrazení těchto objektů pro větší přehlednost záměrně programově potlačeno. 
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Obr. 10 - Shlukování simulačních dat v prostoru R
2 
(k = 5) 
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Obr. 11 - Shlukování simulačních dat v prostoru R
3
 

 

4.3.2 Standardizace shlukovaných dat na základě statistických testů 

Při shlukování reálných dat velkých objemů (řádově 10
4
 a více objektů) je třeba 

řešit otázku, zda je nutné data standardizovat. Každý znak objektů (vektorů rychlostí 

optického toku) patří do konečné, spočetné množiny Qi z intervalu <a,b>, kde QiR
m
. 

Kvantitativní znaky jsou reálná čísla v různých jednotkách a měřítkách (prostorové 

souřadnice, amplituda a úhel vektorů optického toku). To může způsobit, že se určité 

znaky jeví jako dominující (vykazují velké míry variability – směrodatné odchylky σ) 

a jiné znaky potom naopak jen málo ovlivňují průběh shlukování. Je proto nutné data 

upravit tak, aby všechny znaky byly pokud možno tzv. souměřitelné. Nejpoužívanější 

formou standardizace je normalizace dat pomocí např. často používaného Z-skóre anebo 

pomocí Min-Max normalizace [52]. Jelikož byla data určená ke shlukování nesouměřitelná 

(např. souřadnice nabývaly hodnot v rozsahu <1, N(M)>, úhel vektoru optického toku 

<0,π>), bylo dále nutné je znormalizovat. 

V této souvislosti je třeba si uvědomit, že vektory rychlostí optického toku 

v jednotlivých snímcích jsou náhodná data. Před vlastním shlukováním bylo tedy nutné 
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zvolit a provést test na zjištění, zda rozdělení pravděpodobnosti dat vstupujících do 

K-means metody je určitého typu. Chybný odhad rozdělení pravděpodobnosti dat a s tím 

přímo související špatná volba jejich normalizace by mohly dále vést k nepřesným 

a zavádějícím výsledkům. Z těchto důvodů musely být aplikovány statistické testy, které 

slouží k ověřování hypotézy, že buď dva nezávislé náhodné výběry pocházejí z téhož 

rozložení (dvouvýběrové testy), resp. že daný náhodný výběr pochází z určitého 

hypotetického rozložení (jednovýběrové testy) [53], [54]. 

Při testování hypotéz je třeba nejprve stanovit nulovou (testovanou) hypotézu H0 – 

teoretický předpoklad, který chceme během testování ověřit. Proti nulové hypotéze se 

stanovuje tzv. alternativní hypotéza H1(A), kterou přijmeme, pokud zamítneme hypotézu 

testovanou. Testem hypotézy je potom postup, pomocí něhož můžeme dospět k jednomu 

ze dvou rozhodnutí o testované hypotéze H0: 

1. H0 zamítneme ve prospěch hypotézy H1 

2. H0 nelze zamítnout 

Jelikož se při testování hypotézy jedná o úsudek prováděný na základě informací 

získaných právě náhodným výběrem (konečným počtem pozorování - měření), můžeme se 

ve svém úsudku dopustit i mylných závěrů: 

1. H0 zamítneme ve prospěch hypotézy H1, přestože je tato hypotéza správná  

chyba I. druhu (její pravděpodobnost označujeme  (hladina významnosti)) 

2. H0 nezamítneme, i když je chybná  chyba II. druhu (její pravděpodobnost 

označujeme ; pravděpodobnost 1 se nazývá síla testu) 

Hladina významnosti  je důležitým parametrem, jehož hodnota se zpravidla volí  = 0,05 

a zajišťuje tak maximálně 5% pravděpodobnost vzniku chyby II. druhu (hodnotu  lze také 

zmenšit zvětšením rozsahu náhodného výběru – zvýší se síla testu). Při statistickém 

testování hypotéz je dalším důležitým pravděpodobnostním kritériem tzv. p_hodnota. Je-li 

p_hodnota  , potom H0 zamítáme na hladině významnosti , je-li p_hodnota  , potom 

je hypotéza H0 přijata. P_hodnotu počítá většina statistických softwarových testů. 

Testovanými náhodnými výběry byly jednotlivé parametrické vektory matice A, 

pro které bylo třeba určit konkrétní typ normalizace. Prostorové souřadnice jednotlivých 

vektorů optického toku mají rovnoměrné rozdělení pravděpodobnosti. Pro jejich 

normalizaci byla tedy použita metoda Min-Max, která je vhodná pro toto rozdělení a která 

umožňuje původní hodnoty vektoru x znormalizovat do požadovaného intervalu <a,b> dle 

následujícího vztahu: 
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      ( )

   ( )      ( )
 (   )    (4.64) 

Pro zjištění typu rozdělení hustoty pravděpodobnosti vektorů amp a  byly 

provedeny testy na základě histogramů, které poskytly subjektivní vizuální představu 

o rozdělení hustoty pravděpodobnosti obou vektorů. Toto je možné akceptovat v případě, 

že pro náhodný výběr hodnot X1, …, XN je stanoven takový interval I = (a,b, který 

pokrývá celé rozmezí dat, tj. Xi  I pro všechna i = 1,…,n. Interval I je nakonec třeba 

rozdělit na k < n podintervalů - tříd (druhý parametr pro tvorbu histogramu) pro jemnější 

dělení osy x. 

Na Obr. 12 jsou reálné příklady realizovaných histogramů vektoru , který 

naznačuje normální rozdělení hustoty pravděpodobnosti a vektoru amp, který naznačuje 

exponenciální rozdělení hustoty pravděpodobnosti. 

  

Obr. 12 - Hustoty pravděpodobností hodnot   a amp prezentované pomocí histogramů 

 

Hustota normálního rozdělení pravděpodobnosti a její distribuční funkce, která 

bude dále také předmětem testování, a jejichž teoretické průběhy jsou na Obr. 13, jsou 

potom dány vztahy: 

  ( )  
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Obr. 13 - Graf hustoty a distribuční funkce normálního rozdělení (=0, σ
2
=1) 

 

Hustota pravděpodobnosti a distribuční funkce exponenciálního rozdělení (průběhy 

jsou na Obr. 14), jsou dány vztahy: 

  ( )  {
            

        
 (4.67) 

  ( )  {
              

        
 (4.68) 

 

 

Obr. 14 - Graf hustoty a distribuční funkce exponenciálního rozdělení (=10) 

 

Pro ověření, zda vektory amp a  mají odhadované rozdělení, byly následně 

aplikovány vhodné testy ze Statictical Toolboxu v Matlabu, který disponuje relativně 

velkým množstvím testů různých typů. Konkrétně byly použity tzv. neparametrické testy 

o typu rozdělení (vhodné pro testování náhodného výběru dat neznámého typu rozdělení za 

podmínky spojitosti distribuční funkce výběru). 
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Kolmogorův-Smirnovův (K-S) test 

Pro odhad rozdělení hodnot výše popsaných vektorů byl použit univerzální 

Kolmogorův-Smirnovův test, který dokáže zjistit, zda daný náhodný výběr má (nebo nemá) 

normální nebo exponenciální (i jiné) rozdělení pravděpodobnosti [54], [55]. 

K-S test je založen na porovnání dvou distribučních funkcí – empirické (výběrové) 

distribuční funkce F(x) s tzv. teoretickou distribuční funkcí předpokládaného rozdělení 

G(x). Testovací statistika Dn je potom definována jako největší vzdálenost (supremum) 

mezi hodnotami empirické distribuční funkce Fn(x) a teoretické distribuční funkce Gn(x): 

       
      

|  ( )    ( )| (4.69) 

V Matlabu je test znám jako funkce kstest a pro ověření typu rozdělení byly využity 

dva výstupní parametry H a P. Parametr H může nabývat hodnoty 0, pokud test hypotézu 

nezamítá na hladině významnosti tesu  (implicitně nastavena na hodnotu 0,05), nebo 

může nabývat hodnoty 1 při zamítnutí hypotézy. Pro P platí již výše zmíněné tvrzení, že 

pokud je P  , potom H (myslíme tím H0) zamítáme na hladině významnosti , je-li 

P  , potom je hypotéza H přijata. 

Testování na normalitu vektoru  (Obr. 12)  bylo provedeno na deseti různých 

maticích A (o rozměrech 49152×4 (při rozlišení obrazu 256×192 pixelů)) vypočítaných 

z náhodně vybraných a vypočítaných matic U a V. Pro potvrzení výsledků byly navíc 

použity Lillieforsův test (lillietest) a Chí-kvadrát test dobré schody (chi2gof), které také 

umožňují otestovat náhodný výběr na normální rozdělení [54]. Výsledné hodnoty H a P 

(byly pro všech deset testů a všechna  stejné a jsou v Tab. 1) nepřijímají hypotézu 

o normálním rozdělení pravděpodobnosti vektoru  (směru vektoru optického toku). 

Tab. 1 - Testy na normální rozdělení pravděpodobnosti hodnot vektoru  

Test na normalitu vektoru  

Test  P H 
Hypotéza 

přijata: 

 Kolmogor-Smirnov 
0,05, 0,1 až 

0,5 

0 1 NE 

 Lilliefors 0 1 NE 

 Chi-squared gof 0 1 NE 

 

Test na shodu empirické F(x) a teoretické G(x) distribuční funkce byl následně 

proveden i vizuálně a výsledky z Tab. 1 jsou pro jeden náhodný výběr vektoru  

prezentovány na Obr. 15. I když testy hypotézu o normálním rozdělení nepřijaly, je 
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z obrázku patrné, že se empirická distribuční funkce F(x) svým průběhem přibližuje 

k teoretické distribuční funkci G(x) (parametry  a σ
2
 a rozsah x-ové souřadnice byly 

vypočítány z empirické distribuční funkce F(x)). 

 

Obr. 15 - Vizuální test na normální rozdělení pravděpodobnosti vektoru  

 

Rozdělení hustoty pravděpodobnosti hodnot vektoru amp prezentované 

histogramem z Obr. 12 svým průběhem odpovídá exponenciálnímu rozdělení. Z tohoto 

důvodu bylo tentokrát pouze pomocí K-S testu (Lillieforsův test a Chí-kvadrát test dobré 

schody nepodporují testy na exponenciální rozdělení) provedeno testování hodnot amp na 

exponenciální rozdělení. Výsledek testu dopadl stejně negativně jako u testu na normalitu 

(Tab. 1). Hypotéza o exponenciálním rozdělení pravděpodobnosti vektoru amp nebyla 

přijata. I v tomto případě byl proveden vizuální test na podobnost distribučních funkcí, 

jehož výsledek je na Obr. 16. I zde je patrné, že se empirická distribuční funkce F(x) svým 

tvarem podobá teoretické distribuční funkci G(x) (parametr  teoretické funkce G(x) byl 

odhadnut jako střední hodnota funkce F(x)). 

Lze předpokládat, že rozdělení hustoty pravděpodobnosti vektorů amp a  je 

výrazně ovlivněno právě přítomností relevantních vektorů optického toku v místech 

detekovaných objektů. Pro ostatní pixely, kterých je naprostá většina, byly vždy 
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vypočítány hodnoty blížící se k nule. Matice U a V  tak podle svého obsahu získávají 

charakter tzv. řídké matice, pro kterou je stanovení typu rozdělení pravděpodobnosti velmi 

obtížné. 

 

Obr. 16 - Vizuální test na exponenciální rozdělení pravděpodobnosti vektoru amp 

 

Zamítnutí hypotézy H0 neznamená, že tato testovaná hypotéza neplatí. Na základě 

tohoto tvrzení a výsledků z výše realizovaných vizuálních testů bylo realizováno nezávislé 

testování vektorů amp a  pomocí tzv. kruhových grafů
5
, které opět slouží pro vizuální 

ověření, zda náhodný výběr pochází z rozdělení definovaného svou distribuční funkcí F(x) 

[56]. Na Obr. 17 je vzor kruhových grafů pro čtyři nejčastěji testovaná rozdělení (a) 

rovnoměrné, b) normální, c) exponenciální a d) Laplaceovo) vytvořených na základě 

teoretických distribučních funkcí G(x). Na ose x jsou vždy hodnoty hustoty normálního 

rozdělení pravděpodobnosti. Na ose y jsou hodnoty distribučních funkcí pro čtyři výše 

uvedené typy rozdělení. V případě b), kdy jsou na obou osách hodnoty pro normální 

rozdělení, vychází kruhový graf přibližně jako kružnice (test na normalitu). Na Obr. 18 

jsou již kruhové grafy pro reálná – empirická data, vynesená na osu y. Obr. 18e 

reprezentuje test na rozdělení vektorů amp a Obr. 18f představuje test na rozdělení vektorů 

                                                 
5
 Kruhové grafy byly vytvořeny v programu pro statistickou analýzu QC Expert. 
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. Opět se potvrdilo, že hodnoty vektorů amp mají pravděpodobně exponenciální rozdělení 

a hodnoty  normální rozdělení pravděpodobnosti. 

 

 

Obr. 17 - Kruhové grafy pro teoretické výběry z rozdělení a) rovnoměrného, b) normálního, c) 

exponenciálního a d) Laplaceova 

 

  

e      f 

Obr. 18 - Kruhové grafy pro empirické výběry, e) pro vektor amp, f) pro vektor  

 

Na závěr statistického testování bylo ověřeno, zda prostorové souřadnice skutečně 

mají rovnoměrné (uniformní) rozdělení pravděpodobnosti. Opět byl zvolen univerzální 

Kolmogorův-Smirnovův test, kde byla v tomto případě pro porovnání použita teoretická 

distribuční funkce G(x) s rovnoměrným rozdělením pravděpodobnosti. Test na rozdělení 
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hodnot souřadnic stačilo provést pouze jednou (v rámci zvoleného rozlišení se nemění). 

Výsledné hodnoty jsou v Tab. 2a vizuální posouzení shody obou distribučních funkcí je na 

Obr. 19. Hypotéza o rovnoměrném rozdělení souřadnic (x.y) byla přijata a vizuálním 

testem potvrzena. 

Tab. 2 - Test na rovnoměrné rozdělení pravděpodobnosti souřadnic x,y 

Test na uniformitu (souřadnic x,y) 

Test  P H 
Hypotéza 

přijata: 

 Kolmogor-Smirnov 0,05 0,1384 0 ANO 

 

 

Obr. 19 - Vizuální test na rovnoměrné rozdělení pravděpodobnosti vektorů souřadnic 

 

Při testování rozdělení pravděpodobnosti prostorových souřadnic (x,y) bylo 

potvrzeno jejich rovnoměrné rozdělení a tedy i jejich Min-Max normalizace. Na základě 

výsledků z výše uvedených testů na rozdělení pravděpodobnosti hodnot vektorů amp a , 

a z důvodu neznalosti normalizace exponenciálního rozdělení bylo rozhodnuto, že se oba 

vektory normalizovat nebudou. Před vstupem do shlukování reálných dat byly tedy 
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normalizovány metodou Min-Max (4.64) pouze prostorové souřadnice, a to v rozsahu 

hodnot (   )  〈
   (   )    ( )

 
 
   (   )     ( )

 
〉. 

4.4 Sledování objektů 

Pro zvýšení robustnosti navrhovaného systému a zejména z důvodu detekce 

objektů, které se pohybovaly do oblasti železničního přejezdu a zůstaly v něm stát (v tomto 

případě nelze vypočítat optický tok a přestává pracovat implementovaná metoda odhadu 

pozadí
6
), byla aplikována metoda pro sledování objektů, která by měla být součástí 

každého monitorovacího systému [57], [58]. 

Obecně se pod pojmem sledování objektů rozumí proces pro určení polohy 

pohybujícího se objektu v čase. Implementovaný algoritmus analyzuje jednotlivé obrazy Ii 

a určuje v nich shodu s předem vytvořenou šablonou T reprezentující sledovaný objekt. Pro 

nalezení shody se volí vhodné kritérium podobnosti . Při procházení celým obrazem 

(nebo jeho části) se potom počítají jednotlivé koeficienty podobnosti i s cílem nalézt 

globální extrém funkce f(i). 

Funkce pro výpočet koeficientu podobnosti r může být realizována např. pomocí 

dvourozměrné korelace: 

 
       

∑ ∑ (     )̅(     ̅)  

√(∑ ∑ (     )̅ 
  )(∑ ∑ (     ̅) 

  )

 
(4.70) 

kde     je porovnávaný výřez obrazu se šablonou    ;   ̅a  ̅ jsou střední hodnoty obrazu 

a šablony; x a y jsou rozměry výřezu i šablony. 

Výpočet je možné optimalizovat, odstraníme-li předem ze snímků Ii a ze šablony T 

střední hodnotu a provedeme-li výpočet bez normalizačního koeficientu (bude nás zajímat 

pouze relativní hodnota maxima r). Prohledávání je z důvodu zvýšení rychlosti obvykle 

realizováno pouze v definovaném prohledávaném okně (r,s) a ne v celém snímku 

(předpokládá se, že se objekt příliš nevzdálí od původní pozice). Potom je možné vztah 

(4.70) zredukovat a upravit [65]: 

       (   )  ∑ ∑  (       ) (   )
  

 (4.71) 

Výsledkem vztahu (4.71) je matice Ri(r,s), která obsahuje jednotlivé vypočítané 

koeficienty korelací mezi částí prohledávaného okna  a šablonou Ti z prvního snímku. 

                                                 
6
 Pozadí bylo počítáno ze 100 snímků. Tzn., že při používané fps = 20 se stojící objekt již po 5 s stává 

součástí pozadí a metoda Background Estimation stojící objekt již nedetekuje. 
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Vyhledání pozice následující šablony Ti+1 je potom realizováno vyhledáním maxima ve 

vypočtené matici Ri(r,s). 

Při hledání pozice šablony Ti v n snímcích je třeba provést celkem n(r-x)(s-y)xy 

násobení, což velmi zpomaluje výpočet. Zrychlení výpočtu je možné dosáhnout 

zmenšením prohledávacího okna  nebo zmenšením šablony T, což ale snižuje přesnost 

výsledku. Metrika je velmi přesná, ale pomalá, jelikož je nutné pomocí vnořených cyklů 

procházet obraz bod po bodu
7
. 

Podstatného zrychlení výpočtu koeficientu podobnosti r je možné dosáhnout 

použitím již dříve citované metriky SAD (kap. 4.2.2), která na rozdíl od korelace hledá 

minimum v matici R. Algoritmus (4.44) je jednoduchý a velmi rychlý. Operace násobení 

při výpočtu korelace jsou zde nahrazeny operacemi odečítání, které jsou na procesorech 

mnohem rychleji proveditelné (procesor odečítání převádí na sčítání tzv. druhého 

doplňku). Velkou výhodou proti dvourozměrné korelaci je odolnost algoritmu proti 

přítomnosti stejnosměrné složky v maticích  a T, čímž odpadá nutnost výpočtu střední 

hodnoty. V Matlabu je nutné algoritmus implementovat „ručně“
8
. 

Velmi rychlý a také přesný byl výpočet tzv. koeficientu podobnosti tzv. „přes 

spektrum“. Koeficienty se stále počítají bod po bodu, ale ne v cyklu. Výpočet je prováděn 

přímo s maticemi I a T. Je využito znalostí, že korelace je konvoluce s otočeným 

konvolučním jádrem h o 180 a že konvoluce prostorových signálů je jejich součin ve 

spektru (závěr kap. 4.1.3). Potom výpočet matice koeficientů podobnosti Ri je dána 

vztahem [28]: 

       { [  ]   [  
        ]} (4.72) 

V konečném provedení byl výpočet koeficientu podobnosti Ri realizován pomocí 

rychlé FT
9
, čímž došlo ke zrychlení implementovaného algoritmu. 

Jelikož algoritmus násobí bod po bodu, musí být velikosti obou matic Ii a Ti shodné. 

Z tohoto důvodu bylo nutné aplikovat větu o změně časového měřítka, pomocí níž bylo 

možné prodloužit spektrum relativně malé šablony Ti. Změna časového měřítka se počítá 

obecně vztahem 
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) (4.73) 

                                                 
7
 V Matlabu je algoritmus implementován pomocí funkce corr2. Značného urychlení je možné dosáhnout 

optimalizací vnitřních cyklů for, což bylo realizováno u tzv. křížové korelace (xcorr2). 
8
 V Simulinku je k dispozici blok SAD. 

9
 FFT (Fast Fourier Transfom) je efektivní algoritmus pro výpočet diskrétní Fourierovy transformace i její 

inverze. 
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Pozice následující šablony Ti+1 je opět vypočítána jako max(Ri). Výsledek je tím 

přesnější, čím více je nalezeno hran v obou obrazových maticích. Je tedy vhodné ještě před 

výpočtem koeficientů aplikovat na obě matice vhodný hranový, např. Sobelův, operátor 

[59]. 

Dosud byly řešeny jednotlivé problémy izolovaně, v rámci jednotlivých navržených 

metod. Složitější problémy (shlukování vektorů OF, způsoby výpočtu centroidů pro 

K-means shlukování, využití směrovosti vektorů optického toku, problém blízkých 

a vzdálených objektů, nedostatek hran ve vypočtené masce atd.) bylo třeba řešit 

komplexně, a to pomocí dále navrženého systému, který komponuje výše popsané metody 

a řeší závislosti mezi kooperujícími metodami a další vzniklé požadavky. 
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5 Systém pro monitorování železničního přejezdu 

Na základě zformulovaných základních požadavků i složitějších komplexních 

problémů (kap. 3) a navržených metod (kap. 4) byl realizován systém pro zpracování 

obrazové informace z oblasti železničního přejezdu, jehož blokové schéma je na Obr. 20. 

Pro detekci pohybujících se objektů byla implementována zvolená metoda pro 

výpočet optického toku (kap. 5.3.1). Vstupem do metody byly vždy dva po sobě 

následující šedotónové snímky ve zvoleném rozlišení, které byly načteny a předzpracovány 

z pořízené videosekvence. Výstupem z metody byly komplexní vektory rychlosti 

optického toku, pomocí nichž byla realizována matice A (4.63) obsahující vektory dat 

určených ke shlukování. Znormalizovaná matice A byla potom předmětem shlukování 

algoritmem K-means za účelem segmentace detekovaných a separace míjejících se 

objektů. Při separaci objektů bylo využito směrových vlastností optického toku. Dalším 

vstupním parametrem do bloku segmentace a separace objektů byly hodnoty 

inicializačních centroidů určené jako 2-D mediány vypočítané v bloku pro výpočet masky. 

Na výstupu systému jsou potom označené detekované a separované objekty včetně 

informací o obsazenosti sledovaného železničního přejezdu. 

 

Obr. 20 - Blokové schéma systému pro zpracování obrazové informace 
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Pro vlastní implementaci metod a algoritmů pro zpracovávání obrazových dat, bylo 

použito programového prostředí MATLAB (MATrix LABoratory), které je v současné 

době světovým standardem v provádění technických výpočtů. Jak z názvu vyplývá, většina 

algoritmů pro počítačové vidění je maticově orientovaných, což umožňuje značné zvýšení 

rychlosti při zpracování obrazových dat. 

Základní funkce pro zpracování obrazu byly použity z následujících rozšiřujících 

knihoven (Toolboxů, Blocksetů): 

 Image Acquisition Toolbox 

 Image Processing Toolbox 

 Statistic Toolbox 

 Computer Vision System Toolbox (System Objects
10

) 

Zmíněné knihovny poskytují algoritmy a nástroje pro analýzu, návrh a simulaci 

systémů vhodných pro zpracování obrazové informace, a to včetně možného dodatečného 

předzpracování dat přímo v Matlabu (extrakce jednotlivých definovaných snímků přímo 

z videosekvencí, změna rozlišení snímků, transformace barev atd.). Algoritmy jsou 

realizovány ve formě funkcí Matlabu, Systémových objektů a knihoven bloků pro 

rozšiřující nástroj Simulink. 

5.1 Pořízení a předzpracování vstupních dat 

Důležitou podmínkou pro návrh a implementaci metod pro monitorování 

železničního přejezdu bylo pořízení dostatečného množství vstupních testovacích dat. 

Snímanou vstupní informací (z digitální kamery) byl potom jas nebo (při barevném 

snímání) RGB spektrální složky. Vstupní analogový signál je popsán tzv. obrazovou funkcí 

dvou proměnných z = f(x,y), kde funkční hodnota odpovídá např. jasu. Signál je následně 

vzorkován a kvantován – digitalizován pomocí CCD nebo CMOS snímačů a A/D 

převodníků přímo v digitální kameře. Výsledkem digitalizace je matice celých čísel 

(obrazových bodů - pixelů) reprezentující obraz [25]. 

Nezbytným krokem je tzv. předzpracování obrazu, pomocí něhož předejdeme 

negativním jevům, které by se projevily při jeho dalším zpracování. Úkolem je získat 

kvalitní obraz pro následnou detekci a segmentaci objektů. To znamená úplně odstranit 

nebo alespoň potlačit některé často se vyskytující degradace obrazu. Deterministické 

                                                 
10

 System Objects jsou novinkou Matlabu od verze 2010a a umožňují tzv. stream processing, což znamená 

cyklicky vykonávat navržený algoritmus po jednotlivých datových vzorcích bez vzniku tzv. "švů" ve 

zpracovaných datech. To je výhodné zejména pro zpracování souvislého datového toku a možnou efektivní 

práci s rozsáhlými (obrazovými) daty. Práce se Systémovými objekty nevyžaduje Simulink a přímo 

v Matlabu je možné programovat GUI aplikace, které zpracovávají souvislé videosekvence v reálném čase. 
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chyby (dříve např. vady optiky) jsou eliminovány stále kvalitnější optikou případně 

odstraněny elektronikou kamery, která obsahuje korekční a filtrační obvody. Tzv. 

kvantizační chyba A/D převodníku (kvantizační šum) je v současné době do značné míry 

minimalizována použitím snímačů s vysokou citlivostí (zejména při nočním snímání). Data 

jsou komprimována pomocí diskrétní kosinové transformace (DCT) a uložena v plném 

rozlišení např. na kazetu nebo pevný disk, či přímo přenášena do počítače (pomocí 

rozhraní FireWire (IEEE 1394a/b) nebo Gigabit Ethernetu) k dalšímu předzpracování. 

Důležitým krokem při pořizování vstupních dat (s ohledem na nepřetržité snímání) 

byl výběr snímacího zařízení a jeho vhodného umístění v oblasti železničního přejezdu 

(volba vhodného umístění kamery je diskutována v kap. 6). Současně bylo nutné vybranou 

kameru správně nastavit (pomocí dodaného software) a připojit k počítači pro zachycení, 

prvotní předzpracování (převod do požadovaného formátu) a uložení dat pro jejich další 

zpracování. Další dodatečné transformace a úpravy získaných snímků byly prováděny 

přímo v implementovaných metodách. 

Možná alternativa pořízení a prvotního předzpracování dat je popsána v Příloha A. 

V příloze B je ukázka konfiguračního software a pohled na připojenou kameru 

v laboratorních podmínkách. 

5.2 Detekce objektů výpočtem masky kumulativní metodou 

Princip získání masky M, která byla poprvé použita již v kap. 4.2.1 pro ověření 

rozdílových metod, je založen na odečítání aktuálního snímku Ii+t od modelu pozadí BN. 

Pomocí výše získané matice pozadí a aktuálního snímku je tak možné získat v kterémkoliv 

časovém okamžiku matici M (masku) reprezentující dynamické i statické objekty ve 

snímané scéně: 

           (5.1) 

Výpočet masky na základě statistického odhadu pozadí je vhodný u dlouhých video 

sekvencí nebo u nepřetržitého snímání. V těchto případech je nutné pozadí přepočítávat po 

definovaných časových intervalech (v budovaném systému bylo zvoleno 5 sekund). 
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N = 20 

  
N = 60 

  
N = 100 

Obr. 21 - Získání masky (pravé snímky) na základě pozadí (levé snímky) vypočítaného z N 

předchozích snímků kumulativní metodou 

Obr. 21 zobrazuje příklad výsledků při výpočtu masky M pomocí pozadí 

počítaného kumulativní metodou na základě N snímků. Lze předpokládat, že optimální 

počet snímků pro výpočet pozadí bude N >= 60. Pozadí počítané z 20 snímků je stále 

zatíženo velkou    a je nevhodné pro určení masky (kap. 4.2.1). Maska určená na základě 

pozadí vypočítaného kumulativní metodou již není zatížena značnou nadsegmentací. 

Získaná maska M byla dále z důvodu jejího využití v dalších fázích zpracování 

obrazu (při porovnávání metod optického toku a při segmentaci obrazu shlukováním) 
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převedena na obraz binární. Transformace masky do binárního obrazu byla provedena 

prahováním (odstraní šum z masky) s následným morfologickým uzavřením. Při 

statistickém prahování (jedná se o velmi rychlou segmentační techniku) dochází 

k transformaci šedoúrovňového snímku na obraz pouze se dvěma jasovými úrovněmi. 

Bodům s hodnotou jasu větší než určitá hodnota T (tzv. prahová) se přiřadí hodnota 1 

a ostatním bodům je přiřazena 0. Prahování obrazu masky tedy můžeme definovat takto: 

    (   )  {
         
                 

 (5.2) 

kde     je obrazová funkce vypočítaná prahováním původního obrazu   . Práh T byl 

automaticky počítán pomocí Otsuovy metody [34]. 

Po prahování masky, která stále obsahovala nežádoucí artefakty a nespojité oblasti, 

bylo nutné obraz dále upravit. Za tímto účelem byla zvolena operace morfologické 

uzavření [35]. Jedná se o kombinaci dvou základních operací – morfologické dilatace 

bezprostředně následované morfologickou erozí. Morfologické operace - transformace jsou 

obecně definované jako relace mezi obrazem X (množina bodů např. z dvourozměrného 

euklidovského prostoru
11

 E) a tzv. strukturním elementem B. Operace dilatace je potom 

definována pomocí tzv. Minkovského formalizmu: 

     {                  } (5.3) 

kde p = x + b je tzv. Minkowského množinový součet, p je transformovaný bod a b je 

strukturní element. 

Po dilataci jsou objekty zvětšeny, což znamená, že k objektu je přidána slupka – jedna 

vrstva pixelů. Je-li vzdálenost mezi dvěma objekty menší, než dvojnásobná tloušťka 

slupky, objekty se spojí. Je-li otvor v objektu užší, než dvojnásobná tloušťka slupky, zmizí 

z obrazu (bude zaplněn). 

Operace morfologické eroze je dána vztahem: 

       {                        } (5.4) 

Výsledkem eroze je odebrání obrazových bodů a objekty se tím zmenší. Složitější objekty 

budou rozděleny. 

Operace morfologického uzavření (dilatace následovaná erozí) je potom dána 

vztahem: 

     {(   )    } (5.5) 

                                                 
11

 Euklidovský prostor se v lineární algebře obvykle definuje jako konečně rozměrný prostor reálných čísel. 

Bývá také často označován jako kartézský prostor. 
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Uzavření vyhlazuje obrysy, zaplňuje malé díry a okrajové trhliny a může spojit blízké 

objekty. Na Obr. 22 jsou dříve vypočítané masky (a) (viz Obr. 21) podrobeny operacím 

prahování (b) a morfologickému uzavření (c). Při morfologickém uzavření byl použit 

strukturální element tvaru čtverce nebo kruhu o velikosti 5 pixelů. Výsledek potvrzuje 

předchozí předpoklad, že pro výpočet pozadí je třeba alespoň 60 snímků. Při dalších 

výpočtech bylo pozadí a tedy i maska počítána obvykle z časových úseků 4 až 8 sekund 

(100 až 200 snímků při snímkové frekvenci 25 snímků za sekundu). 

(a)    (b)    (c) 

   

N = 20          

   

N = 60          

   

N = 100         

Obr. 22 - Úprava masky prahováním a morfologickým uzavřením 

 

5.3 Detekce pohybujících se objektů pomocí odhadu optického toku 

Primárními metodami pro detekci pouze pohybujících se objektů byly metody pro 

odhad vektorů rychlostí optického toku mezi po sobě jdoucími snímky. Z odhadnutých 
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vektorů potom bylo kromě rychlosti také možné přímo stanovit směr detekovaných 

objektů, který byl dále využit v závěrečných fázích shlukování vektorů optického toku. 

5.3.1 Výpočet optického toku pomocí sum absolutních diferencí 

Jednou ze starších technik pro odhad vektorů optického toku je využití algoritmu 

pro výpočet sum absolutních diferencí (SAD). 

Na Obr. 23 jsou zobrazeny vybrané výsledky výpočtu optického toku s využitím 

metriky SAD. Optický tok byl počítán pro čtyři různá rozlišení a vždy mezi snímky n 

a n+5 (zvětšení rozestupu mezi snímky má za následek zvětšení vektorů rychlosti 

a následnou deformaci tvaru detekovaného objektu a také nutnost zvětšovat vzdálenost 

prohledávání). Velikost makrobloku B byla zvolena 8×8 a 16×16 pixelů. Vzdálenost 

prohledávané oblasti  byla nastavena na 2,5 násobek velikosti makrobloku. Ze získaných 

výsledků je zřejmé, že při velkých rozlišeních (800×600 a 512×384 pixelů) dochází 

k výpočtu optického toku i na statických monochromatických plochách. Nežádoucí efekt je 

způsoben tím, že „jednolité“ plochy (stíny, části vozovky atd.) jsou větší než prohledávaná 

oblast a je na nich také vypočítán minimální rozdíl intenzit jasu mezi oběma snímky. Tento 

problém lze odstranit zvětšením makrobloku a prohledávané oblasti nebo zmenšením 

rozlišení snímků. Zmenšením rozlišení se podstatně sníží doba na výpočet optického toku. 
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Obr. 23 - Odhad optického toku metodou SAD 

Metoda SAD řeší výpočet optického toku mezi dvěma statickými snímky tzv. 

„hrubou silou“. Algoritmus je jednoduchý, přesný a lze nastavovat více parametrů 

(velikost makrobloku, velikost prohledávacího (výběrového) okna). Nevýhodou byla velká 

výpočetní a časová náročnost celé implementované metody a z tohoto důvodu nebyla 

nakonec do systému implementována. V oblasti digitálního zpracování obrazu je metrika 

SAD v současné době zahrnuta do širšího pojmu Template Matching [39]. 

5.3.2 Výběr a implementace diferenční metody pro odhad optického toku 

V dalších fázích návrhů pokročilejších metod pro kvalitativní rozpoznávání objektů 

z oblasti železničního přejezdu bylo třeba posoudit, která z výše popsaných diferenčních 

metod pro odhad optického toku se bude dále používat. Za tímto účelem byl vyvinut 

speciální GUI program (Obr. 24), který pomocí systémových objektů (knihovna Computer 

Vision Systém Toolbox [44], kap. 5) umožňuje testování metod L-K a H-S, které jsou 

v Matlabu právě pomocí systémových objektů přímo implementovány. Systémové objekty 

automaticky pracují se stavovou informací, indexováním a ukládáním dat do pomocných 

bufferů, což je výhodné zejména při zpracování rozsáhlého a souvislého toku dat. Také 

podporují generování C kódu, který umožňuje pozdější nasazení navržených algoritmů do 

real-time aplikací a zařízení. 
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Obr. 24 - Program na testování metod pro výpočet optického toku 

Vstupem do programu byly filmové sekvence z oblasti železničního přejezdu. Za 

tímto účelem byly pořízeny a vybrány dvě různě dlouhé sekvence (17,6 s a 74,1 s) a každá 

navíc transformována do rozlišení 256×192 a 640×480 pixelů. Program umí měřit-

vypočítat skutečný čas potřebný pro výpočet vektorů rychlosti optického toku, který bude 

porovnáván s délkou zvolené filmové sekvence. Při povolené vizualizaci navíc plynule 

zobrazuje vektory optického toku počítané mezi snímky včetně následného prahování 

(bude dále využito při kvalitativním porovnání metod) těchto vektorů v jednotlivých 

snímcích. 

Hlavními kritérii pro výběr metody byly: 

1. Doba výpočtu (uplynulý čas) optického toku příslušnou metodou 

2. Kvalitativní porovnání výstupů z obou testovaných metod 

 

Doba výpočtu (uplynulý čas) optického toku příslušnou metodou 

Testování metody Horn-Schunck 

U této metody je možné nastavovat několik vstupních parametrů, z nichž 

nejdůležitější jsou tyto následující [44]: 

 koeficient vyhlazení (Smoothness factor)   (4.54) 

 maximální počet iterací (Maximum iterations) 

 odhad optického toku mezi n snímky (Compute OF between frames) 
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Vypočítané hodnoty (Elapsed time) s vypnutou i zapnutou vizualizací v závislosti na 

měnících se vstupních parametrech jsou uvedeny v Tab. 3. Každá výsledná hodnota byla 

vypočítaná jako aritmetický průměr z pěti po sobě následujících měření. 

Tab. 3 - Testování metody Horn-Schunck 

 

Pro tři v tabulce modře označené varianty jsou na Obr. 25 zobrazeny vypočítané 

vektory rychlosti optického toku včetně výsledků po prahování vypočítaných matic 

vektorů optického toku. 

 

Obr. 25 - Zobrazení vektorů optického toku vypočítaného metodou H-S a jejich prahování 

Varianta 1 představuje optimální volbu vstupních parametrů. Varianta 2 počítá 

vektory optického toku mezi pixely každého desátého snímku. Výsledkem po prahování je 
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poměrně necelistvá, nehomogenní maska detekovaného objektu. Varianta 3 ( = 0,001) 

eliminuje druhou přidanou část chybového členu HS . Matice vektorů rychlostí je tak 

počítána i pro velké změny složek rychlostí a výsledek prahování je tak „na pohled“ méně 

kvalitní (bude ověřeno ve druhé, kvalitativní fázi testování). 

Z Tab. 3 dále vyplývá, že při rozlišení 256×192 pixelů je samotný výpočet 

optického toku kratší než délka filmová sekvence (výpočet je tak prováděn v reálném čase, 

současně při přehrávání videosekvence rychlostí 20 snímků za sekundu). To již neplatí pro 

rozlišení 640×480 a vyšší (červené hodnoty). 

 

Testování metody Lucas-Kanade 

Na tuto metody mají rozhodující vliv tyto vstupní parametry: 

 volba separabilního filtru (Temporal gradient filter) [36] 

 odhad optického toku mezi n snímky (Compute OF between frames) (volba je 

přístupná pouze při zvoleném filtru) [44] 

Stejným způsobem (jako u metody Horn-Schunck) jsou vypočítané hodnoty (Elapsed time) 

uvedeny v Tab. 4. 

Tab. 4 - Testování metody Lucas-Kanade 
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Pro dvě označené varianty jsou na Obr. 26 opět zobrazeny vypočítané vektory 

optického toku a jejich následné prahování. 

 

Obr. 26 - Zobrazení vektorů optického toku vypočítaného metodou L-K a jejich prahování 

Optimální volbu představovala varianta 4 se zvoleným diferenčním filtrem. Ve 

variantě 5 byl použit gradientní filtr typu Derivative of Gaussian. Výpočet je dvojnásobně 

časově náročný. Metoda Lucas-Kanade při rozlišení 256×192 pixelů počítává v Matlabu 

optický tok včetně prahování v reálném čase i při zapnuté vizualizaci. 

Na základě výše vypočítaných hodnot (Elapsed time) z obou tabulek bylo možné 

konstatovat: 

 na použitých datech byla implementovaná metoda Lucas-Kanade rychlejší 

 nejvhodnější byla varianta 4 (Lucas-Kanade, Difference filter, Between 

frames = 1) (viz Obr. 27) 

 

Obr. 27 - Výpočet optického toku metodou Lucas-Kanade (optimální varianta) 
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Kvalitativní porovnání výstupů z obou testovaných metod 

Pro kvalitativní posouzení obou metod (H-S) a (L-K) bylo zvoleno kritérium 

v podobě počtu lišících se obrazových bodů masky objektů. Velikost diference ve vztahu 

k referenční masce pak představuje chybu navržené metody. Z těchto důvodů byla zvolena 

statistická metoda MSE (Mean Squared Error) [45], která objektivně posuzuje kvalitu 

výstupů obou metod ve vztahu k referenčnímu snímku (masce). Referenční snímky, 

vypočítané metodou stanovení masky (kap. 5.2) s následným prahováním, byly potom 

pomocí MSE porovnávány s výstupy metod pro výpočet optického toku. Výstupem u obou 

metod (L-K a H-S) byla komplexní matice ve tvaru OF = [vx, jvy] (dále budu používat 

formálnější zápis OF = [U, jV], kde matice U obsahuje horizontální a matice V obsahuje 

vertikální složky vektorů rychlostí optického toku). Z matice OF byly dále vypočítány 

absolutní hodnoty jednotlivých vektorů rychlosti a vytvořena tak matice |OF|. Tato skalární 

matice byla nakonec také předmětem prahování s následným morfologickým uzavřením 

(5.5) a vytvořena tak maska na porovnání. Nyní je možné dosadit do vztahu pro výpočet 

MSE: 

     √
∑ ∑ (            )  

   
 
   

   
 (5.6) 

kde       a        jsou hodnoty pixelů referenční masky a masky právě porovnávané 

metody, součin M∙N určuje celkové rozlišení porovnávaných obrazů. 

Vlastní testování bylo provedeno pomocí výše popsané GUI aplikace na sadě 

několika stovek snímků z výše uvedených video sekvencí, reprezentujících různé dopravní 

situace v oblasti železničního přejezdu. Snímky byly potom podle obsahu roztříděny do 

šesti kategorií. Obr. 28 reprezentuje šest vybraných případů z jednotlivých kategorií. 

 

Obr. 28 - Vybrané situace pro výpočet MSE 
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V Tab. 5 jsou obsaženy výsledky obou porovnávaných metod a výpočty MSE pro 

vybrané případy. V prvním sloupci jsou zobrazeny masky získané metodou Background 

Estimation (kap. 4.2.1). Ve druhém a třetím sloupci jsou zobrazeny výstupy z metod H-S 

a L-K včetně výpočtu MSE. 

Tab. 5 - MSE – výpočet pro vybrané situace 

No. Reference Horn-Schunck Lucas-Kanade 

1 

   

 MSE = 0.1245 MSE = 0.1355 

2 

   

 MSE = 0.1953 MSE = 0.1914 

3 

   

 MSE = 0.1281 MSE = 0.1379 

4 

   

 MSE = 0.3998 MSE = 0.3118 

5 

   

 MSE = 0.3949 MSE = 0.3754 

6 

   

 MSE = 0.3235 MSE = 0.3181 
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Vypočítané hodnoty MSE jsou pro lepší přehlednost a porovnatelnost prezentovány 

grafem na Obr. 29. 

 

Obr. 29 - Graf výpočtů MSE 

Měření byla provedena na reprezentativním výběru snímků, nicméně nebyly zcela 

posouzeny situace za různých světelných podmínek, což bude předmětem pozdější etapy 

testování. 

Při kvalitativním srovnání pomocí MSE je možné na základě vypočítaných 

výsledků konstatovat, že obě metody vykazují podobné výsledky (rozdíly jsou pouze 

v jednotkách procent) v závislosti na testované situaci. Obě metody jsou srovnatelné, 

a proto byla v další etapě zpracování obrazové informace použita výpočetně rychlejší 

metoda Lucas-Kanade. 

5.4 Segmentace a separace detekovaných objektů shlukováním 

Pro sofistikovanější způsob určení inicializačních centroidů, který bude použit dále 

nad reálnými daty, bylo využito binárního obrazu masky (kap. 5.2), ze kterého již lze určit 

počet celistvých objektů a výpočtem 2D mediánů nad detekovanými objekty tak definovat 

inicializační centroidy. Na Obr. 30 je znázorněn postup určení inicializačních centroidů pro 

shlukování K-means (originál, získaná maska (vztahem (5.1)) a binární obraz 

s vypočítaným a vyznačeným mediánem - centroidem). 
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Obr. 30 - Určení centroidů pomocí binárního obrazu masky 

 

5.4.1 K-means shlukování normalizovaných a vážených vektorů optického 

toku 

Z důvodu správného chování bylo dále třeba shlukovací algoritmus zoptimalizovat 

dodatečným váhováním již dříve znormalizovaných vektorů - sloupců matice A 

(kap. 4.3.2), které významně ovlivňovalo výsledky shlukování. Normalizovaná matice 

Anorm,w s přidanými váhovými koeficienty měla potom tvar: 
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 (5.7) 

kde wc je váhový koeficient pro obě prostorové souřadnice (x,y), wa je váhový 

koeficient amplitud amp a wf je váha úhlů  vektorů optického toku. 
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Funkčnost celého navrženého K-means algoritmu včetně všech metod, které se na 

jeho činnosti podílely (metoda L-K pro odhad optického toku, metoda stanovení masky pro 

určení inicializačních centroidů), byla ověřena na stovkách snímků z vybraných 

videosekvencí. Na Obr. 31 jsou demonstrovány dvě vybrané typické situace z oblasti 

železničního přejezdu. Z výsledků je zřejmé, že navržený způsob výpočtu počátečních 

centroidů je vhodný pro separované objekty a algoritmus shlukování pracuje správně. 

 

Obr. 31 - K-means shlukování separovaných objektů 

 

Problémy nastaly, pokud se více míjejících objektů překrývalo. Pro tyto objekty se 

v tomto případě logicky počítal pouze jeden medián - centroid. Na Obr. 32 je příklad 

shlukování dvou míjejících objektů a prezentován vliv váhování amplitud (wa) a úhlů (wf). 
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U varianty (a) je větší váha na vektoru , tím došlo k vytvoření shluku pouze v objektu 

jednoho směru. U varianty (b) s větší vahou na vektoru amp je shluk vytvořen z vektorů 

optického toku obou překrytých objektů. Problém bude dále řešen. 

 

a) wa = 2, wf = 3                              b) wa = 3, wf = 2 

Obr. 32 - Vliv vážených vektorů na výsledky shlukování dvou míjejících se objektů 

 

Na Obr. 33 je příklad relativně komplikované situace. Jednalo se o shlukování pěti 

objektů, z nichž tři se překrývaly. Přesto byly pomocí optického toku identifikovány 

objekty s opačným směrem pohybu, ale již nesprávně přiřazeny do obou existujících 

shluků. Třetí, z pohledu perspektivy nejvzdálenější centroid, nebyl ve výpočtu využit, 

protože pro tento již „nepohyblivý“ objekt (dáno pozicí snímací kamery) nebyl vypočítán 

žádný optický tok (pomocí Background estimation byl detekován statický objekt). 

Na základě empirických poznatků byly hodnoty váhových koeficientů nakonec 

stanoveny v tomto poměru: wa : wf : wc = 1 : 2 : 3. Největší vliv měly souřadnice (x,y) 

vektorů optického toku (prokázáno dále viz Obr. 35), nejmenší naopak amplitudy 

optického toku (vektory optického toku s amplitudou menší než je 0,1|OFmax| nebyly 

v metodě již předmětem shlukování). 
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wa = 1, wf = 2, wc = 3 

Obr. 33 - Shlukování více překrytých objektů 

 

Určování inicializačních centroidů ci výše navrženým způsobem (výpočtem 

mediánů nad detekovanými celistvými objekty) se u překrývajících se objektů ukázalo jako 

ne zcela vhodné řešení. Z tohoto důvodu byla navržena metoda, která využívala směrových 

vlastností vektorů optického toku. 

Mějme n komplexních vektorů pi z množiny PC, které jsou rozřazovány do dvou 

disjunktních podmnožin S1 a S2. Podle velikosti vypočítaného úhlu-směru  se potom určí 

příslušnost vektorů pi ke konkrétní skupině, která je definována pomocným vektorem h, 

jehož jednotlivé prvky hi mohou nabývat hodnot 1 nebo 2 dle vztahu: 

    {
        (  )  〈     〉

        (  )  〈     〉
}      (5.8) 
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kde    a    jsou mezní úhly definující výseč prohledávaného prostoru v jednom směru.    

a    definují výseč druhého, v mém případě opačného směru. Výseče jsou vůči sobě 

disjunktní. 

Implementovaný algoritmus vyhledává v získané binární masce M postupně nad 

každým detekovaným celistvým objektem (množinou Pi) hodnoty úhlů  (  ) vektorů 

optického toku vypočítaných z matice OF = [U, jV] (kap. 5.3.2) a přiřazuje je (jejich 

souřadnice) do příslušné skupiny. Pro každou skupinu je potom zvlášť ze souřadnic 

vypočítán medián a určen tak příslušný centroid. Kritériem, zda celistvý objekt představuje 

ve skutečnosti dva míjející se objekty, bylo nalezení minimálního počtu vektorů opačného 

směru. V případě, že vektorů jednoho směru bylo méně než stanovené kritérium, byl 

detekován pouze jeden objekt a centroid byl určen ze skupiny obsahující dominantní počet 

vektorů příslušného směru. Mějme tedy k vektorů jednoho směru a l vektorů opačného 

směru (v jedné skupině - shluku). Potom je možné definovat vztah, kterým určíme, zda se 

jedná pouze o jeden objekt nebo vektory reprezentují objekty dva, např. takto: 

               [ ]  {
           

       (   )

   
      

           
       (   )

   
      

 (5.9) 

kde dp je výše zmiňované kritérium v procentech
12

. 

Navržený algoritmus neřeší více překrytých objektů pohybujících se stejným 

směrem, ty byly pak považovány za jeden objekt. Na Obr. 34 je na sekvenci snímků 

prezentována funkčnost výše navrženého algoritmu. Shlukování pracuje správně 

i v případě překrytých objektů, u kterých je algoritmus na základě směrovosti optického 

toku schopen detekovat objekty s opačným směrem pohybu. 

Výsledek separace a správné detekce míjejících se objektů určený na základě 

směrovosti a shlukování vektorů optického toku je potom konkrétně prezentován na Obr. 

34 pravým sloupcem. Je zřejmé (snímek 114 - 122), že tam, kde detekce realizovaná 

výpočtem masky na základě odhadu pozadí míjející se objekty nerozpozná (překrývající se 

objekty představují v masce vždy jeden objekt – jeden centroid), metoda shlukování 

vektorů optického toku opačných směrů byla úspěšnější. Separace objektů byla počítána 

při výše nastavených váhových koeficientech (wa = 1, wf  =2,  wc = 3). 

  

                                                 
12

 Na základě zkušeností bylo minimum (dp) stanoveno jako 15 % vektorů jednoho směru z celkového počtu 

vektorů v dané skupině – shluku. 
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optický tok        maska     shlukování optického toku         separace objektů 

Obr. 34 - Funkční shlukování a separace míjejících se objektů (wa = 1, wf = 2, wc = 3) 
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Na Obr. 35 je prezentován vliv váhových koeficientů úhlu-směru wf  a souřadnic wc 

vektorů optického toku při separaci objektů. Ve variantě a), kdy byl větší důraz kladen na 

směrovost optického toku než na jeho souřadnice (wf  = 3, wc = 2), došlo k částečnému 

selhání shlukování a tedy i k chybné separaci objektů. Varianta b) s větším důrazem na 

souřadnice-umístění vektorů optického toku (wf  = 2, wc = 3) prezentuje kvalitnější separaci 

detekovaných objektů. 

 

 

    

    

a) wa = 1, wf  = 3,  wc = 2         b) wa = 1, wf  =2,  wc = 3 

Obr. 35 - Vliv vážených vektorů na výsledek separace objektů 
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5.5 Metoda sledování objektů 

Objekty, které vstupovaly do procesu sledování, byly nejprve automaticky 

detekovány v bloku pro výpočet masky (výše popsanými algoritmy nad binární maskou) 

ještě v místě před vstupem do oblasti železničního přejezdu. 

Na Obr. 36 je zobrazen výsledek výše popsaného algoritmu pro výpočet koeficientu 

podobnosti Ri vztahem (4.72), kap. 4.4. Pro objekty pohybující se směrem ke kameře a při 

stále stejné velikosti šablony, ve které se nacházel pouze sledovaný objekt (nebo jeho část), 

algoritmus pracoval správně. Pro zvýšení počtu hran byl v metodě aplikován Sobelův 

hranový operátor. 

 

                                       originál                                      šablona                              hrany v šabloně 

Obr. 36 - Sledování objektu s konstantní velikostí šablony 

Na Obr. 37 je prezentován příklad tmavého objektu pohybujícího se v opačném 

směru vzhledem k Obr. 36. Pravý sloupec představuje akumulátor obsahující jednotlivé 

koeficienty podobnosti ri a pomocí kříže je zobrazováno vypočítané maximum, které 

definuje pravý dolní roh hledané šablony. Od snímku č. 273 můžeme sledovat možné 

selhání metody (šablona se přestala posouvat spolu se sledovaným objektem), které bylo 



 5 Systém pro monitorování železničního přejezdu 

70 

způsobeno malým počtem hran v tmavém objektu a přítomností hran od jiných 

nežádoucích objektů (závory, sloupy) ve stále stejně velké masce, ale zmenšujícím se 

sledovaném objektu. Bylo tedy třeba vyřešit dva problémy: 

1. Nalézt způsob jak zvýšit počet hran 

2. Dynamicky obměňovat rozměry šablony Ti 

 

                  originál                                  šablona                               hrany šablony                       akumulátor 

Obr. 37 - Selhání při sledování objektu  
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5.5.1 Sledování objektu v barevném modelu HSV 

Dosud se ve všech předchozích metodách pracovalo s intenzitou jasu, složkou 

sestavenou ze složek RGB modelu. Veškeré snímky byly pro další zpracování převáděny 

do odstínů šedi. Po použití hranových operátorů mohou potom šedotónové snímky 

obsahující např. tmavé objekty vykazovat v těchto objektech nedostatek hran. Řešením 

bylo nalézt takový přístup, který by vykazoval menší citlivost na změnu jasu a větší např. 

na změny barevných hodnot. Takovým řešením, které vyhovovalo výše zmíněnému 

požadavku, bylo použití např. barevného modelu HSV (kap. 4.1.1). 

Příklad zobrazení jednotlivých složek modelu HSV ze získané šablony T vybraného 

snímku a aplikace Sobelova hranového operátoru na jednotlivé složky je na Obr. 38. 

                               H                                                              S                                                               V 

Obr. 38 - Separace HSV složek ze získané šablony T 

Z Obr. 38 je zřejmé, že největší počet hran (a bez parazitních hran patřících 

okolním objektům) obsahuje šablona vypočítaná z barvonosné složky H, která byla dále 

využita při optimalizaci metody sledování objektu. 

Na Obr. 39 je prezentována sekvence snímků, na které již bylo aplikováno 

sledování v barevném modelu HSV, při kterém ale byla každá šablona Ti určována vždy 

z celého snímku I. Vlivem tentokrát nadměrné segmentace okolí při výpočtu šablony se 

objevilo v obraze I další maximum (viz levý horní roh akumulátoru, snímek č. 272), které 

bylo nalezeno jako první a došlo k tzv. „odskočení“ z původní trajektorie sledování. 
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Obr. 39 - Selhání při sledování objektu v modelu HSV vlivem nadsegmentace okolí 

 

5.5.2 Sledování objektu v modelu HSV s dynamicky definovanou šablonou 

Výše zmiňované problémy byly vyřešeny tak, že se šablony Ti nepočítaly z celého 

snímku I, ale pouze v prohledávaném okně . Velikost prohledávaného okna byla 

empiricky zvolena o 30 % větší než byla velikost šablony. Dále byl do metody sledování 

implementován krok, ve kterém byly pomocí metody Backround Estimation v každém 

desátém snímku určovány aktuální rozměry nové šablony Ti+1. 

Na Obr. 40 je na vybrané sekvenci snímků demonstrován účinek navržených úprav, 

které byly využity v subsystému shlukování. Ve vypočítaných šablonách Ti (algoritmem 

sledování) byly vždy nalezeny středy Si, které se potom staly inicializačními centriody ci 

pro blok shlukování K-means. Centroidy ci mohou být dále využity např. pro automatické 

vykreslování trajektorie sledovaného objektu. 

Na Obr. 41 je sekvence s přibližujícím se objektem (šablona se dynamicky 

zmenšovala), na níž bylo ověřeno, že výše popsaný a implementovaný algoritmus pracoval 

i v tomto případě správně. 

Sledování objektů (Object Tracking) se v závěrečné fázi práce netestovalo, jelikož 

nebylo zakomponováno do komplexního systému (práce řešila problematiku sledování 

pouze jednoho objektu a to separovaně). 
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sledovaný objekt                            akumulátor                         shlukované vektory 

Obr. 40 - Sledování vzdalujícího se objektu pomocí dynamického výpočtu šablony 

 

 

Obr. 41 - Sledování přibližujícího se objektu pomocí dynamického výpočtu šablony  
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6 Ověření a zhodnocení navržených metod 

Z důvodu ověření, zda jednotlivé implementované metody i systém pracují správně, 

bylo na závěr práce provedeno testování jak systému jako celku, tak i jednotlivých metod. 

Účelem bylo zjistit chování metod, jejich úspěšnost a přesnost na základě uvedených 

hodnotících parametrů (kap. 6.2) v závislosti na dále popsaných situacích. 

Otestování jednotlivých metod implementovaných v navrženém systému bylo 

realizováno na testovacích datech, která byla pořízena ze dvou míst pardubického regionu 

(na železničních přejezdech Stéblová a Pardubice-Slovany). Množina testovacích dat byla 

tvořena pěti videosekvencemi pořízenými z různých stanovišť. Sekvence byly záměrně 

zvoleny tak, aby se v nich vyskytovaly záběry z různých úhlů snímání, aby navržené 

algoritmy byly otestovány za různých světelných a povětrnostních podmínek a různé 

hustoty dopravy. Délky sekvencí, celkový počet objektů (zjištěných nezávisle na systému 

subjektivním pozorováním vozidel, cyklistů i chodců v oblasti zájmu) a další parametry 

jsou uvedeny v Tab. 6. 

Tab. 6 - Video sekvence použité pro hodnocení monitorovacího systému 

 
Délka 
[min] 

Celkový 
počet 

objektů 

Světelné 
a povětrnostní 

podmínky 

Pozice kamery 
(vzdálenost*) 

Sekvence 1  30 284 slunečno, ostré světlo Stéblová 1 (15 m) 

Sekvence 2  62 296 oblačno, déšť, vítr Stéblová 3 (24 m) 

Sekvence 3  64 154 oblačno, déšť, vítr Stéblová 2 (25 m) 

Sekvence 4  58 72 zamračeno, déšť, sníh Stéblová 3 (24 m) 

Sekvence 5  20 112 
polojasno, snížená 
kvalita videa 

Slovany (16 m) 

* vzdálenost kamery byla měřena od středu železničního přejezdu (Příloha D) 

Na základě pořízených sekvencí bylo nutné důležité počáteční parametry systému 

optimálně nastavit tak, aby se při testování jednotlivých sekvencí již nemusely měnit 

(z důvodu objektivního hodnocení). Jednalo se zejména o rozlišení zpracovávaných 

snímků (všechny snímky byly transformovány na rozlišení 256×192 pixelů) a mezní 

velikost (plochu) detekovaných objektů, která definovala objekty, které ještě byly v oblasti 

zájmu dalšího zpracování. 

Na Obr. 42 je demonstrován vliv povětrnostních podmínek na detekci objektů 

(Sekvence 3). Systém je schopen detekovat objekty jako např. větrem rozhýbané větve 

či dokonce dešťové kapky na objektivu kamery, které byly označeny jako nežádoucí 

objekty (viz světle modré rámečky) a byly nadále v systému odfiltrovány. 
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Na Obr. 43 je prezentována situace za silného větru, kdy byly „správně“ 

detekovány i kývající se větve (představovaly objekty svou velikostí již srovnatelné 

s pohybujícími se osobami nebo malými vozidly), i když se nejednalo o relevantní objekty. 

 

Obr. 42 - Vliv povětrnostních podmínek na detekci objektů (BE) 

 

 

Obr. 43 - Problém detekce objektů za silného větru (BE) 
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Výše uvedený problém při silném větru byl vyřešen vhodným umístěním kamery 

(kolmo na přejezd) a zavedením tzv. definované oblasti – regionu zájmu (ROI), ve které se 

již nacházel pouze přejezd (pokud možno bez nežádoucích objektů). Příklad detekce 

obsazenosti železničního přejezdu za silného větru je na Obr. 44. 

 

 

Obr. 44 - Detekce obsazenosti přejezdu za silného větru (BE) 

 

6.1 Příklady a posouzení vybraných sekvencí 

Na následujících příkladech jsou z vybraných sekvencí demonstrovány úspěšné 

i neúspěšné výsledky separace detekovaných objektů na základě implementovaných metod 

navrženého systému (výstup systému). Z důvodu univerzálnosti celého systému byla 

realizována pomocná funkce pro manuální vytvoření definované oblasti ROI přímo v místě 

přejezdu a to dle polohy snímací kamery a rozměrů železničního přejezdu. Rámečky 

reprezentují separované shluky vektorů rychlosti optického toku (červené rámečky 

označují objekty nacházející se přímo na přejezdu (v ROI) – přejezd je obsazen; zelené 

označují objekty detekované mimo ROI). 
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Na Obr. 45 jsou uvedeny vybrané situace ze sekvence 1. Poslední situace (dolní 

dvojice snímků) znázorňuje neúspěšnou detekci a separaci objektů, která byla způsobena 

nadměrnou velikostí překrývajících se objektů, což bylo způsobeno nevhodným umístěním 

snímací kamery (malá vzdálenost, nevhodný úhel snímání) a velkou hustotou provozu. 

 

 

Obr. 45 - Příklady výsledné separace objektů (sekvence 1) 
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Na Obr. 46 jsou postupně prezentovány příklady z pořízené sekvence 2. Jedná se 

o detekce a separace pohybujících se chodců v zakázané oblasti, dvou proti sobě jedoucích 

a míjejících se vozidel (metodou BE by byl detekován pouze jeden objekt) a tří v jednom 

směru za sebou jedoucích vozidel. Úspěšnost separací byla v tomto případě dána zejména 

umístěním kamery a to kolmo na železniční přejezd i na pohybující se objekty. 

 

 

Obr. 46 - Příklady výsledné separace objektů (sekvence 2) 
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Příklady ze sekvence 4 (špatné počasí, sníh, řídký provoz) jsou demonstrovány na 

Obr. 47. První příklad správně detekuje a separuje dvě protijedoucí vozidla. Druhý příklad 

znázorňuje úspěšnou detekci velkého vozidla s návěsem i přívěsem. Poslední příklad 

demonstruje nepřesnou detekci dlouhého vozidla (tahače s prázdným návěsem). Příčinou 

nepřesné detekce byly rozdílné rozměry samotného tahače a nízkého a dlouhého návěsu 

a zejména rozdílné barvy obou rozdílných částí celého vozidla. Vliv na rozdělení celého 

objektu mají obecně nežádoucí překážky (stojící vozidla, sloupy, závory atd.). I tak je 

zřejmé, že systém je schopen pracovat i za zhoršených světelných podmínek. 

 

Obr. 47 - Příklady výsledné separace objektů (sekvence 4)  
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V rámci fakultního projektu byla k otestování získána externí data z přejezdu 

Slovany v Pardubicích. Jednalo se o záměrně méně kvalitní snímky pořízené z běžné 

průmyslové kamery dlouhodobě připevněné v několika metrové výšce na sloup místního 

osvětlení. Z příkladů je patrné, že implementované metody dokáží úspěšně zpracovat 

i nekvalitní obrazovou informaci. Úspěšnost detekce i separace byla podmíněna zejména 

vhodným umístěním snímací kamery. V metodě shlukování se v tomto případě uplatnil 

váhový koeficient souřadnic - poloh vektorů optického toku. 

 

Obr. 48 - Příklady výsledné separace objektů (sekvence 5) 
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6.2 Výpočet hodnotících parametrů 

Na základě doposud získaných a ověřených výsledků získaných z testovaných 

sekvencí bylo možné konstatovat, že navržený systém detekoval obsazenost železničního 

přejezdu spolehlivě. Bez ohledu na počet, rychlost nebo směr pohybujících se objektů byla 

obsazenost sledované oblasti přejezdu vždy systémem detekována. 

Cílem práce však bylo provést přesnější a sofistikovanější detekci a separaci 

jednotlivých objektů, a to za účelem zjištění jejich počtu, směru pohybu a polohy 

v definované oblasti. 

Z těchto důvodů byly pro kvalitnější vyhodnocení jednotlivých metod i celého 

systému zavedeny následující výrazy, které indikovaly, zda: 

 Objekt byl oběma metodami (BE a OF) správně detekován, nebo chybně 

(falešné objekty). 

 Separace detekovaných objektů shlukováním vektorů optického toku metodou 

K-means byla provedena správně, či nikoliv. 

Na základě výše uvedených výrazů byly dále definovány následující hodnotící 

parametry: 

 

                  (     )

 
                                  

                     
 

(6.1) 
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(6.2) 

 

                   (        )

 
                                  

                                  
 

(6.3) 

Úspěšnost celého systému je potom dána jako: 

                   
                                  

                     
 (6.4) 

 

Správně detekované nebo separované objekty jsou takové objekty, u kterých byla 

prokazatelně a nezávisle na testovaném systému (jiným nezávislým subjektem) ověřena 

správná detekce či separace nepřetržitě během celého jejich pohybu (bez jakéhokoliv 

výpadku v jednotlivých snímcích) v definované oblasti zájmu (ROI). Správná detekce 



 6 Ověření a zhodnocení navržených metod 

82 

znamená, že např. dvě těsně za sebou jedoucí vozidla jsou detekována skutečně jako dva 

objekty a ne jeden (negativní vlastnost metody BE při výpočtu masky). Správná separace 

je potom taková separace, která umí odlišit více za sebou jedoucích vozidel nebo dvě 

míjející se protijedoucí vozidla (pozitivní směrová vlastnost vektorů optického toku). 

Počty správně či nesprávně detekovaných objektů oběma metodami BE a OF 

a správně separovaných objektů metodou K-means, a to v oblasti ROI, jsou obsaženy 

v Tab. 7, grafická reprezentace dat je potom na Obr. 49. Z podobnosti grafů a) a b) lze 

konstatovat, že na základě pořízených video sekvencí jsou výsledky obou detekčních 

metod BE a OF srovnatelné. 

Tab. 7 - Počet detekovaných a separovaných objektů 

 

Celkový 
počet 

objektů* 

Detekovaných objektů Správně 
separovaných 

objektů 
(OF, K-means) 

metodou BE metodou OF 

správně chybně správně chybně 

Sekvence 1  284 241 39 256 38 223 

Sekvence 2  296 280 24 282 26 273 

Sekvence 3  154 136 11 132 13 128 

Sekvence 4  72 70 9 68 12 66 

Sekvence 5  122 118 16 120 23 119 

* relevantních objektů zjištěných subjektivním pozorováním 
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b) 

 

c) 

Obr. 49 - Grafy detekovaných a separovaných objektů 

Graf na Obr. 49c) zobrazuje počty správně separovaných objektů jednotlivých 

video sekvencí. Úspěšnost separace (realizována K-means shlukováním vektorů optického 

toku) byla přímo závislá na úspěšné detekci objektů metodou OF. 

 

Tab. 8 obsahuje vypočítané výše popsané hodnotící parametry včetně úspěšnosti 

celého systému (pravý sloupec). Na Obr. 50 je graf celkové úspěšnosti systému, pomocí 

kterého bylo možné komplexně posoudit kvalitu celého navrženého systému. 
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Tab. 8 - Hodnotící parametry testovaného systému 

 
Detekce metodou BE Detekce metodou OF Úspěšnost 

separace 
(OF, K-means) 

Úspěšnost 
systému úspěšnost přesnost úspěšnost přesnost 

Sekvence 1  0,849 0,861 0,901 0,871 0,871 0,785 

Sekvence 2  0,946 0,921 0,953 0,916 0,968 0,922 

Sekvence 3  0,883 0,925 0,857 0,910 0,970 0,831 

Sekvence 4  0,972 0,886 0,944 0,850 0,971 0,917 

Sekvence 5  0,967 0,881 0,984 0,839 0,992 0,975 

 

 

Obr. 50 - Graf úspěšnosti celého systému 

Z grafu na Obr. 50 vyplývá, že nejmenší úspěšnost (78,5 %) vykazoval systém při 

zpracování sekvence 1. Neúspěšnost a nepřesnosti detekcí a separací objektů byly 

způsobeny zejména vlivem zvýšeného provozu (po zvednutých závorách) spolu 

s nevhodným umístěním snímací kamery. Vozidla jedoucí těsně za sebou byla (metodou 

BE) často detekována jako vozidlo jedno, a tím došlo k chybnému určení správného počtu 

centroidů. Takto vzniklé chyby byly potom propagovány do dalších metod systému. 

Vlivem nevhodného úhlu kamery docházelo v některých případech u vzdálených objektů 

(jevily se již jako nepohyblivé i v ROI) k absenci vektorů optického toku a nemožnosti tak 

detekovat tyto objekty pomocí metody OF. 

Největší úspěšnost měl systém při zpracování sekvence 2 (92,2 %) a sekvence 5 

(97,5 %). Hlavní podíl na úspěšných konečných separacích detekovaných objektů mělo 

vhodné umístění statické kamery. Umístění kamery bylo realizováno buď kolmo na 

železniční přejezd i na pohybující se objekty (v systému byla využita implementovaná 

separace míjejících objektů) nebo snímala přejezd z nadhledu, míjející se objekty se potom 

nepřekrývaly, čímž se zvýšila úspěšnost i přesnost detekčních metod a byla tak i zvýšena 

úspěšnost separace objektů.  
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7 Závěr 

Dizertační práce se zabývá problematikou návrhu a implementace metod pro 

detekci obsazenosti železničního přejezdu. V úvodu práce je popsán stav zabezpečení 

železničních přejezdů v České republice a v současné době používané způsoby detekce 

objektů z definované oblasti zájmu. 

Významnou částí práce byl výběr a analýza metod pro obrazovou detekci 

a segmentaci statických i dynamických objektů. Na základě specifikovaných požadavků 

a po realizaci navržených testů byly zvoleny, implementovány a postupně optimalizovány - 

rozdílová metoda pro výpočty masek využívající kumulativní metody pro odhad pozadí 

(BE) a metoda Lucas-Kanade pro odhad vektorů optického toku (OF) - metody zvolené 

pro prvotní detekci objektů. Výhodou metody BE je schopnost detekce statických 

i dynamických objektů, ale při využití kumulativní metody pro výpočet pozadí je pomalejší 

než metoda OF. Metoda BE byla využita pouze pro určení počátečních centroidů pro fázi 

segmentace. Vlastní detekce objektů byla realizována metodou OF. Pro detekci statických 

objektů byla navržena a rozpracována metoda pro sledování objektů. 

Pro následnou segmentaci detekovaných objektů byl navržen algoritmus K-means 

určený ke shlukování získaných vektorů optického toku. Důvodem pro výběr algoritmu K-

means byla jeho jednoduchost a vysoká rychlost za předpokladu správného odhadu 

počátečních centroidů. Jednotlivé centroidy byly v počáteční fázi výzkumu určovány 

z vypočítaných masek, v konečné fázi pak přímo ze separovaných shluků vektorů rychlosti 

optického toku. 

Další část práce je věnována návrhu a implementaci komplexního systému pro 

monitorování železničního přejezdu. Při návrhu byly uplatněny teoretické poznatky 

z předchozích částí práce. Do navrhovaného systému byly zakomponovány optimalizované 

zvolené metody, které mezi sebou spolupracovaly a byly na sobě přímo závislé. Pro 

zpřesnění a zkvalitnění výsledků byly do systému implementovány vlastní algoritmy, které 

umožnily přesnější separaci vektorů optického toku na základě jejich směrových vlastností 

bez ohledu na poloze snímacího zařízení. 

Pro účely testování navrženého systému bylo pořízeno více než 20 GB obrazových 

dat. V závěrečných fázích práce byla pro objektivnější posouzení navíc získána data 

z jiného železničního přejezdu. Ve vlastní práci byl potom prezentován pouze zlomek 

všech nasnímaných dat. Problémem při monitorování železničního přejezdu bylo umístění 

snímací kamery. Na základě výsledků získaných při testování systému vyplývá, že existují 

dvě vhodná stanoviště pro umístění snímacího zařízení – kamera umístěná ve vhodné 

vzdálenosti (preferuje se kratší vzdálenost, objekty jsou reprezentovány větším počtem 

vektorů optického toku a metoda separace pracuje přesněji) kolmo na železniční přejezd 
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a na pohybující se objekty nebo kamera umístěná nad středem železničního přejezdu ve 

vhodné výšce. Obě varianty (zejména druhá) jsou v reálné situaci velmi obtížně splnitelné. 

Během vývoje relativně složitého systému bylo nutné řešit velké množství 

problémů z oboru počítačového vidění, který je velmi rozsáhlý a komplikovaný. A tak je 

možné po získaných zkušenostech navrhnout v systému případné změny. Např. zcela 

nahradit metodu BE pouze metodou OF, pomocí níž je také možné určit masky objektů – 

ale pouze dynamických. Tento problém pak vyřešit implementací plně funkčního 

sledovacího podsystému. 

Celý systém byl koncipován tak, aby mohl být s minimálním úsilím převeden do 

jiného vhodného programovacího jazyka (např. C++) a testován na jiných platformách 

i zařízeních umožňujících nepřetržitý běh aplikace v reálném čase. Vzhledem k dobré 

dostupnosti a nízkým nákladům za současnou kvalitní technologii a zvýšenému 

výpočetnímu výkonu se tak nabízí možnost využití této práce k realizaci systému pro 

nepřetržité monitorování vybrané oblasti zájmu. 
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Příloha A – Pořízení a předzpracování obrazu 

Výběr snímacího zařízení 

Správný výběr snímacího zařízení má velký vliv na kvalitu pořizovaných vstupních 

dat. Pro tuto práci byla vybrána profesionální průmyslová kamera německé firmy Basler. 

Konkrétně se jednalo o maticovou kameru řady Basler scout s označením scA1300-fc 

(Obr. 51) [60]. 

 

Obr. 51 - Průmyslová kamera Basler scout pro snímání vstupních dat 

Jedná se o malou a lehkou barevnou maticovou kameru (umí zaznamenávat 

i černobílý obraz), která je osazena 1/3“ CCD senzorem ICS445 firmy Sony, který 

umožňuje snímat data v rozlišení až 1294×964 pixelů a to v režimu Progressive Scan
13

. 

Kamera je vybavena 12 bitovým A/D převodníkem, maximální snímková frekvence je 

32 fps (dosaženo s menším rozlišením) a je nastavitelná – programovatelná pomocí 

rozhraní FireWire-b. Je napájena ze stejnosměrného zdroje s doporučeným napájecím 

napětím v rozsahu 8 – 36 V (typicky 12 nebo 24 V) o příkonu 3 W. Snímaná data byla 

z kamery on-line odesílána v digitálním formátu např. YUV 4:2:2 Packed
14

 přímo do 

počítače, opět přes rozhraní FireWire-b, kde musela být dále zpracována – zachycena 

a převedena do vhodného, např. avi formátu. 

Ke kameře bylo nutné současně pořídit kvalitní objektiv. Po poradě s prodejcem 

kamery byl vybrán výrobek firmy Fujifilm s označením DF6HA-1B (Obr. 52). 

 

Obr. 52 - Objektiv Fujifilm DF6HA-1B 

                                                 
13

 Jedná se o technologii, která zajišťuje tzv. plnosnímkové (neprokládané) zaznamenávání obrazu, který se 

potom jeví jako ostřejší a stabilnější. 
14

 Packed znamená, že jasová i obě barevné složky jsou ukládány po sobě do tzv. makropixelů (shluků 4 

nebo 2 pixelů). Naproti tomu existuje varianta planar. 
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Jedná se o objektiv vhodný pro výše zvolenou 1/3“ (velikost senzoru) kameru, 

který se do kamery šroubuje pomocí standardního závitu C-mount a který má dva aretační 

šrouby pro zajištění manuálního zaostření (od 0,1 m až do nekonečna) a nastavení clony 

(1,2 - 16). Ohnisková vzdálenost je 6 mm a horizontální pozorovací úhel je cca 44° [61]. 

To znamená, že např. při nastaveném horizontálním rozlišení obrazu 320 pixelů a kameře 

vzdálené 20 m od pozorovaného objektu, představuje jeden pixel 0,05 m. Potom vozidlo 

o délce 4 m (např. Škoda Fabia) je reprezentováno 80 pixely (čím je menší pozorovací 

úhel, tím více pixely je reprezentován daný rozměr – výhodné pro složitější segmentační 

algoritmy). Zmenšování pozorovacího úhlu vede na druhou stranu ke zvětšování 

vzdálenosti od sledovaných objektů při zachování stejné šířky záběru. V tomto případě 

bylo možné s daným objektivem sledovat ze vzdálenosti např. 25 m scénu o šířce 20 m, 

což je v případě železničního přejezdu s dvěma kolejemi dostačující. 

 

 

Obr. 53 - Instalace Basler pylon SDK 

 

Nastavení kamery a realizace mobilního pracoviště 

Při instalaci programu Basler pylon SDK pro ovládání zvolené kamery je třeba 

zvolit ovladače pro rozhraní IEEE 1394 (Firewire), ostatní možnosti je doporučeno zrušit 

(Obr. 53). 

Po instalaci programu je možné spustit konfigurační utilitu Pylon Viewer. Na Obr. 

54 je spuštěný Pylon Viewer bez připojené kamery. 
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Obr. 54 - Pylon Viewer (první spuštění) 

Po připojení kamery k notebooku pomocí PC Card (Obr. 55) a ke stejnosměrnému 

zdroji napájecího napětí (12 V/500 mA) bylo možné kameru nakonfigurovat. 

 

Obr. 55 - USB 2.0 + IEEE 1394a PC Card 

 

Na kameře je možné nastavit relativně velké množství parametrů. Nejvíce 

používané parametry a příklady konkrétních hodnot jsou uvedeny v Tab. 9. 

 

Tab. 9 - Důležité parametry a příklady hodnot kamery Basler scout 

Configuration Set (Level Expert) 

Analog Controls Gain: 

Gamma: 

White Ballance: 

Black Level: 

Auto - Continous 

Enable 

Auto 

67 

Image Format Controls Pixel Format: YUV 4:2:2 Packed 

AOI Controls Width: 

Height: 

X offset: 

Y offset: 

640 (320) 

480 (240) 

8 

2 

Acquisition Controls Exposure Auto: 

Acquisition Frame Rate: 

Off 

25 
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Velmi výhodná je možnost uložení více konfigurací pro pozdější rychlé nastavení 

kamery dle potřeby přímo v terénních podmínkách. Kamera umožňuje zachytávání 

jednotlivých snímků (pouze ve formátu BMP) nebo nepřetržité snímání obrazu (viz dále). 

V příloze B je celkový pohled na utilitu Pylon Viewer při nastavování parametrů 

kamery, včetně rozlišení (640×480 pixelů). Na druhém obrázku je potom celkový pohled 

na konfiguraci kamery v laboratorních podmínkách (kamera byla propojena s počítačem 

pomocí 1,5 m dlouhého speciálního kabelu s vyvedeným bočním napájením). 

Pro pořizování reálných vstupních dat bylo třeba navrhnout a realizovat mobilní 

pracoviště. Kamera byla pomocí jednoduchého pohyblivého držáku umístěna na otočný 

geodetický stojan s nastavitelnou výškou, dále byla s počítačem propojena doporučeným 

5 m dlouhým speciálním kabelem (Belkin IEEE 1394 Cable) a napájena 20 m dlouhým 

kabelem z baterie automobilu (kameru pro její relativně velký příkon (3 W) nelze napájet 

přímo z rozhraní FireWire notebooku). 

 

Zachycení a uložení pořízených dat 

Snímaná obrazová data z kamery bylo třeba on-line zachytit a trvale uložit 

(„nagrabovat“) na pevný disk připojeného notebooku pro následné zpracování. Pro tyto 

účely byl použit (pod GNUGPL licencovaný) nástroj VirtualDub, určený pro zachycení, 

úpravu a převod obrazových dat do požadovaného formátu [62]. 

Konfigurace programu nepatří mezi nejjednodušší a ani mezi nejpružnější. Po 

instalaci Pylon ovladačů a při spuštěné a nastavené kameře bylo nutné v nabídce File, pod 

položkou Capture AVI…, nastavit Basler zařízení (Obr. 56).  

 

Obr. 56 - Volba zařízení pro zachytávání videa v nástroji VirtualDub 
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Tím se vstoupilo do tzv. capture mode, kde v menu Video, pomocí položek Capture 

pin… a Capture filter…, bylo třeba upravit formát videa nebo bylo možno dodatečně 

modifikovat přímo parametry samotné kamery (Obr. 57). 

 

Obr. 57 - Nastavení formátu videa a parametrů vybrané kamery v nástroji VirtualDub 

Pomocí nástroje VirtualDub tak bylo možné získávat relativně dlouhé (desítky 

vteřin až desítky minut) video sekvence ve zvoleném nekomprimovaném formátu přímo 

z oblasti železničního přejezdu (Obr. 58). 

 

Obr. 58 - Zachytávání videa ve VirtualDub 
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Tento nástroj byl dále využit pro dodatečné (off-line) úpravy zachycených dat. 

Bylo třeba pořídit krátké a vhodné videosekvence pro zpracování obrazových dat přímo 

v Matlabu. Na Obr. 59 je VirtualDub v režimu editace pro střih definovaných (na časové 

ose) videosekvencí. 

 

Obr. 59 - VirtualDub v režimu editace 

 

Obrazová data získaná zvolenou kamerou byla nekomprimovaná, bez prokládání 

(Progressive Scan), byla pořizována se snímkovou frekvencí 20/25 snímků za vteřinu 

a s rozlišeními 1024×768, 800×600, 640×480 pixelů. Pro účely rychlého zpracování byly 

vybrané videosekvence nebo snímky pomocí nástroje VirtualDub nebo přímo v Matlabu 

převáděny do rozlišení 320×240 nebo 256×192 pixelů. Byl zachován poměr stran 4 : 3. 

Takto získaná a upravená data byla připravena k analýze a pro vývoj jednotlivých 

detekčních a segmentačních metod. 
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Příloha B – Pylon Viewer a pracoviště pro konfiguraci kamery 

 

Obr. 60 - Nástroj Pylon Viewer v režimu nastavování a snímání 

 

 

Obr. 61 - Pracoviště pro konfiguraci kamery  
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Příloha C – Mobilní snímací pracoviště ve stanici Stéblová 

 

Obr. 62 - Celkový pohled na snímací pracoviště 

 

 

Obr. 63 - Detail držáku kamery 

  



 

104 

Příloha D – Pozice snímací kamery ve stanici Stéblová 

 

Obr. 64 - Pozice kamery při monitorování železničního přejezdu 
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