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ANOTACE

Cilem bakaléské prace bylo vypracovat podklady pregnet PZDM a popsat problematiku
data miningu od fipravy dat do kon#ych vystuf se zar*enim na shlukovou analyzu.
Teoretickacast zahrnuje seznameni s terminem data mining &uygepprincipy vybranych
metod shlukové analyzy. Prace uvadi v praktiédadi piiklad zpracovani datového souboru
prostednictvim shlukové analyzy v softwarovem peast Clementine. Data miningovy
proces postupuje dle metodologie CRISP - DM.

KLi COVA SLOVA

Data mining, metodika CRISP-DM, shlukova analyZalul®ovani dat, analyza shlik
analyza dat

TITLE
The elaboration of educational materials for g®minar of the subject PZDM in the

Clementine software environment - cluster analysis

ANNOTATION

The aim of the thesis was to elaborate documentth&seminar of the subject PZDM and
describe the problems of data mining in terms o$ter analysis from data preparation to the
final outputs. The theoretical part describes th@gples of some selected methods of cluster
analysis and there is one example from the dat diaborated in Clementine software
environment in the practical part of the thesis.t®aining process follow the methodology
of CRISP - DM.

KEYWORDS
Data mining, CRISP — DM metodology, cluster analyslustering,data analysis
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Uvob

Hlavni naplni, jak jiz samotny nazev baksk#® prace napovida, jeghledr zpracovat
podklady pro semirfapredmétu PZDM se zarienim na problematiku shlukové analyzy.
Cilem pedmétu Z&klady data miningu je seznamit studenty s diktoni data miningu,
metodologii CRISP a zaklady tvorby moileBakal&skou praci lze rozdit na dw casti,

teoretickou a praktickou.

V teoretick&asti jsou vymezeny zakladni pojmy z oblasti dataingiu a popsany metody,
které data mining vyuziva. Data mining slouzi kézdhi skrytych, prediktivnich,tide
neznamych a potenci@nuziteinych zavislosti v datech. Data mining neboli doldva
(dobyvani) znalosti z dat je tedy jakousi vystiziawiskou metaforou. Popularitu si ziskal i
na poli wdy, zejména v matematickych oborech. V &mné dob je v obchodni st
vyznamnou technologii s velkym potencidlem pro adiZzkonkurenceschopnosti, protoze
muze poskytnut odpadi na dilezité obchodni otazky. Umadje predpowdét chovani
zakaznika, coz podniku dava moznost rozhodovatessene.

Prace si dale klade dale za cil seznédteitde s metodologii CRISP — DM. Tato metodika
byla vyvinuta v rdmci Evropského vyzkumného projek€Cilem bylo vytveit standardni
postup proieSeni Uloh dobyvani znalosti z dat. Na projektypaeilely spolénosti NCR
(dalezity dodavatel datovych sklag DaimlerChrysler, ISL (autor systému Clementiae)
OHRA (vyznamna pojivna v Holandsku). Usgh tohoto projektu tkvi v bohatych
praktickych zkuSenostech v oblasti data miningi. [1

Prace dale uvadi principy vybranych metod shhékanalyzy. Cilem shlukové analyzy je
rozc&leni souboru dat do relatitrhomogennich podsouliorObjekty uvnit téchto skupin
jsou si co nejvice podobné. Ralta klasifikovat jevy na zakladpodobnosti se dostala i
do obofi obtizre matematizovatelnych jako jsouedy socialni, lékeské ¢i biologické.
Shlukova analyza nam umage vytvdet hypotézy o existenci dominantnich skupin

vV mnozir¢ objekt. [4]

Pro zpracovani ukdzkovéhdilgadu bude vyuzZita nehiearchicka shlukovaci met&da
means. Silnou strankou této metody pro seskupowhjekii je rychlost a jednoduchost

provedeni. [9]

Pro vzorovy piklad byla vybrana datova sada, jez zahrnuje inémeno obanskeé
vybavenosti obci a gtem obyvatel mezi 5 000 a 10 00G:étns). Data miniovy proces je
feSen na zakladmetodiky CRISP — DM. V praktick&sti je aplikovana metodologie CRISP
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— DM na datovém souboru z oblasti ¢ahské vybavenosti obci cel@eské republiky

s pa&tem obyvatel mezi 5000 a 10000 ¢(v Data miningovy proces prshl

ve specializovaném softwarovém presli Clementine firmy SPSS. Spéatest SPSS Inc. je
vyznamnym poskytovatelem softwarovych aplikaci geseni uloh oblasti predikiho
modelovani. Na trh uvedla prvni konmyer data miningovy nastroj, Clementine, v roce 1994.
[12] V sowasné dob se jedna o vedouci produkt mezi analytickymi radisiro dolovani dat.
Podniky je proto hojavyuzivan pro dosazeni lepSich obchodnich vysiedk

Ukolem bylo ukazat praci se souborem a jeho cmé@ni pomoci shlukové analyzy a
na zaklad ziskanych vysledkprovést zhodnoceni rozvoje obci gtgon obyvatel mezi 5000
a 10000 (¢.) v celéCeské republice.
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1 DATA MINING

Data mining, neboli dolovani znalosti z dat,pdrae jako proces hledani skrytych zavislosti
v datech. [10] V sotasné dob je nezbytnou saidsti obchodni praxe vramci strategie
udrzeni konkurenceschopnostiiikbadem @ekavaného vysledku witovani znalosti rfize
byt nagiklad predikce reagovani zakaznika naémyn u dodavatél nebo zjigovani
souvislosti mezi ndkupnim chovanim zakaznika pkenou nabidku. Data mining se dnes
uplatiuje i v oblasti pojiBovnictvi, farmaceutickém pmyslu nebo naijklad energetice. [7]
Ve sfé&e informa&nich technologii se data miningcaarozvijet jako progedek pro analyzu
obrovskych soubdr dat, jejichZz vznik souvisi s budovani datovychadkl Dnes existuji
snahy navrhnout proces rozhodovani, ktery by napoda schopnost zob&ovani a tvorby
asudkuclovéka. V této oblasti jsou vyuzZivany téZz metodydéminteligence a statistické
analyzy. Data mining je pojem mezioborovy. Upige se zde zejména informatika, statistika

a oblast, ze které jsou datrpana. [10]

1.1 Termin data mining

Ucelem data miningu je nalezeni nové uite informace, kterouslovék potrebuje
pro rozhodovani. Jedna se tedy o nalezedityagh podmnozin dat, které nesou sgole
vlastnosti. Tyto nalezené podmnoziny byélyn byt nanejvyS srozumitelné, doposud
nepoznané a validni. Nalezeny model b§l oyt platny pro nova data. Termin data mining
ozna&uje proces. Z&na od pipravy dat pes hledani podmnozin po vyhodnoceni znalosti.
Tento proces séasto uvadi sifvlastkem netrivialni, protoZze se je zaloZzen nauposani

velkého mnoZstvi vyradiza fiznych model. [10]

1.2 Typické ulohy data miningu
Nasledujiciclenéni podava obraz o zakladnich ulohach dolovani kiatré data mining
resi. [1]
» Kilasifikace

V piipack klasifikace se snazime nalézt znalosti pouzitphoéaiirazeni novych fipadi do
tiéid. [1] Rozumime ji tedytidéni dat. [3] Tato ulohaeSi napiklad klasifikaci klient banky

podle rizikovosti. [1]
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* Predikce

Fi predikci je naSim cilem odhadnout ze starSichnbodejaké veltiny jeji vyvoj
v budoucim obdobi. Zasadni roli zde tedy hrajeazdit od klasifikac&as. Rikladem pouZiti
je predpo¥d pohybu cen akcii. [1]

* Sumarizace

Sumarizace se provadi u velkéhoctpodat, abychom whi prehled o jejich strukite.
Vyuzivame operace:gani, odéitani a pimérovani. Mizeme nafiklad paitat s pétem dri

mezi d¥ma daty nebo provétagregaci u rénich sodtt v bance. [3]

* Segmentace

Segmentace slouzi k &enéni dat do skupin s podobnymi vilastnostmi. [3] Regraentaci

dat pouzivame néjklad metodu shlukové analyzy.
» Deskripce

Cilem popisu je nalézt skryté vazby v datechongousi dominantni strukturu v datech.

Deskripce uddj by mela byt gredevsim srozumitelnym popiseiidtdat. [1]
» Hledani ,nuggeti“ (vzor, pravidel)

Hledani ,nugget* znamena nachazeni novychigkvapivych znalosti nebo vZochovani

v datech. Hkladem je analyza nakupniho koSiku (viz oddil 1.B)

1.3 Aplika éni oblasti data miningu

Dobyvani znalosti vyuzivameiadt oblasti. Mezi nejpouziv&jsi aplikani oblastni data
miningu pati segmentace a klasifikace kli@rtank¢i pojistoven, jejiz hlavnim fnosem je
rozpoznani rizikovyclti solventnich klient. Dale se data mining pouziva pro predikci vyvoje
kurzii akcii, spoteby elektrické energie, analyzu poruch v telekorkaimich sitich, dvoda
zmeny poskytovatele internetu, mobilnich operatonebo analyzu néakupniho koSiku.
V poslednim uvedenémiigladé nas zajima, zda si zadkaznik kupuje zafiomekteré druhy
zboZi, napiklad Sampon a zubni pastu. Data mining ma svatmipli i pii analyze databazi

pacienti v nemocnici. [1]

1.4 Metody data miningu

Data mining je zasSujicim pojmem pro mnoho metod (technik modelgvéfde jsou
uvedeny gkteré vybrané analytickych procedury:
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* Rozhodovaci stromy

Ucelem rozhodovaciho stromu je rékehi dat do odliSnych &vi tvoricich nejsilijsi
odcEleni hodnot zavislé prognné. [7] Data, kterd jsou fmzena do stejného segmentu, nesou
shodné vlastnosti. [5] Beme tak nafklad ukit segmenty s poZzadovanym trznim
chovanim. Nespornou vyhodou rozhodovacich sirgako jedné z metod data miningu je
snadna interpretace vystup[7] Tato metoda je zaloZena nazmych algoritmech. Mezi
nejdilezitéjSi pati CHAID (Chi — squared Automatic Interaction Detagt CART
(Classification and Regression Trees), QUEST (ThekQUnbaised, Efficient Statistical
Tree) a C5.0. [9]

» Genetické algoritmy

Metoda genetickych algoritimje zaloZzena na biologickém evoéhim procesu ,feziti
nejadaptabilgSiho“. V praxi to znamena srovnavanitdiho p@tu modet a jejich Upravu.
Nasleduje nalezeni nejvhagéiho modelu pro danou Ulohu. Kazdému vybranémuetuoje
piitazena vaha, ktera vypovida o jeho schopnost WhoaSim pozadawim, nagiklad
piedpovidat #statky na dtech. Vaha uuje Sanci modelu nar@ziti v dalSim testovani
modefi. Modely jsou dale podrobovany operacim jako ndhazimina znamének a hodnot.
V terminech evoléni biologie bychom tedy mohli hosib napgiklad o mutaci a klonovani.
Optimalni model ziskame po mnoha iteracich (gemenacTato metoda je stale vice oblibena

v dasledku zvysujici se vykonoveé efektivity dneSnickiitaga. [7]
* Neuronoveé sit

Tato metoda stoji na principu fungovani lidskémozku, ktery je schopeniipmat
informace a potit se ze zkuSenosti. Nejprve zde dochazi ké&exrd dat na trénovaci a
testovaci mnozinu. Potom se vstupnim netamom¥ifadi vahy. Podstatou je porovnavani
vstupi se skuté&nou hodnotou, jehoz vystupem je chyba, na z&klddré se fivodni vahy
upravi. Proces geni“ korti dosazenim jgdem stanovené minimalni chyby. Nevyhodou
neuronovych siti je nesnadna interpretace vysledk] Kohonenovy mapy p#t
mezi nesupervidované neuronové¢siVice se o metad Kohonenovych map zminime
v oddile 4.4.1.1. [11]

e Linearni regrese

Technika lineérni regrese, stejako metoda logistické regrese, vyuziva statigticietody.
Ucelem této metody je kvantifikace zavislosti mezéma spojitymi prorinnymi, zavislou a

nezavislou. Zavislou profnnou se snazime predikovat. Nezavislou gmumou miizeme

15



ozna&it jako prediktivni. Podstatou je nalezeni takovémiy prochazejici mezi jednotlivymi
body, pro kterou plati, Ze séet druhych mocnin odchylek od kazdého bodu je néfmin [7]

» Logisticka regrese

Hlavni rozdil mezi technikou linearni a logik& regrese sgéva vtom, Ze logisticka
regrese pracuje s diskrétni (kategorialni) zavigioomEnnou. Nejedna se tedy o spojitou
proménnou, jak tomu bylo vifpack linearni regrese. Jinak jsou sigamintné metody velmi
podobné. [7]

* Shlukova analyza

Jedna se o rogléni dat do skupin s podobnymi vlastnostmi. [5] Mitu shlukovani se
budeme zabyvat vice v kapitole 3.

1.5 Metodiky

Metodiky poskytuji jednotny ramec prig@Seni Uloh data miningu. Ukazkovyilgad
v praktickéc¢asti bude realizovan podle metodiky CRISP — DMr&ktea rozdil od metodiky
5A nebo SEMMA neni ,softwaravzavisla®. [1]

1.5.1 Metodika 5A
Néazev je zkratkou pro faze, kterg feSeni Ulohy dobyvana znalosti prochazime.
* Assess — zhodnoceni pozZzadawykojektu,
» Access — shromaidi dat,
* Analyze — analyzy,
e Act — premena znalosti na &ki znalosti, tzn. obsahujici rozhodnuti, vysledek,

e Automate — uplaténi vysledki analyz v praxi. [1]

1.5.2 Metodika SEMMA

Metodika nese jméno, které je akronymem progdoie etapy procesu dobyvani znalosti.
» Sample — vybr objekii pati¢né vhodnych pro nasi dlohu,
* Explore — explorace dat,

* Modify — provadni datovych transformaci,
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* Model — analyza dat pomoci vhodnych modelovacichrtik,

e Assess — interpretace. [1]

1.5.3 Metodika CRISP — DM

Metodika CRISP —DM (CRoss — Industry Standard Pseder Data Mining), Zivotni
cyklus projektu dobyvani znalosti a napdnotlivych kroki je popsan v kapitole 2.
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2 METODIKA CRISP-DM

Metodika CRISP — DM byla vyvinuta konsorciemefir v ramci Evropského vyzkumného
projektu, jehoz &elem byl vznik standardniho procesu dolovani znalbdatabazi, ktery by
umoznil feSit data miningové uUlohy efektign a levrgji. [1] Jeji vznik je datovan k roku
1996. Vté dob byla spolénost Deimler-Benz [12], ktera spolupracovala naopgkém
projektu [1], ged ostatnimi firmami vyraZnnaged v aplikovani data miningu pro sve
obchodni zarry. Brzy za&al byt o techniku dolovani dat na trhu obrovskyerndj[12] Mezi
dalSi spoleénosti, které se podilely na Evropském projektu filgatfirma NCR (gedni
dodavatel skladovych projekt nebo OHRA (holandska pofidvna). [1] Metodika CRISP
tedy nevznikala na teoretické akademicKeélgp Jeji uspch tkvi mozna pravv prakticke

zkuSenosti s data miningem v realnénit&\12]

Vzhledem ke skutmosti, Ze zpracovaniifkladu se drzi této metodologie, jsou jednotlivé
casti rozaleny do Sesti etap metodiky CRISP — DM.i&d kroki neni pevd stanoveno.
Zavisi na vysledku v jedné fazi. Navic se dlef@oy mizeme k gkterym etapam vracet. Na

Obrazku 1 Sipky tvidci elipsu znéi cyklus procesu dolovani znalosti. [1]

Porozuméni | Parozumeni
problematice |e datim

yuziti vysledk

yhu1mter I
uysredku /

Obrézek 1: F4ze CRISP — DM
Zdroj: [1]

2.1 Porozuméni problematice

Prvni etapa je zatfena na pochopeni @iprojektu. NaSe pozadavky musime formulovat

tak, aby bylytreSitelné data miningem. Kranurcovani pozadauk natfeSeni zahrnuje tato
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etapa posouzeni rizik, nakiadvycet lidskych i vypdetnich zdraj a predEzné naplanovani

prace. [1]

2.2 Porozuméni datim

Tato faze zahrnuje &bdat, ktery je nasledovan blizSim seznameni s datyna se zejména
0 vytipovani moznych podmnozin z&znagnkteré nam umozni prvni vhled do souboru.
Posuzujeme i kvalitu nasbiranych dat a identifiknge ipadné nedostatky. V ramci
statistické analyzy vyuzZivame zejména deskriptohlmdrakteristiky dat jakéetnost, piimer,

minimum, maximum atd. [1]

2.3 Priprava dat

Predzpracovani dat spiwa v posouzeni a vybu relevantnich prosmnych pro nasi
analyzu. Sotasti ipravy dat jecasto standardizace dat. Pro zisk&ni kvalitnichedjsl je
potreba identifikovat odlehlé objekty. [8] Datové sonpoemusi byt vzdy Uplné ailrbe se
stat, Ze skteré udaje z najzrejSich @icin chybi. Hodnotu nagklad nebylo mozné zé#iit
nebo je zji&na hodnota nesmyslIna.iiPpiedzpracovani dat vramci shlukové analyzy

muzeme objekt s chyfiicim Gdajem ignorovat nebo chyjici tdaj nahradit. [7]

2.4 Modelovani

Ve fazi modelovani pracujeme s daty pomoci awath data miningovych analytickych
metod (algoritnd pro dobyvani znalosti). Pro dosazeni kvalitnichlegki bychom obvykle
meli kombinovat vice iiznych algoritnd, nagiklad shlukovani a rozhodovaci stromy.
Nasleduje o®teni nami zji&nych znalosti z pohledu metod dobyvani znalostpiipac
klasifikacnich znalosti, které umaigji nagiklad rozpoznat klienty neplatici Groky, sdize

jednat o jejich testovani na novych (nezavislydcitedh. [1]

2.5 Vyhodnoceni vysledi

Po aplikaci analytickych algoritiprovedeme interpretaci vysledk uvazujeme o Zigobu
vyuziti ziskanych znalosti. Ziskané vysledkyigbt posoudit z manaZzerského uhlu pohledu

s ohledem nadgl ulohy, ktery jsme formulovali v prvni fazi dataningoveho procesu. [1]

2.6 Vyuziti vysledki

Zawretna etapa je anovana ,transformaci“ ziskanych vyslédklo podoby stravitelné a

vyuzitelné pro zadavatele ulohy (manaZzera), kteoygdi aplikaci vysledk Vystupem niZze
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byt nagiklad za¥recnd sprava nebo zavedeni nového systému na softevanabo

organiz&ni urovni. [1]
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3 SHLUKOVA ANALYZA

Shlukova analyza je jednou ze zakladnich metlojini znalosti. Principem shlukové
analyzy je tvorba skupin objekt Dva objekty zgazené do stejné skupiny jsou si vice
podobné nez dva objekty #znych shluk. Podobnost dvou objekfe stanovena na zakkad

mnoziny vlastnosti, kterymi je objekt charakteriaoy[8]

V literatire se objevuji pojmy deni s @ditelem (supervised learning) a&eni bez uitele
(unsupervised leasing). V prvninfipadt je pedem dana fiisluSnost objekt do znamych
skupin. Cilem gteni s ditelem je vytvdit model, podle 8hoZz by bylo moZné objekty,
u kterych neni znama informace distusSnosti ke skupi zaadit do danych skupin.
Shlukovani je jednou z metodéani bez uitele. Fedem nezname figlusnost objeki
k jednotlivym skupinam. Obvykle nezname anég@toskupin. Uloha shlukovani bezitele si
klade za cil klasifikovat vSechny objekty zahrndté analyzy. (Pojem klasifikace zde neni

uzivan pro ozngeni metody vychazejici z principdani s ditelem.) [8]

3.1 Prvky shlukovani

Vstupem pro analyzu je datova matice. fipact analyzy vylrového Seeni je pdet
objekti obvykle ozn&ovan pismenem n. Prvky vektoru pozorovani jsou btydpronmeénnych
(vlastnosti, znak atributi). V datové matici budou sloupce odpovidat jedmgitti
promgnnym. Vstupni matice o rozfru n X m je oznévana pismenem X a jeji prvky,x
kdei=1,2, ., naj=1, 2,..., m Vektor hotdznaki budeme nazyvat zdznam. Objekty
(zdznamy) budeme zapisovat f#mlki. Terminem shlukovani je obvykle mysleno spojovani
objekti do shluki. Fxi shlukovani objekt tedy sledujeme podobnost vekipikkteré tvai
fadky matice. V oblasti vyhledavani informaci seéizeme téZz setkat se shlukovanim
promennych. DalSi moZnosti je séasné shlukovani praimnych i objeki. [8]

3.2 Metriky

Jak jiz bylo zmi#no vysSe, snazime secitrpodobné skupiny objekttakovym zgisobem,
aby byl objekt jedné skupiny co nejvice podobnye&tim stejného shluku a co nejnéén
objektim v jinych shlucich. Miry podobnosti nabyvaji hotliea nuly (maximalni odliSnost)
do jedntky (shodnost). Segmenrita analyza vSak vdiné praxi pouziva miry nepodobnosti
(vzdalenosti). Dvojice objefitje charakterizovana vzdalenogtim je vzdalenost mezémito
objekty mensi, tim jsou si poda}§i. [8]
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Jako mira podobnosti objékt(miru vzdalenosti objek} miZzeme vyuzit naijklad
Euklidovskou metriku (vzdalenost), ktera fpanezi nejznargSi. Vychazi z geometrického
modelu dat. Objekty jsou charakterizovany p znaldbjektim prifadime body p -
rozmérného euklidovskeho prostoru, Podobnost objekit je tim &tSi, ¢im je vzdalenost

jejich bodi (metrika) mensi. [4]

Pro Euklidovskou metriku d b6dA = (a1, az,..ap), B = (b, b2,..bp) plati

d(AB) =3 (a b)) )

Vzdalenost dvou bddA, Bj z Epl_je obech definovana jako nezéaporna reéalna funkce
d(A,B), pro kterou plati:

1.d(AB)=0~ A=B

2.d(A,B) = Opro vSechny body A, B, z,E

3.d(A/B)=d(B,A)

4.d(A,C)<d(A B)+d(B,C)pro kazdou trojici botl A, B, C z k.

Ctvrta podminka je znama jako trojuhelnikovita newst. [4]

3.3 Metody shlukové analyzy

Termin shlukova analyza je ozeaim pro cely soubor metod. Cilem shlukovafzenbyt
tvorba hierarchie shluknebo z#&azeni objekt do daného pifiu shluki. Shlukovaci metody
se liSi dle postupu shlukovani na hierarchické &iamarchické (metody rozkladu).

Nasledujici diagram znazase podrobujsi céleni shlukovacich metod. [8]

Shlukovaci metody
.

Hierarchické Nehierarchické |

Aglomerativni | | pivizivni | | Optimalizaéni || Analyza modd ‘

| |
Sproménnym | | S pevnym poétem
poitem segmentd segmentd

Obrazek 2: Rozcleni metod shlukové analyzy
Zdroj: upraveno na zaklad9]
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3.3.1 Hierarchické metody

V pripac hierarchické shlukové analyzse jednd o posloupnost rozkiadRozliSujeme
aglomerativni algoritmus a divizivni algoritmusglomerativni ptistup je zaloZzen na analyze
podobnosti. Objekty se spojuji podle podobnostnepyice podobnych po nejm&podobné.
Prvni shluk spojuje tedy pouze dva objekty. Vystoge jeden shlukDivizivni pristup se
zabyva analyzou nepodobnosti. Jeden shluk je pestgzElovan a vystupem jsou objekty
tvorici samostatné shluky. [8]

Hierarchickou shlukovou analyzu bychom déale madgcilit podle p@tu pronegnnych, se
kterymi paitame v procesu shlukovanMonoteticky piistup je specialnim ffpadem
divizivniho shlukovani, kdy je algoritmus pouzit baarnich datech. Shluky se n&lité
arovni vytv&i vzdy podle jedné z proinnych.Polytetické shlukovani bere v Gvahu vSechny

proménné zarova.

Zname Bkolik metod hierarchického shlukovani prodani vzdalenosti mezi skupinami
((ne)podobnosti shlul. Mezi nejvyznamgsSi pati metoda nejblizS§iho souseda, kdy je
vzdalenost skupin je dana minimalni vzdalenostiekthj [8] U metody nejvzdalefsiho
souseda je sledovana naopak maximalni vzdalengesktdb[4] Pro centroidni metodu je
uréujici euklidovska vzdalenost mezi centroidy. Ceidigan rozumime vektory aritmetickych
praméra, které byly spoéitdny pro vSechny objekty ve skupinDalSimi vyznamnymi
metodami jsou metoda jpnérné nepodobnosti objakt medianova metoda nebo Wardova
metoda. Zde se paa souet ¢tverar odchylek jednotlivych hodnot od goméru skupiny.

Spojuji se skupiny, u nichz jeipistek tohoto vnitroskupinového s@u minimalni. [8]

Vysledky shlukovani @¥eme zobrazit pomoci hierarchického stromu, tedynsivého
diagramu ozn&gmvaného jakalendrogram. Nazori je zde zobrazeno postupné shlukovani
objekt a tvorba shluk. V horizontalni verzi dendrogramu jsou objekty dirdy na ose Y,
tzn. na ose Y je zakresleno niisZ nich pak vychazi &tve. Na ose X je zaznamenano
spojeni do jedné&ve, gicemz se nejidve spoji objekty, mezi nimiz je nejmensi vzdalénos
(nepodobnost). [8]
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vzdalenost

Obrazek 3: Ukazka zobrazeni shlikpomoci dendrogramu

Zdroj: vlastni zpracovani

3.3.2  Nehierarchické metody

Podstatou nehierarchickych metod jéfgzovani objekti do gedem stanoveného §a
disjunktnich shlui. V pripact metody k — piméra, k — medoid, kK — modi nebo k -
histogrant je prirazovani jednotlivych objektjednoznané. Mizeme tedy mluvit o metodach
pevného shlukovani, kdy Ize jednoZn& urcit, zda objekt ve shluku je nebo neni. Naopak
v pripadt fuzzy shlukové analyzy jefipazeni objekt provedeno na zakladstanoveni miry

piislusnosti jednotlivych objektke kazdému ze shlik[8]

Nehierarchické metody shlukovaoilozi mnozinu do podmnozin podléedem zvoleného
kritéria. [9] Kritérium (funkciondl) kvality rozkldu vyjaduje bul’ vzajemnou podobnost
objekt uvnitt shluki, miru separace shltikrovnongrnost rozlozeni objektdo shluki nebo
homogenitu rozloZeni objakuvnitt shluki. Provedeny rozklad povazujeme za optimalni, je
— Ii kritérium kvality rozkladu extréemni hodnoty. ukkcional kvality rozkladu je

z matematického pohledu s@t¢tveral odchylek. [4]

3.3.2.1. Stanoveni pétu shlukia

Analytik predem obvykle nema zZadnou informaci @tpcshluki. Predpokladem pro pouziti
nehierarchickych metod je zadani¢ho shluki. Pri dobré znalosti dat Ize provest expertni
odhad. Pro weni pa&tu shluki miaZzeme postupovatuenymi zpisoby. Ri pouZiti
hierarchického shlukovéani lze stanovitpbshluki na zaklad dendrogramu (viz oddil 3.3.1),
kde sledujeme velky ,skok* (vzdalenost) mezi shluk§] Pro prvni odhad gtou shluki
muzeme vyuzit metodu Kohonenovych siti. Odhadnutyepshluki vétSinou Fedstavuje

horni hranici. Posledni jmenovanyi®ob je pouzit v ukazkovéntifladu v praktick&asti.
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3.3.2.2. Déleni nehierarchickych metod

Nehierarchické metodyelime na optimalizéni a analyzu mad Cilem optimalizaénich
metod je najit optimalni rozklad iprazovanim objekt ze shluku do shluku. Kritérium
rozkladu se tak minimalizuje nebo maximalizuje. dbletanalyza modi chape shluky jako

mista se zvySenou koncentraci objekim — roznérném prostoru prosmnych. [9]

Podstatoumetod zachovavajicich stanoveny p@et segmenk je vypaiet typickych
(vzorovych) bod existujicich skupin objekt Nasleduje prazeni kazdého objektu k
takovému typickému bodu, ke kterému ma nejblizentd goroces opakujeme do té doby,
dokud shluky nebudou stabilni, tj. nebude doch&z#trazovani objekt k jinym typickym
bodim. Do této skupiny p#tnagiklad Forgyova a Janceyova metoda [4] nebo metoda
means {esky k — péméra, k — centroid, MacQueenova metoda), kterd bude
charakterizovana v oddilu 3.3.2.3. [8]

Metody s proménnym poétem segmendi umoziuji sluovani a rozélovani skupin
objekti béhem segmentace. Vyslednydeb segmerit se nemusi shodovat sgem skupin
objekti stanovenych na patku shlukovani. Na tomto principu je zaloZena fiidgd
MacQueenova metoda se ¢dva parametry, Wishartova metoda RELOC nebo metoda
ISODATA. [4]

3.3.2.3. Algoritmus K — means (metoda k - pfiméri)

Metodu K — means Ize pouZzit pouzerippct, Ze pracujeme s kvantitativnimi prénmymi
(diskrétnimi nebo spojitymi). Jedna se o optim&lidanetodu, kterd zachova stanovenygio
segment. Analytik nejprve zad& shluki, do kterych budou objektyfigazovany. Dale je
nutné zadak pocatenich typickych bod. Typickymi body jsou $edy (8ziS&) jednotlivych
shluki, ktera jsou 8kdy ozn&ovany jako centroidy. 8d shluku vypoéitdme jako pkmeér
vSech objekt v jednotlivych shlucich. Rateni vybér mizeme proveést ndjklad nahodi
nebo vykrem prvnichk bodi z naSeho datového souboru. [9] Vzdalenost kaZdéhekin
od kazdého #du se pé&ita pomoci euklidovské vzdalenosti (viz oddil 3.B)bjekt je
piitazen ke sedu, ke kterému ma nejblize. [8] Pifpzeni vSech objektdo jednotlivych
shluki nasleduje fepcaitani stedi shluki. [9] Novym stedem shluku je m — rozimy
vektor paimérnych hodnot jednotlivych prognnych. Po fepciitani stedi opst nasleduje
pocitani vzdalenosti objektod stedi shluki. Opt nasleduje prazovani objekt. Pokud ma

objekt blize ke $edu jiného shluku, jeffazen do tohoto shluku. [8] Pokud se ve dvou po
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sok¥ jdoucich iteracich neni rozcleni objekfi ve shlucich, shlukovani imeme
ukortit. [9]

Algoritmus zahrnuje kroky:

1. Vyber poet shluki k.

2. Zadefi vygenerujk pocateEnich typickych bod.

3. Ritad’ kazdy objekt ke shluku s nejblizSigziStm.

4. Repaitej tziste.

5. Jestli nedoslo ke zme prisluSnosti objektu ke shluku, skinjinak pokra&uj bodem 3.

Vyhodou metody K — means je jednoduchost, ryghéopouzitelnost pro velkou mnozinu
dat. Naopak nevyhodou je, Ze vystupy jsou o paatenim vykirem typickych bod a

pavodnim gifazenim objekt k ttmto ®Zistim. Vysledky mohou byt ovlivimy nezadoucim
zpisobem i odlehlymi objekty. [9]

3.3.2.4. Modifikace K - means

Upravou metody K — means vznikla metoda k — risggck — modi a k — histograri
V piipact metody k — medoidi (PAM — Partitioning Around Medoids) je pro kazdy
vytvoreny shluk zji&n medoid (konkrétni vybrany objekt). &&eini medoid je stanoven tak,
aby byl sodet vzdalenosti objektve shluku od vybraného objektu (medoidu) minimgiBii

Pro shlukovani objektpopsanych pomoci nominalnich prmych se pouziva metoda k —
modi nebo k — histograt V pfipac prvni uvedené metody je kazdy shluk charakterinova
m — rozmérnych vektorem udéj ktery obsahuje n&jsgji zastoupené (modalni) kategorie
proménnych. V gipad k — histogram pracujeme s Udaji detnostech kategorii jednotlivych

proménnych. [8]

3.4 Priprava datového souboru

O predzpracovani dat bylo jiz stme pojednano v podkapitole 2.3. Fazéppavy dat je
c¢aso¥ nejnar@néjSi etapou a je velmivdezita pro UuspsSné zpracovani ulohy. Provadime
¢isteni, vytv&eni atribub a objekt, integrovani a formatovani dat. Vyte@i novych
(odvozovani) atribdit nékdy vyplyva ze znamych skuteosti, kdy nafiklad z rodnéhaisla

odvodime pohlavi agk.

26



3.4.1 Vybér relevantnich proménnych

V etag predzpracovani dat byda byt zn@na pozornost&novana posouzeni, zda maji byt
do analyzy zahrnuty vSechny prémmé nebo jen vy nekterych. [8] Meli bychom mit na

pantti, Ze data by rla obsahovat pro n&sSeny problém relevantni Udaje. [1]

Fi vybéru pronmennych je feba zohlednit statistickou nezavislost péoamych. V souboru
se ponechavaji pramné, mezi nimiz neni silna zavislost. Pro hodnoceavislosti
pouzivameizné koeficienty. Koeficienty zavislosti nabyvajidmmt z intervalu <0;1>, pdp
<-1;1>. Hodnotu nula d@Zeme interpretovat jako nezavislost. Je nezbythéukst odlehlé

objekty. Po jejich identifikaci je nutné tyto objgkve vstupni matici vynechat. [8]

3.4.2 Transformace dat

Rizné postupytransformace dat jsou navrzeny proazné promdnné, nap. nominalni,
ordinalni, a dokonce pro data kvantitativni. [8]kBd jsou hodnoty znad@k v raznych
jednotkach (nafklad g, mg, kalorie), je vhodnéigd samotnym shlukovanim provést
standardizaci, protoze metody shlukovani by n&g operovat s daty, které jsou zavislé
na jednotkach gieni. [4]

Objekty, které podrobime shlukové analyze jsoteny vektory op slozkach, které
piedstavuji hodnotp znaki. Normy vektoi mohou nezadoucim épobem ovlivnit vysledky
kvantitativnino hodnoceni podobnosti objektickdy je tedy vhodné vektomngormalizovat,
aby nely stejnou normu (nejlépe jednotkovou). [4]

3.4.3 Identifikace odlehlych objekti a prace s chyljicimi hodnotami

Je nezbytné téz dir odlehlé objekty. Po jejich identifikaci je nutig@o objekty ve vstupni
matici vynechat. [8] Hodnoty vyraZnodliSné od ostatnich iieme identifikovat v ramci
popisné statistiky ndfklad porovnanim aritmetického méru s useknutym @meérem.
Variacni koeficient vypovida o stejnorodosti souboru dadtrémy Ize snadno ¥ist pomoci

histogramu.

Pokud zjistime, Zeéhtery Udaj chybi, mameékolik moznosti, jak s danou skdtesti
pracovat. Objekt s chyfici hodnotou mMiZzeme vynechat nebo chyjfci hodnotu nahradit.

Nahrazeni hodnoty fideme proveést pragdnictvim
» vybérové miry polohy dané profmné (nefasgji aritmeticky ptfimér nebo median),

» hodnoty, kterd se vyskytuje u jiného objektu, poksel hodnoty vybranych
proménnych shoduiji,
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e podmirgné (skupinové) miry polohy. (Dle vybrané pramé jsou vytvéeny

skupiny. Hodnoty jsou dog@tany z hodnot fislusné skupiny.) [8]

Pro dopléni chykgjici hodnoty niizeme vyuZit #ktery analyticky algoritmus

pro modelovani. [1]

3.5 Okruh problému velkych datovych soubofi

Fi praci s velkym souborem datitre byt nej¢tSim problémem natoa analyza postavena
na vypa@tu matice vzdalenosti pro vSechny dvojice ohjektalSim problémem je skuteost,
Ze shlukovaci algoritmy efekti¢rfunguji do pétu Sestnacti progmnych. V gipact velkého
poctu atributi je tedy rRkdy treba snizit rozir Glohy na zaklaglanalyzy hlavnich komponent
(PCA — Principal Component Analysis). Uskali préogelkym mnozstvim objektize vyresit

pomoci metody shlukovani podprostor

3.6 Interpretace vysledki

Vyklad vysledk Gzce souvisi se stanovenym¢imm shluki. Na vysledek shlukovani ma
vliv vyskyt odlehlych (extrémnich) hodnot v datovésosuboru. Takové objekty vytiio
samostatné shluky. Plati, ze #fgact vétSiho pd@tu odlehlych hodnot v souboru dat se
s nastavenim &Siho p@tu shluki objevuji dalSi a dalSi jednoprvkové shluky na wgst

Tyto skut&nosti je teba pi interpretaci vysledk zohlednit. [8]
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4 PRIKLAD —SHLUKOVACI METODA K - MEANS

Tato kapitola slouZzi jako prakticky navod peseni uloh shlukové analyzy pomoci data
miningového nastroje Clementine 10.1 od sgubsti SPSS. Pro ukazkovyiklad bude
pouzita segmentai metoda K - means. Clementine provadi data mavéganalyzy
za pouziti metodologie CRISP — DM. Sest fazi téetadologie bude sledovat obsahovou

naph popsanou v teoretické@sti bakaléské prace.

4.1 Porozuméni problematice

Pro giblizeni této problematikg¢tendi byla vybrana data z oblasti &dnské vybavenosti
obci v3ech kraij celéCeské republiky, jejichZ pet obyvatel se pohybuje mezi 5000 a 10000
(v¢.). Vzhledem ke skutmosti, Ze data pochazi z oblasttabhské vybavenosti, nabizi se zde
Siroké vyuziti data miningu s moznosti Zjit fady uZziténych informaci z hlediska
hodnoceni rozvoje obci. Zaiila jsem se na existenci kulturnich, zdravotnickygkolnich,
socialnich a sportovnich aeni. Data byla ziskdna z portdlu Regionalniclorm&nich
servidi risy.cz. \ktSina dat pochazi z roku 2010. Data z oblasti kyltsportu se mi pod#o
vyhledat z roku 2006 a Udaje ze socialni oblastujglatované k roku 2009. Ukazka

puvodnich dat je uvedena vilpze A.

Cilem analyzy je vytvit podklady pro rozhodnuti ofjpléleni dot&ni pomoci obcim podle
skut&né poteby odpovidajici Urovni jejich rozvoje z hledisk¢anské vybavenosti a lépe
tak kontrolovat tok finaénich prostedki.

4.2 Porozuméni datim

4.2.1 Vstupni data

Datovy soubor pracujegvazrt s informacemi o atanské vybavenosti obci (5000 — 10000
obyvatel). Jedna se o souhrn obci z €&éké republiky, ktery obsahuje 140 zazhaanl3
atributi (viz Tabulka 1).
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Tabulka 1: Datovy slovnik

. . Typ datv . .
Nazev atributu | Typ Clementine Hodnoty Popis atributu
Bakov nad
OBEC Text | Set Jizerou - Zelezny Nazev obce
Brod
KRAJ Text | set thqéesky - Kraj, ve kteréem se obec
Zlinsky nachazi
OKRES Text | Set BeneSov — dar | Okres, ve kterém se obec

nad Sdzavou | nachazi

Cislo | Range Patet obyvatel obce k 31.

OBYVATELE 12 2010

5004 - 9953

KULTURA Cislo | Range 2—-26 Ret kulturnich z&izeni
v obci, bliZzSi popis
Vviz nize

MS Cislo | Range 1-5 Ret matéskych skolek
v obci

ZS Cislo | Range 0-5 Ret zakladnich 3kol

v

v obci

HRISTE Cislo | Range 0-15 Ret higt (s
provozovatelem nebo
spr.) v obci

TELOCVICNY | Cislo | Range 0-15 Ret €locvicen
v¢. Skolnich s viejnym
pristupem v obci

SPORTOV Cislo | Range 0-18 Ret sportovnich
zaizeni v obci

mimo Hhisté a €locvicny,
blizSi popis viz nize

ZDRAVOT Cislo | Range 2-14 Ret zdravotnickych
zaizeni v obci, blizsi
popis viz nize

STOMATOLOG | Cislo | Range 0-9 Ret samostatnych
ordinaci praktického
|ékare stomatologa v obg

SENIOR Cislo | Range 0-8 Ret domow

pro seniory nebo doin

s peovatelskou sluzbou
v obci

Zdroj: vlastni zpracovani
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Pred samotnou analyzou jéeba vymezit zakladni pojmy, kterych se dana probtém
dotyka.

Kulturni zarizeni: ZasteSujici pojem pro kulturni gaeni typu knihovna  pobaek),
stala kina, multikino, divadlo,frodni amfiteatry (¥. letnich kin), muzeum @etre pobaek
a samostatnych pamatf)k galerie (¢. pobd@ek a vystavnich sini),istdisko pro volnyas

déti a mladeze a dalSi kulturnitzzeni.

Sportovni z&izeni ostatni: Atribut ozn&ujici koupalis¢, kryté bazény, stadiony ot@né,
stadiony kryté, zimni stadiony kryté i otemé a ostatni t&eni pro &ovychovu. Ostatnim
sportovnim z#&zenim neni mysleno i8¢ nebo &locvicny, které jsou uvaghy jako

samostatné pro#nné.

Zdravotnicka zafizeni: Proménna zahrnujici sdruZzend ambulantnfizeni, ambulantni
zarizeni, nemocnice, detaSované pracéui&@mocnic, samostatné ordinace praktickeéhor&ka
pro dosglé, samostatné ordinace praktického tékpro @ti a dorost, sediska zachranné
sluzby a rychlé zdravotnické pomoci, detaSovan&quidt stedisek zachranné sluzby a
rychlé zdravotnické pomoci nebo okresni zdravotstavly. Nejsou zde zahrnutaiizeni
lekarenské p& (Iékarny), detaSované pracoviStaizeni l|ékarenské pé, |&ebny
pro dlouhodob nemocné, samostatné ordinace praktickéhoréeggnekologa a samostatné

ordinace Iék&e specialisty.
4.2.2 Uplnost dat

Pomoci uzlu Quality Ize e¥it, zda jsou zaznamy v datovém souboru kompletni
(Obrazek 4).

Quality of [13 fields] [ B[]
Srile T Edt ) cererate || 2| 1%<|®|
Field | % complete | valid Records |
HRISTE 100 140 [~

KRA 100 140
KULTURA 100 140
M3 100 140
OBEC 100 140
OBYVATELE 100 140
OKRES 100 140
SENIOR 100 140
SPORTOY 100 140
STOMATOLOG 100 140 |
TELOGVICHY 100 140 [
ZORAVOT 100 140 ¥
Quality | Annotations

Obrazek 4: PouZiti uzlu Quality

Zdroj: vlastni zpracovani
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4.2.3 Popisna statistika, odlehlé hodnoty

V softwarovém progedi Clementine je pro Gvodni analyzu dat provedatowy audit
pomoci uzlu Data Audit a statistika pomoci uzlutiStes. Popisnd statistika souboru je
zpracovana téz v prastli MS Excel 2007 v souboru s nazvem ,Data“ naulig?opisna
statistika“. Pro jednotlivé proénné jsou spdtany nasledujici statistické charakteristiky:
modus, median, dolni a horni kvartil, minimum a maxm, rozgti, aritmeticky a
geometricky pimér, smérodatnd odchylka, vartai koeficient a useknuty fmer. Vyskyt
odlehlych hodnot ztSuje variabilitu souboru. Odlehlé hodnoty Ize ddhporovnanim
useknutého a aritmetického apnéru. Velky rozdil mezi nimi by znamenalfifppmnost
extrémnich hodnot v souboru. V datové &sad od sebe vyragm neliSi u Zzadné progmné.
Odlehlé hodnoty Ize odhalit i z histogrankteré jsou satésti datového auditu. Ze souboru
jsem vylowila dva zaznamy, obec Sl&im a Litovel. V obci Sladin je osm z&zeni
pro seniory (domy s gevatelskou sluzbou nebo domovy pro seniory), cogyj@azre vice
nez v ostatnich obcich. Obrazek 5 zobrazuje dlend ¢etnosti této proknné. Ze souboru
dale vypadla obec Litovel, ve které se nachazi elvdest kulturnich &eni.

a0

30

aunt

20

- —O—1 |
0.000 1.000 2.000 3.000 4.000 5.000 5.000 7.000 2.000
SENIOR

Obrézek 5: Histogram — rozéleni paitu domowi pro seniory a doths p&ovatelskou sluzbou

Zdroj: vlastni zpracovani

Nova statisticka analyza napovida, Ze soubargdbsahuje extrémni hodnoty.
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424 Korelace

Pomoci uzlu Statistics jsem sgfiala korelace mezi spojitymi pramnymi.
Mezi vlastnostmi neexistuje zadna silndnpa ani nefima zavislost. (Silnaifma zavislost
mezi vlastnostmi by byla popsana hodnotariSimi nez 0,8 a silna ng&ma hodnotami
menSimi nez -0,8.) Badre silnou zavislost (0,3 - 0,8), ktera Haimezi vyznamgsi,
pozorujeme mezi goem zdravotnickych Z&eni a pétem stomatologickych #&eni v obci

(Obrazek 6).

r Statistics of [STOMATOLOG][ZDRAVOT] £1 =N R
(ZFile " Edit ) Generate |§|§| |g|§|
| & coapsesn | B Epandan |

E-STOMATOLOG
E-Pearson Carrelations
| ZDRAVOT 0.631  Medium|

Statistics | Annotations

Obrazek 6: Korelace mezi pttem zdravotnickych Z&zeni a pétem stomatologickych t&eni
v obci

Zdroj: vlastni zpracovani
4.3 Priprava dat

4.3.1 Vybér proménnych
Z tinacti atribufi jsem vybrala deset, které jsem povazovala pro miojnu relevantni.
Pouzila jsem uzel Filter.
4.3.2 Odvozeni novych pronénnych

Vlastnosti, jejichz hodnoty jsou v absolutni¢islech, nezohlatlji pocet obyvatel dané
obce. Data, ktera byla zahrnuta do analyzy, byeverena na porovnatelné jednotky
piepaitem hodnot na 100 obyvatel. Vyskyt Skolnich, zdtaiah, kulturnich, sportovnich a
socialnich z#zeni se tak stal nezavisly nacpo obyvatel obce. Transformace dat byla

provedena v MS Excel 2007.

4.3.3 Normalizace dat

Jak bylo uvedeno v oddilu 3.4.2., objekty prtukbvou analyzu jsou deny vektory op
slozkach, které fiedstavuji hodnotyp znaki. Protoze normy vektér mohou nezadoucim
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smeérem ovlivnit vysledky hodnoceni podobnosti objgktbyla provedena normalizace.
Slozky kazdého z vektdrjsou vydleny normou tohoto vektoru. Vektoryagky matice dat)
tak nabyly stejnou (jednotkovou) normu. [4] Normaalrany soubor je s@asti excelovského

souboru s nazvem ,Data“. Z normalizovanych dat meleychazet ve fazi modelovani.

Pomoci uzlu Data Audit jsem provedla novou statou analyzu. Popisna statistika

souboru normalizovanych dat je gésti ilohy B.

4.4 Modelovani

Softwarovy nastroj Clementine nabizi uZivatéli deskupovaci algoritmy, Kohonenovy

mapy, metodu K — means a Two Step. Pro ukazkoljaa byla vybrana metoda K — means.

44.1 Metoda K- means

Algoritmus K — means je vhodny je pro analyzu vhatkémnozZstvi dat. Po odstram
odlehlych hodnot obsahuje datovy soubor 138 za#nadi pouZiti shlukové analyzy
na datovém souboru je zafedti mit zakladnifg@dstavu o analyzovanych vlastnostech.

4.4.2 Nastaveni uzlu K — means

Nastaveni paramétrprovedeme na zaloZce s nazvéftodel (Obrazek 7). Je idezité
rozhodnout se, do kolika shiabude datovy soubor ro&en (dale viz 4.4.2.1). Ret shluki
lze nastavit v poli Specified number of clusterem®ci poléka Show cluster proximity
zobrazime informaci o vzajemné vzdalenostdi vzniklych shluk. Cim je hodnota vy3si,
tim jsou si shluky ménblizké. Déale 1ze pomocitepinaciho tlaitka nastavit format, v jakém
bude zobrazenarislusnost ke shluku. Shlukirre byt uveden jaksislo (Number) nebo jako
ietzec (String). V poli Label prefix je mozné shiwk piiradit specifické pojmenovani
(nagriklad ,shluk 1%, ,shluk 2" atd). [2]
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w E-Means @
~ @
Model name: () Auto () Custom

Lse patitioned data

Specified number of clusters:

[ Generate distance field
Show cluster proximity

Cluster lahel; (®) String () Mumkber
Label prefi |5h|uk
Optimize: () Speed (=) Memory

Fields | Model | Expert | Annotations
| (0]18 || B E:ecute || Cancel |Qpply ||| Reset

Obrazek 7: Karta Model uzlu K — means

Zdroj: vlastni zpracovani

Analytici s odbornymi znalostmi metody K — meawnseni kartuExpert (Obrazek 8).
V rezimu Expert na poli s ndzvellaximum iteration lze omezit péet iteraci (pirazovani
objekti k typickym bodim). Vychozi hodnota je nastavena na dvacet. VolBmustom
muzeme uEit vlastni maximalni peet iteraci. Hodnota pole s nazvedihance tolerance
vypovida o zminé prislusnosti objekt ke stedim shluki v dané iteraci. Nehierarchické
shlukovani je zastaveno dilomezenim piu iteraci (Maximum iteration) nebo Wipac, ze
mira zneény piisluSnosti objekt ke stedim shluki je v dané iteraci menSi nez nami

specifikovana hodnota (Chance toleranf?).

Encoding value for setsslouzi k gifazeni vah kategorizovanym prénmym. Vychozi
hodnotou je odmocninadsla 0,5 (piblizné 0.707107). Lze zde zadavat hodnoty od nuly
do jedniéky. Hodnota blize jedtice gifadi kategorizované pramné \&tSi dilezitost (vahu)

nez spojité prornne. [2]
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Mode: (=) [Simple () Expert

Fields | Model | Expert | Annotations

| oK || » Execute || cCancel | | apply || Reset

Obrazek 8: Karta Expert uzlu K — means

Zdroj: vlastni zpracovani

4.4.2.1. Uréeni patu shluka

Pred rozdlenim zaznar do skupin je nutné stanovit et segmerit Pro Uvodni odhad
potu shluki lze mimo jiné vyuzit segmeritai metodu Kohonenovy mapy. Jedna se
o specialni druh neuronovésikterd nevyZzadujerfiomnost ditele. [11] Klastr je zde @en
dvéma sotiadnicemi. Vysledek bude bran jako prvni odhadtpashluki, ktery pak bude
vyuzit v metod K — means. Vstupy pro Kohonenovy mapy jsou jizevgénirgné atributy
z oblasti obanské vybavenosti obci. Vychazimétgm z normalizovanych dat. Vystup
Kohonenovych map, dvanact shitlkzadame do uzlu K — means. Protoze vSak odhadnuty
pocet shluki predstavuje horni hranici, je nutné do uzlu K — medale zadavat postupn
pocet shluki vzdy o jedna menSi a porovnat vzdalenosti meziksh(volba proximities).
LepSi rozliSeni jednotlivych shlikcharakterizuje &Si vzdalenost (proximities) mezi shluky.
Prostednictvim Kohonenovych map, porovnavanim vzdalénoszi shluky a na zaklad

logické uvahy jsem nastavila kamg pacet shluki na deset.
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4.4.2.2. \Vystup shlukovani

Vstupy pro metodu K — meansistaly stejné jako vifpact Kohonenovych map.
Prozpracovani metodou K — means nastavitedpokladany p&et shluki na deset.
Vystupem je tedy pozadovany e shluki. Ukazka vzniklych skupin obci je stasti
piilohy C. Obrazek 9 zobrazuje kamlodel uzlu K — means (vystup - Zluta ikona), kde je
vidét potet zaznam, které nalezi jednotlivym shlikn. Na obrazku je zobrazengvrty
shluk, ktery obsahuje osm zaznanvVolba Proximities znazéuje tabulku se vzdalenostmi
mezi shluky. Z obrazku je patrné, Ze shluk 4 manmsvylastnostmi nejblize ke shluku 10
(hodnota 0,078644) a nejdal ke shluku 9 (hodnaot27®45). V zavorce u nazvu prénmé
Patet zakladnich Skol (ZS) je uveden jeji aritmetighymer (0,145). Smrodatna odchylka
(Standard deviation) stejné prénmé dosahuje celkem nizkych hodnot (0,043). Z tizleo
usoudit, Ze se data v daném shluku hromadi okdlmyu.

37



 K-Means - 10 shlukd [
|[ZFile ¥ Generate |@E| |®|
(5 )[% | & colapsemn || S Expandan
(g cluster-1: 23 records
- cluster-2: 15 records
- cluster-3: 8 records
= (37 [eluster-4: 8 records|
#-g” HRISTE (0,182)
Fg® KULTURA £ 0,324)
g MS (0,114
¢ SEMIOR (0,094)
& SPORTOW (0,669 )
& STOMATOLOG (0,273
¢ TELOCVICNY (0,151 )
g ZDRAVOT (0,486 )
g Z5(0,145)
. Se-Btandard deviation: 0,043
= %@ Proximities
El1D 0.072644
B 0.084138
7 0.095688
P2 010123
Ll B 0103423
3 010641
1 0119194
a 0124254
4 0127344
[+ cluster-5: 8 records
[#- gy cluster-6: 15 records
[ cluster-T: 24 records
[#- (g cluster-8: 10 records
- cluster-9: 6 records
- cluster-10: 21 records
Model | Yiewer | Summary | Annhotations
| OKJ| Cancel ‘ | Anply || Reset |

-

Obrazek 9: Shluky vygenerované pomoci segmeénfanetody K — means

Zdroj: vlastni zpracovani

Rozdleni shluki do jednotlivych klasfr spolu se zkoumanymi atributy je wid

v grafické podob na kart Viewer (Obrazek 10).
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X « K-Means - 10 shlukd .
| [ZlEile O Generate |£| @

= @ &4 e [ [ |Stow options- _
T | Cluster: |AII Clusters b+ |
W -V‘:L,-D’fu’;?\}fxp\‘ S $I ”'m" ‘ | Display sizes:; @ Pies
P LS | St b S o | S o e | b A { i
) - I B ) H g |[] Show Overall
1 l | l i | I | (Field: | Al Fielis ~
e " L -
ool o nnn o obla @
—— " | Display distributions: (2 Bars () Text
e 11« I 1 s 1 & .Ih C :
. —_— |[¥] Bhow Importance
[ I I I & l | I s 11 m " !
» I I rSort Options
I l i ' i i l I 1 - | Cluster: |Z|Ej
HLL T ""#"' )
I I I l l | l I I I H L 4] Marne
() gize
FY
S T I B _
sroiwas . Field: B
AEEEEEEEET -
] I 11 l I 11 I I A H e ) Impottance

Model | Viewer | Summary | Annatations |

| (814 “ Cancel | | Apply || Reset

Obrazek 10: Shluky vygenerované metodou K — means a popisndas

Zdroj: vlastni zpracovani

Ve vychozim nastaveni jsou nazvy pgmych zobrazeny v levém sloupci a jednotlivé
shluky znazorény jako kol&ové grafy v prvnimiadku matice. Na roz&ném okg (Zluté
Sipky) najdemeiizné alternativni zobrazeni shiula prongnnych. Ve vychozim nastaveni
jsou shluky uva#hé v pdadi sestuphipodle pédtu zaznam, které obsahuji. Radi shluk i
proménnych Ize ngnit v oddilu Sort Options. Prepinaci tlaitka Pies a Text[isplay Sizg
udavaji styl zobrazeni shliikkol&ové grafy nebo procentualni podil na celkovéndtypo
obci). Vyznam jednotlivych proénnych pro vytvéeni shluk uvadi sloupec s nazvem
Importance. Z Obrazku 10 je patrné, Ze vSechny naSe pnmé jsou pro generovani shiuk
dilezité gerveny gtidhelnik). ZIutd hwzdicka by oznaovala promdnnou okrajového
vyznamu a modrgtverec proninnou, ktera rla jen nepatrny vliv na shlukovani. Sloupec
podavajici celkovy fehled pidame zaSkrtnutim pdlka Show Overall v oddilu Show
Options. Rehledovy sloupec twd skupinu modrych panil Znazotiuje rozaleni prongnné
vramci jednotlivych shluk (bars) a umaluje tak srovnani skupin obci. Modry panel

piedstavuje sedni hodnotu progmné kazdého klastru. Nejedna se o histogram zojicazu
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cetnost rozdleni! Styl zobrazeni smime pomoci fepinacich tlaitek v Display Distributions.
Pomoci tlgitka Bars lze vyjatit atribut jako modry sloupec. Tdako Text znazorni gedni
hodnotou prornné pro dany shluk a v zavorce &odatnou odchylku. Tyto statistické

charakteristicky Ize zobrazit i dvojitym kliknutima nazev atributu. [2]

Podrobné informace o jednotlivych shlucich zis&advojitym kliknutim na schématicky
kol&ovych graf jednotlivych shluknebo vylirem ugitého shluku v rozbalovacim seznamu
Cluster v oddilu Show Options v rozéném dialogovém okn Na Obrazku 11 je vid, Ze
dominantnim rysem shluku 5 je vysokycpbsocialnich z@zeni v obci (domovy pro seniory,

domy s péovatelskou sluzbou) ve srovnani s ostatnimi skumpirzdoci.

cluster-5 Cwerall Importance

& =067

#'-a-a-ﬂ B o
‘_\ nknown

Important

SEMIOR
1.00

Obrazek 11:Srovnani shluku 6 s celkovyniighledem

Zdroj: vlastni zpracovani

V rozbalovacim seznamu Clusters dat&eme nastavit zobrazeni shivikteré obsahuji
vice (mér) zaznani nez nami zadany pet.

Podobg miZzeme v rozbalovacim seznarfield nastavit zobrazeni jednotlivych
proménnych, gipadré znazornit prordinné specifické d@lezitosti (Importance) nebo titého
typu (randges, discrete). [2]

Panel nastroji v uzlu K — means je celkem intuitivni (Obrazek .1Rye zde nafoklad
meénit styl zobrazeni nebo pomoéérvené hézdicky nastavit hranice vyznamu prémmé

(Importance). [2]

B (v [Je= Be | 10 e

Obrazek 12: nastrofi uzlu K — means (Zluta ikona)

1-10

B

Zdroj: vlastni zpracovani

4.4.2.3. Vizualizace vysledki

Pro lepSi fedstavu o ziskanych vysledcich nabizi Clementinénmst znazorni vystupi

v grafické podob. Uzel plot napojime na vystup uzlu K — means &lkbna). Na ka¥ Plot
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uzlu Plot vybereme z rozbalovaciho seznamu nezé@vipfongénnou na osw (X field) a

zavislou prorinnou na osy (Y field). V oddiluOverlay Ize nastavit vzhled grafu.

4.4.2.4. Porovnani vysledk shlukovacich metod

K porovnani vysledk vice shlukovacich metod lze pouZzit uzel Matrixelzle sledovat

shodu ve vygenerovanych zaznameanymi shlukovacimi metodami.

4.4.2.5. Popis shluki

Prvni skupinu tvoii 23 obci. Pro tuto skupinu je typicka dobra vybwst z hlediska piu
kulturnich zaizeni, ale ve srovnani s ostatnimi obcemi je zdenSinga@et Skolnich,
zdravotnickych a socialnich idaeni. Patet obyvatel obci pohledem naiyodni data je
nevyrovnany.Do shluku pati obce kraj Jihomoravsky, Zlinsky, Jilkesky, Plzésky,
Ustecky, Kralovéhradecky, i®datesky a Vysoina. Obce néleZici prvnimu shluku Ize
vygenerovat pomoci uzliselect definovanim podminky (nadzev prémmé = "hodnota
proménné™) v poli Condition na katt Settings. Na uzel Select napojime uZelble,
prostednictvim kterého zobrazimeceny vytet obci. Obce prvniho shluku jsou zobrazeny
na Obrazku 13.

41



.

1. shluk (L1 fields, 23 records) o=
(EFile 7 Edit ) Generate [l 2| | #8) x| @)
OBEC | §KM-K-Means

1 Letovice cluster-1
2 Rosice cluster-1
3 Slapanice cluster-1
4 hikulow cluster-1
5 StraZnice cluster-1
fi Buiovice cluster-1
7 Moravsky Keumlov cluster-1
a Chropyné cluster-1
9 Brurnov-Bylnice cluster-1
10 Luhacovice cluster-1
11 Chotéhof cluster-1
12 Swétla nad Sazavou cluster-1
13 Paolna cluster-1
14 Telé cluster-1
15 RS cluster-1
16 Bystfice nad Pemstejnem cluster1
17 Dadice cluster-1
18 Trehof cluster-1
19 HoraZdovice cluster-1
20 Postoloprty cluster-1
21 Trehechovice pod Orebem  cluster1
22 Upice cluster-1
23 Bakov nad Jizerau cluster-1

1 | S | | r

Tahle | Annotations

Obrazek 13: Obce prvniho shluku

Zdroj: vlastni zpracovani

Druhy shluk zahrnuje obce se slabym kulturnim a sportovninemém. Nachazi se zde
zejména nizky peet €locvicen. Shluk obci je nadfmérny z hlediska p&tu zdravotnickych a
stomatologickych zdzeni. Pai sem celkem patnact obci (fiapDdolena voda, Uvaly,

Jesenice), z nichz tathpolovina pochazi ze ®tdateského kraje.

Dominantnim rysentiretiho shluku je dobra vybavenost z hlediska pm sportovnich
zaizeni. Ri pohledu na fivodni data jistime, Ze nadpolowmi vétSina obci tohoto shluku ma
vice nez desetit$t. Vyznam tohoto atributu (Importance) pro sdruzeh€i do jednoho

shluku je #ejmy z Obrazku 14.
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HRISTE

® 10 @
cluster-3 Overall
cluster-3 Overall
Importance . .
1.00 1.00

Obrazek 14:Vyznam atributu p&et Hist’ pro podobnost zdznadnve ¢tvrtém shluku
Zdroj: vlastni zpracovani

V porovnani s ostatnimi obcemi je shluk mémozvinuty v oblasti zdravotnictvi.
Pfi pohledu a pvodni data zjistime, Ze je toto uskupeniiérm osmi obcemi,iemz Sest

Z nich nepekratuje hranici 6500 obyvatel. Drtiv&tsina se nachazi na Uzemi kr&joravy.

Ctvrty shluk wvytvorily obce, jejichz vyraznym rysem je vynikajici zézdez hlediska
ostatnich sportovnich #aeni (koupali&t a kryté bazény, stadiony otewné, stadiony kryté,
zimni stadiony kryté i otéeené). Velmi dobrou vybavenost vykazuje i Wpozdravotnickych
zarizeni. Je zde vSak nizky ¢ €locvicen. Z tabulky Proximities (Obrazek 15) lze snadno

odvodit, Zectvrty shluk ma nejdale k devatému shluku.

{:_%.lcluster-ai: g records|
g HRISTE (0,182)
#g? KULTURA(0,324)
g MS(0,114)

g SEMNIOR (0,094)
#-g¥ SPORTOY (0,669 )
#g STOMATOLO®G (0,273 )
g TELOCWICNY (0,151 )
g ZDRAVOT (0,486 )

Z5 (0,145
=g

"o Proximities
ETY 0.078644
B 0.084138
7 0.095688
Lz 010123
Lo B 0103423
3 0.10641
1 0119194
g 0124254
g 0127945

Obrézek 15:Vzdalenost shluk4 a 9
Zdroj: vlastni zpracovani
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Vyraznym rysempaté skupiny je vynikajici vybavenost z hlediska o socialnich
zarizeni (domovy pro seniory, domy s¢pgatelskou sluzbou). Parada@xee v obci nachazi
vysoky paet hist. Vyrazny podpimér sledujeme v oblasti kulturnich, zdravotnickych a
ostatnich sportovnich #iaeni (koupalidt a kryté bazény, stadiony otewné, stadiony kryté,

zimni stadiony kryté i otéené).

Sesty shlukje charakteristicky tim, Ze vyrazprevy3uje ostatni obce v fio matéskych
Skolek. Je zde vSak nizky qmi Hist a €locvicen.

Sedmy shlukje typicky pro nizkou urowvev oblasti socialni (domovy pro seniory, domy
s pe&ovatelskou sluzbou). Nejtizijgi je zde situace v oblasti zdravotnické a stoingiokée
p&e. Obce sedmé skupiny jsou néérozvinuté i v oblasti Skolstvi. Jedina oblast, které
pievySuje ostatni obce je sportovni vybaveni. Calke$ak lze konstatovat, Zze se jedna
o shluk obci, které pdatmezi nejmén vysgilé z pohledu otanské vybavenosti. Tato skupina
je s dvacetiétyfmi obcemi nejpdetrgjSi. Dvacet z nich népvysuje hranici 7000 obyvatel.
Vyjimku tvoii obce Milovice a Mohelnice, které spadaji do &, velikostni kategorie®.

Ze stranky obanské vybavenosti se v3ak rovnaji mensim obcim.

Obce osmého shluku pati vyhradré mezi kraje GzemiCech. Sportovni zazemi obci
osmého shluku je slabé, zejménacgiohrist je silne podpfimérny. Pohybuji se vSak

na vysglé urovni v oblasti stomatologie.

Devaty shluk tvoii obce s velmi dobrou Skolni vybavenosti, zejmérdediska potu
matdskych Skolek. Je zde vSak i vysSicpptlocvicen. Nachazi se zde vSak nizkyceb
zdravotnickych, stomatologickych a ostatnich sparich z&izeni (koupalidt a kryté bazény,

stadiony otekené, stadiony kryté, zimni stadiony kryté i gene).

Do desatého shluku pati nejrozvinu€jSi obce ve vSech zkoumanych atributech.

Za povSimnuti stoji zejména vysokyged zdravotnickych Zézeni a &locvicen.

4.5 Vyhodnoceni vysledki

Pro zhodnoceni rozvoje obci cé€léské republiky ve velikostni kategorii od 5000 @000

(v¢.) jsem pouzila ukazatele 2tpoblasti:

« Paet kulturnich z#&zeni
« Paet Skolnich z&zeni

* Pcaet sportovnich zé&zeni
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» Paiet zdravotnickych Zézeni

« Paiet socialnich zdzeni

Prvni shluk tvéi obce vysplé z pohledu dobrého kulturniho zazemi. Podobndsti o
druhého seskupeni se ukazala v nizSindtipdkulturnich z#&zeni a nizkou vybavenosti
z hlediska sportovniho vyZitiPro teti shluk je charakteristickym rysem vysoka Ufove
v oblasti sportovni vybavenostCtvrta skupina je typick& pro vysoky et ostatnich
sportovnich zdzeni (koupalidt a kryté bazény, stadiony otewé, stadiony kryté, zimni
stadiony kryté i otetené). Dominantnim rysem patého shluku je vynikajici slodia
vybavenost (domovy pro seniory, domy s@eatelskou sluzbouPo Sestého shluku spadaji
obce s vysokym pidem matéskych Skolekale nizkym poétem Hist a €locvicen. P@etna
sedma skupina obci je charakteristicka padgrnou arovni z hlediska @tu zdravotnickych
a stomatologickych Z&eni. Celkow se jednd o malo rozvinuté obce. Osmy shluk je
podpiimérny z hlediska moznosti sportovniho vyZiti. Ostaghiuky obci vSak igvySuje
na poli stomatologie. Devaty shluk je typicky prgsoky pa@et matéskych Skolek. Skupina
v paradi deséata zahrnuje celkovozvinuté obce. Lze zde vysledovat naaiptr ve vSech

zkoumanych atributech.

4.6 Vyuziti vysledki

Analyza se zabyvala problematikou obc&iaské republice ve velikostni kategorii 5000 —
10000 obyvatel §etre). Rozvoj obci byl hodnocen z hlediskacabské vybavenosti. Cilem
analyzy ukazkového ifkladu bylo vytvdit podklad pro rozhodnuti oftidéleni dot&ni
pomoci podle skutmé poteby rozvoje obci. Podle vysleillanalyzy je teba zaniit se
na obce sedmého shluku, kterétpatezi nejméa rozvinuté. Nejproblemati¢jSi situace se
ukazala ve zdravotnictvi a stomatologii.

Pro pgipadné dalSi analyzy by bylo vhodné soubor doptnitdalSi atributy (nap
ekonomické, demografické, strukturdlni). V ndvatinona reSeny problém je vhodné vyuZit

dalSi dataminingové metody (rozhodovaci stromy) atd.
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ZAVER

V teoretickécasti byly naznéeny typické ulohyeSené pomoci data miningu. Prace se dale
vénuje aplik&nim oblastem data miningu a metodam, kteréiedsfe tento pojem. Bylo
poukdzano na metodiky, které data mining pouZivwdzebrana metodika CRISP — DM

z pohledu napkh jednotlivych fazi. Teti kapitolactende seznamila s metodou shlukové

analyzy se zatitenim na nehierarchickou metodu K — means.

V praktické ¢asti byl zpracovan fiklad, ktery bude podkladem pro studentiedgmetu
PZDM. Analyza byla provedena pomoci data miningovétastroje Clementine 10.1
od spolénosti SPSS. Pro ukazkovyiklad byla zvolena datova sada z oblasttariské
vybavenosti obciCeské republiky spadajicich do velikostni kategarie 5000 do 10000
obyvatel. Cilem analyzy bylo rolit obce pomoci shlukové analyzy do skupin, ktes@ujsi
na zéklad zvolenych atribut podobné. Hklad vyuZil zasad metodologie CRISP — DM a

sledoval napi jednotlivych fazi popsanych v teoretickdsti prace.

Nejprve byly stanoveny cile projektu. Nasledovajpnacovani datoveho slovniku, blizsi
seznameni s daty a zpracovani popisné statistikyepsi vhled do zkoumanych dat. V ramci
piipravy dat nasledoval vgb relevantnich progmnych a datovy soubor byl ¢igten
od odlehlych hodnot. V MS Excel 2007 p&la normalizace dat. Ve fazi modelovani bylo
nutné stanovit piet shluki. Pro rozdleni souboru do shldkjsem vybrala nehierarchickou
metodu K — means. Po interpretaci vysiedbyly vysledky vyhodnoceny a posouzeny
z manazerského Uhlu pohledu s ohledem & diohy, ktery byl definovan v prvni fazi data
miningoveého procesu. Vystupem byl tedy podklad nezhodnuti o fidéleni dot&ni pomoci

obcim. Jako nejproblematé|Si se ukazala situace v obcich sedmého shluku.

Bakal@ska prace byla koncipovana jakoiyodce proctende i zpracovani datového
souboru pomoci shlukové analyzy v softwarovém ped$tClementine 10.1 od spoimsti
SPSS. Jeji snahou bylo poskytnout studentovi B&dich zkuSenosti se zngirou aplikaci
jakousi gipadovou studii, ktera bytigpela k lepSi orientaci v programu. Prace by studenta
zaroveh mgla nadit sledovat spravné zasady metodologie CRISP.- Bbtdilo se popsat
praci s odlehlymi hodnotami, postup normalizace, daistinit postup zpracovanfildadu

v softwarovém prosedi Clementine.
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Ukazka pavodnich dat
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Priloha B:

Datovy audit normalizovanych dat

Data Auit of [10 fields] #1 == E=E

Srie  CEdt O generate  jll S| x]@)
Field | Graph | Type Min LEYS Mean Stdl. Dev Skewness Unigue | Walid |
KULTURA ﬁ ﬁ Range 0.097 0.880 0526 0145 -0.0249 Frullg 138
MS E f Range 0.036 0.394 0138 0.077 0.979 Frullg 138
I8 ‘ @ﬁ Range 0.000 0.359 0141 0.065 0.3959 Fnullg 138
HRISTE m ﬁ Range 0000 (.66 0307 0148 0.08v frullg 138
TELOCYIC.. il 659 Range 0.000 0631 0.233 0114 0.638 Frullg 138
SPORTOV IH ﬁ Range 0.000 077 0314 0145 0430 frullg 138
ZORAVOT “ f Range 0144 0,808 0.461 013z 0.068 Frullg 138
STOMATOL... h f Range 0.000 0.570 0.270 010z 0.439 Frullg 138
SEMIOR I f Range 0.000 0533 0132 n.oar 1.317 Frullg 138

. -

udit | Annotations |

Zdroj: vlastni zpracovani




Ukazka shluki
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